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Capítulo 1 

Introducción 

1.1 Introducción 

Desde que el hombre es capaz de usar su inteligencia, materializa sus ideas en palabras 
o expresiones, que expresa mediante su aparato cie fonación y representa mediante 
signos gráficos. En la actualidad, el proceso de escritura y lectura implica el análisis de 
la serie de signos gráficos, lo que permite reconstruir su aspecto auditivo y visual, 
análisis que en su conjunto sugiere el concepto o la idea. 

El problema del reconocimiento de formas es variable según el planteamiento 
propuesto. Pero, ¿se podría crear una técnica universal, qué construya un operador para 
reconocer formas? Esto se creía en los años cincuenta, en los que se veían florecer 
propuestas de sistemas autoorganizadores y de aprendizajes automáticos basado en 
perceptrones. En realidad, no existe ninguna aplicación capaz de construir un operador 
que resuelva cualquier problema del reconocimiento de formas. Por eso, se recomienda 
indagar en la modestia y en la paciencia, ya que en la actualidad, estamos muy lejos de 
hacerlo tan bien con nuestras potentes máquinas "de quinta generación"; como lo hacen 
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los seres vivos con sus sentidos del olor y de la vista. Por tanto, se nos presenta un 
campo amplio y en plena expansión, como se demuestra con las miles de complejas 
publicaciones por año. Este reconocimiento es un acercamiento de las distintas técnicas 
de la programación y la matemática, y no por la síntesis dei aigoritmo o de ia ievria, 
sino por todas las formas que nos podemos encontrar en nuestro entorno más cercano. 

En particular, el reconocimiento de las aplicaciones manuscritas se presenta 
como un tipo de forma a reconocer, que se puede desarrollar gracias a los avances 
tecnológicos actuales, lo que nos permite pasar de la idea a la realidad, de la teoría a los 
resultados prácticos. 

En este primer capítulo se va a describir, en general, los orígenes del 
reconocimiento de patrones, profundizando en las aplicaciones manuscritas. También, 
se va a realizar un recorrido por los distintos aspectos de un reconocedor de patrones: la 
segmentación de los elementos a discriminar, la extracción de características y la toma 
de decisiones. Seguidamente, se pasará a dar las ideas del planteamiento que sostiene 
esta tesis, y finalmente, se cerrará el capítulo, con el planteamiento de los objetivos a 
lograr y la descripción del resto de la memoria. 

1.2 Antecedentes 

1.2.1 Antecedentes históricos 

El proceso de escritura no ha sido siempre el mismo, ya que muchas veces no se 
sigue una única línea, ni se cubren todas las etapas de realización. Así, la génesis de la 
escritura puede sintetizarse en los siguientes cuatro periodos: 

1. El hombre primitivo utilizó diversos medios para su comunicación gráfica, 
sintetizándolo en el empleo de un signo material, que inicialmente fue un 
símbolo y más tarde un dibujo o una pictografía. 

2. Una nueva época viene dada por el surgimiento de la escritura sintética, según la 
cual un signo grifico o un grupo de signos sugiere toda una frase. Ci protleiiia 
radica en las infinitas frases o pensamientos. 

3. Otro periodo en la génesis de la escritura consistió en la evocación mediante un 
signo de una sola palabra, ya no de una frase. Así nacieron ias i ~ e o g r ~ f c a s  o 
analíticas que elaboraron una serie de signos gráficos constates, y con las que se 
podía constituir frases. 

4. Las escrituras silábicas y fonéticas suponen la génesis decisiva de la escritura. 
Éstas nacen de un análisis de los elementos de las palabras, sílabas y fonemas, 
reduciéndose así, de frases a palabras y de palabras a letras. 

Realizando una síntesis histórica de estos cuatro periodos, se establece que el 
nacimiento de la escritura alfabética actual parte a mediados del segundo milenio A.C., 
posiblemente en Siria y en el medio cultural que descubrieron las excavaciones 
arqueológicas, las cuales dieron a conocer las escrituras ugaríticas, protosinaíticas, 
pseudojeroglíficas de Biblos, o bien de los egeas. Estos precedentes hicieron posible el 
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nacimiento del alfabeto fenicio, consonántico en un comienzo, lo mismo que otros 
alfabetos semíticos, y cuya lenta evolución dio lugar a la aparición de los grandes 
sistemas gráficos griego y latino [Salvat65]. 

El uso de la información documental ha sido escrita, copiada, almacenada y 
manipulada, directamente por la acción humana desde el origen de su creación. Pero a 
finales de los años sesenta nació el reconocimiento de formas, al mismo tiempo que los 
potentes ordenadores llamados "de la tercera generación". La llegada de estas máquinas 
permitió la experimentación sobre las representaciones de sensores físicos, como 
imágenes, palabras, datos físicos, médicos, económicos, lingüísticos, etc.; y por tanto, 
un nuevo campo de observación y de reflexión fue transferido de la Filosofía a la 
Ciencia experimental. Al igual que del telescopio nace la Astronomía, y de las técnicas 
metalúrgicas, químicas, electrónicas y del vacío nace la Física; no es ninguna paradoja 
el hecho de que el reconocimiento de formas y la inteligencia artificial hayan nacido a 
partir de los ordenadores, máquinas concebidas para la gestión contable y el cálculo 
científico. 

A finales de los ochenta, la supremacía de los rápidos ordenadores, con grandes 
memorias y escáner más baratos, provocaron el interés por el análisis de documentos. 
En esos tiempos y hasta hoy en día, muchos documentos han sido enviados y recibidos 
por fax, y almacenados en interminables bases de datos, y de ahí que haya crecido el 
interés por tratar a estas imágenes de forma más simple tanto para su visión como para 
su impresión. La cuestión era extraer la información igual que lo hacen los humanos, 
con una lectura sencilla. El área de investigación estaba servida y los sistemas 
comerciales eran construidos para leer texto en una página, encontrar registros en una 
forma, y localizar líneas y símbolos en un diagrama. 

Desde el nacimiento de nuestro alfabeto hasta ahora, la transmisión y 
almacenamiento de la información se viene haciendo mediante diferentes tipos de 
documentos. Sin embargo, estos avances en la informática han marcado la tendencia de 
digitalizar esta información. Por tanto, el objetivo del análisis gráfico de documentos es 
reconocer las componentes de texto y gráficos en las imágenes, y extraer la información 
como si de un humano se tratase. De este modo, han surgido dos categorías en el 
procesado de documentos: el procesadÓ textual y el procesado gráfico, tal y como se 
indica en la figura 1.1. 

El procesado de texto engloba el reconocimiento de texto o reconocimiento de 
caracteres ópticos (OCR), y también otras tareas tales como determinar inclinación en el 
documento, detección de palabras, frases, líneas de texto, columnas de texto, ... 

El procesado gráfico contiene componentes de símbolos y líneas no textuales, 
líneas rectas entre secciones de texto y logotipos. También se incluyen imágenes, que es 
la tercera componente más frecuente en los documentos. 
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Procesado de documentos 

Inclinación, lineas y Rectas, esquinas 
bloques de texto 

Figura l .  1: Procesado de documentación y sus categorías. 

Hoy en día, los resultados de los trabajos de investigación en el análisis de 
documento se pueden ver y sentir cada día. Por proponer algunos ejemplos se podría 
iT~€íiCiOTi&": 

a) Los escáneres de reconocimiento de caracteres son usados en las oficinas de 
correos para una separación automática del correo. 

b) Los diagrama de bloques son extraídos desde los documentos para 
almacenarlos y modificarlos desde el ordenador. 

c) Las imágenes de las huellas dactilares son analizadas por el ordenador para su 
posterior reconocimiento. 

En el futuro, las técnicas usadas serán mejoradas y aparecerán más aplicaciones 
en el análisis de documentos. Por comentar otro ejemplo, los millones de viejos libros 
que hay en las librerías serán reemplazados por ficheros inforrnatizados, que podrán ser 
buscados por contenidos y su acceso podrá ser simultáneo para mucha gente. La gente 
del mundo de negocios podrá tener sus documentos en sus ordenadores portátiles, así 
como recibirlos y transmitirlos. Y las firmas podrán ser analizadas en los ordenadores 
para su verificación y acceso de seguridad. Las notas musicales y otros símbolos podrán 
ser leídos y reconocerse su significado. 

12.3 Reconocimiento de las aplicaciones manuscritas 

Pero todavía se podría llegar más lejos, y distinguir entre documentos impresos por 
máquinas o aquellos realizados por la propia mano humana. Muchos de los métodos 
empleados para el reconocimiento en ambos tipos de documentos son similares, pero 
hay importantes diferencias entre ellos. 

Otro matiz significativo en las aplicaciones manuscritas, aparece en la captura de 
los datos, que se puede plantear de dos formas diferentes: on-line y off-line. En los 
sistemas de reconocimiento on-line, los datos capturados son representados como una 
secuencia temporal de la posición marcada por un lápiz óptico sobre una tableta 
digitalizadora cuando se realiza la escritura. En los sistemas 0 8 - h e ,  los datos se 
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capturan mediante un escáner óptico convencional y procesados con un software 
específico. 

Para estas aplicaciones manuscritas sobresale la variedad de formas en que el 
texto es escrito, básicamente es ilimitada. Incluso se podría observar que el texto escrito 
por un mismo escritor en dos ocasiones diferentes no es totalmente idéntico. En este 
momento, el reconocimiento de aplicaciones manuscritas es un área de investigación 
activa, con una multitud de publicaciones y congresos internacionales por año. 

1.3 Reconocimiento automático de formas 

Un sistema de reconocimiento automático de formas opera siempre con un universo de 
trabajo previamente definido. Este universo de trabajo está formado por todos los 
posibles objetos individuales que se van a reconocer de manera automática. Estos 
objetos predefinidos suelen denominarse patrones o clases. 

Los objetos aparecen normalmente mezclados entre sí, presentando incluso 
asociaciones e inieracciones muy complejas. 'La operación de extraer los objetos 
individuales puede llegar a ser extremadamente difícil. Por ejemplo, en visión artificial 
está operación se conoce como segmentación, y constituye por regla general la etapa 
más delicada y difícil de todo el sistema de visión. 

Para proceder al reconocimiento automático de los objetos individualizados 
(segmentados) se realiza una importantísima transformación de los mismos, para 
convertirlos en vectores cuyas componentes se denominan características o parámetros. 
A cada vector de características se le aplican unas funciones discriminantes o de 
decisión, para asignarle al conjunto de vectores preestablecidos de todos los objetos del 
universo de trabajo, un patrón determinado. Este sistema de reconocimiento presenta 
tres etapas bien diferenciadas, y con unos conceptos concretos: patrón o clase, 
parámetro o características, y funciones de discriminación o de decisión. En la siguiente 
figura se presenta el proceso de reconocimiento automático que se ha descrito. 

Figura 1.2: Diagrama de bloques de un sistema de reconocimiento automático de formas. 

Por tanto, se establecen tres etapas en el diseño de un sistema de reconocimiento 
automático de formas, y que éstas siguen un curso secuencia1 a la hora de ponerlo en 
funcionamiento. Para conseguir éxito en el sistema de reconocimiento de formas hay 
que revisar en cada momento el buen funcionamiento de la etapa, por eso sería 
c^no&~nte regCir e] rigcip_fitp_ Cl_iqrpm~ fli?;o: J 



Figura 1.3: Diagrama deflujo que verifica el buenfuncionamiento de las etapas, 
en el diseño de un sistema de reconocimiento automático de formas. 

11.3.1 Establecimiento de patrones 

El primer paso debe de definir el universo de trabajo del sistema. En la mayoría de los 
casos reales esta etapa es directa y trivial, ya que el diseñador del sistema conoce 
perfectamente las clases de objetos que han de ser reconocidos. 

Pero también puede ser que los patrones sean desconocidos a priori. Suele 
aparecer en ciertos campos de la medicina o la biología, en donde no está clarificado el 
universo de clases. En esta situación se recurre a las técnic'as denominadas de . I aglfipaciofi, o grgiemen:e, de ;econoci;;.~entv sin sUper./isión. Ystas 
técnicas difieren de las expuestas con anterioridad, ya que no existe una supervisión o 
reconocimiento externo, que guía el diseño de las funciones de discriminación. 

Estas técnicas de reconocimiento sin supewisióii iar~biéli se pueden eiiipkar 
como alternativa en situaciones con conocimiento previo de los patrones. 

1.3.2 Extracción de parámetros 

La extracción de parámetros consiste en la elección de las características que se 
almacenarán en el vector de parámetros. Esta etapa es crítica y la bondad del sistema 
final estará completamente determinada por los rasgos escogidos. 

El vector de características constituye el elemento clave en un sistema de 
reconocimiento automático de formas. El concepto mismo de vector de parámetros es lo 
que dota a este reconocimiento su enorme potencial práctico y su eficacia, al reducir de 
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forma extraordinaria la diversa complejidad de los objetos, a la muy manejable 
información condensada en un vector de datos numéricos. 

Ai ser esta etapa, ia fundamental en el diseño del sistema, es al mismo tiempo la 
que menos se presta a la formalización y a la aplicación de reglas generales. La elección 
de parámetros es muy dependiente de la aplicación concreta que se tenga entre manos; 
se trata más de un arte que de una ciencia, y es la intuición y la experiencia quiénes 
pueden guiar su elección. 

Por último, conviene destacar las propiedades más importantes que deben 
.barajarse en la elección de los parámetros: 

1. Deben ser discriminantes: valores numéricos diferentes para objetos de patrones 
distintos. 

2. Deben ser fiables, es decir, con cambios numéricos pequeños para objetos de un 
mismo patrón. Si esta propiedad no se cumple es necesario pasar a un enfoque 
estadístico en el diseño de las funciones discriminantes. 

3. Deben estar incorrelados. La independencia de los parámetros equivale al 
nrinrinin & 12 p ~ ~ i 2 ~ f i . q  decir misme con 12 ~ . ; ? i x i ~ u  ec=fi=mi:, & r------ rLv 
términos. 

4. Deben calcularse en un tiempo aceptable. Este es un requisito que puede llegar a 
ser determinante en ciertas aplicaciones de tiempo real. 

1.3.3 Funciones discriminantes o de decisión 

El problema del reconocimiento de patrones se caracteriza por la discriminación o 
clasificación de un conjunto de objetos. El número de tipos de patrones se determina 
según sea la aplicación, como puede ser el caso de las letras del alfabeto del Español 
que contiene veintisiete letras. También se puede dar el caso en que se quieran incluir 
cada vez más patrones a reconocer, como puede ser la unión de los alfabetos rusos y 
español. Esta tarea que los humanos realizamos en casi todos los instantes de nuestras 
labores, es lo que los ingenieros y científicos empiezan a usar en máquinas para esta 
tarea de reconocer patrones. 

Una manera intuitiva para el reconocimiento de patrones es el uso de plantillas 
para comparar. Se debe disponer de una para cada tipo de patrón que se quiere 
identificar, y la clasificación se basa en un criterio de similitud o preselección. Este 
sistema ha sido usado en caracteres impresos y en lectoras de tarjetas, pero su 
desventaja es la dificultad para seleccionar una buena plantilla para cada patrón y 
definir un buen criterio para el caso de grandes variaciones y distorsiones en un patrón 
determinado, aunque se hayan propuesto el uso de técnicas de plantillas flexibles. 

Posteriormente se han utilizado un sin fin de diferentes técnicas matemáticas que 
han llegado hasta nuestros días. Estas se han agrupado en dos enfoques principales, el 
enfoque teórico de decisión o estadístico y el enfoque sintáctico o lingüístico. En el 
enfoque teórico de decisión, los parámetros son extraídos desde los patrones, el 
reconocimiento de cada patrón se hace por un agrupamiento de las características, es 
decir, una división según cada patrón que responden a secciones estadísticas. Estas 
t h i r a u  ya vienen us&rdose desde ! m  aEos sesenta, üp!icindose d rixonoeirien:~ de 
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caracteres, la clasificación de cultivos, el diagnostico médico, la clasificación de 
electrocardiogramas, etc. 

1.4 Propuesta: Planteamiento de la teoría 

Hasta ahora se ha hecho un planteamiento general de los conceptos teóricos que hay que 
tener en cuenta dentro del reconocimiento de formas, pero ahora se va a dar el enfoque 
que ha dado sentido al nacimiento de esta tesis. 

Si se indaga en la literatura y en las publicaciones existentes sobre el 
reconocimiento de aplicaciones manuscritas, se puede llegar a la conclusión de que las 
principales herramientas usadas en la extracción de los parámetros de estas aplicaciones 
son de carácter geométrico, y por tanto se usa un clasificador que se ajusta mejor a la 
discriminación de este tipo de parámetros, como son las redes neuronales y cualquier 
otro tipo de transformadas espaciales. La idea que se propone es usar un clasificador 
que siga las secuencias, rompiendo con los moldes del uso exclusivo de la información 
geométrica, e introduciendo este tipo de información, la contenida en la envolvente, a 
partir del trazo de la secuencia de escritura, para establecer un posible punto de partida 
en ei reconocimiento de ias apiicaciones manuscritas. 

Por tanto, hay que indagar en la literatura para encontrar una función de decisión 
eficaz ante las secuencias. En la bibliografía de reconocimiento, se pueden hallar 
aplicaciones desarrolladas en procesado de voz, que usan los modelos ocultos de 
Markov (HMM) como reconocedor. Estos vectores que se poseen no distan mucho de la 
información contenida en un vector de voz, ya que es una información secuencial, de 
una dimensión medida a lo largo del tiempo, registrando las variaciones de la secuencia 
que se producen. Por tanto, se utilizará los modelos ocultos de Markov como 
reconocedor de estas aplicaciones manuscritas. 

Tal y como se ha comentado con anterioridad, la extracción de las características 
de los patrones es un campo muy amplio, y casi es cuestión de un htbrido entre la 
intuición y la experiencia, la que nos podrá indicar el éxito de los vectores de 
parámetros, y a partir de ahí, utilizar una función de decisión que discrimine bien los 
diferentes patrones. En esta tesis se ha decidido aplicar una extracción de parámetros a 
las aplicaciones de documentación manuscrita, pero es difícil afirmar si por la 
aplicación surgió la idea de la extracción, o si por la extracción de parámetros que se 
propondrá se le buscó la aplicación. Quizás se podría mantener como una asimilación de 
ideas dudes9 e.<; como entrar e n  el dicho, "que _fue primero sí el huevo o la gallina". - -- -- 
Pero lo importante es que ha surgido esta idea de extracción de parámetros para 
aplicaciones manuscritas. 

Por tanto, la idea que se propone va dirigida a las aplicaciones manuscritas, lo 
que se había denominado patrones o universo de trabajo. Veamos que en este caso se va 
a aplicar a dígitos manuscritos, letras minúsculas y mayúsculas manuscritas, a palabras 
manuscritas y a firmas manuscritas; por lo que se han creado una base de datos para 
cada una de estas aplicaciones. Los patrones para cada una de ellas vienen determinados 
por la propia aplicación. En el caso de los números, el espacio de las muestras cubre 
desde el "O" hasta el "9"; para las letras minúsculas van desde la "a" hasta la "z", y otro 
tanto de lo mismo para las mayúsculas, desde la "A" hasta la "2". Para las palabras se 
iia -usado un número & rcsililigi~o, todas 1% psit;les we i;Ue&n 
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indicar una cantidad en un cheque bancario, y por último las firmas también se han 
tomado un número de-firmas restringido. 

Para este tipo de patrones se ha escogido un sistema de reconocimiento o#-he, 
ya que ofrece una captura de los datos mucha más económica mediante un escáner 
óptico convencional. 

Una vez definido los patrones, la extracción de parámetros se realiza usando la 
información que existe en el trazado de la propia escritura. Se va a crear un vector con 
la información secuencia1 de cada patrón, que se tiene de cada una de las aplicaciones 
manuscritas. Un detalle importante es que los datos de los patrones son recibidos en 
forma de imagen es decir bidimensional. En esta tesis se propone que las imágenes sean 
vectorizadas, es decir, pasadas a una dimensión, por medio de una codificación aplicada 
a los datos en dos dimensiones. De esta forma, se obtienen unos vectores que siguen la 
secuencia de escritura realizada sobre un plano bidimensional. 

En resumen, se propone modelar las aplicaciones manuscritas mediante un 
HMM, ya que clasifica muy bien las secuencias, utilizando para ello, el carácter 
secuencir! que tienen !a f~m. rs  mrni?scritas a ser escritas. 

1.5 Objetivos de la tesis 

El principal objetivo de esta tesis es estudiar el alcance los modelos ocultos de Markov 
para modelar patrones de formas manuscritas para el reconocimiento de los mismos. 
Para conseguir este objetivo se deberán alcanzar también otros objetivos secundarios, 
pero que en su conjunto engloban este objetivo principal. 

Entre estos objetivos secundarios se describe en primer lugar el realizar unas 
bases de datos que sean fiables e independientes de los escritores para mostrar las tasas 
de reconocimiento. Se han construido cuatro bases de datos, una de dígitos, otra de 
letras mayúsculas y minúsculas, otra de palabras, y una última firmas. Aunque dentro 
del desarrollo del reconocimiento de las palabras se harán mención a las cadenas de 
palabras tales como determinación de códigos postales manuscritos en cartas o la 
segmentación de palabras en letras. Todas estas muestras de entrada, nos permitirá 

el objetivo sncipal .  

Otro objetivo secundario es adecuar unas técnicas estándar para todas las 
aplicaciones en la extracción de los parámetros aplicadas al HMM, con la finalidad de 
generalizar en la medida de lo posible una misma herramienta de clasificación. 

Estos objetivos se materializarán mediante diferentes tipos de algoritmos y 
programas, desde la lectura de los datos capturados en las bases de datos, pasando por 
las extracciones de parámetros y finalmente implementando los clasificadores. Todos 
estos algoritmos fueron realizados para trabajar en el entorno de trabajo de MATLAB. 

1.6 Estructura de la memoria 

En este primer capítulo, se recoge una amplia visión del reconocimiento de formas hasta 
llegar al reconocimiento de aplicaciones manuscritas. También se ha planteado el 
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motivo de la tesis y las investigaciones que se pretenden estudiar, así como los objetivos 
que se persiguen. Y por último, se ha descrito esta estructura de la memoria de la tesis. 

En el segundo capítulo se ha tratado el estado dei arte actual dei reconoci~enio 
de formas manuscritas en general, y se ha particularizado para cada una de las 
aplicaciones comentadas en los objetivos. También contiene una breve descripción de 
los clasificadores actuales, profundizando en los modelos ocultos de Markov. 

El tercer capítulo recoge la creación de las bases de datos de formas manuscritas 
simples como son los dígitos y las letras, tanto mayúsculas como minúsculas. Este 
proceso se explica detenidamente ya que servirá para las siguientes bases de datos. 
'~ambién incluye el preprocesado de imagen desde su digitalización hasta la preparación 
para la extracción de parámetros, para estas aplicaciones de manuscritos simples. 

En el siguiente capítulo se ha tratado la extracción de parámetros de los dígitos y 
letras, en particular, como se trabaja con imágenes. Se plantea todo el recorrido del 
procesado de imagen que se realiza hasta llegar a la obtención de los vectores de los 
patrones. Es decir, describe el procesado de imagen para extraer los parámetros 
sceilcfieia:es, rslataiido los mé:odos de p~metrkuvl6.n. i~tilizur'ov, rri c m ^  !I 

vectorización final de los patrones. Finalmente, se exponen los modelos ocultos de 
Markov como clasificador de las aplicaciones de dígitos y letras manuscritas, así como :: 

N - 
el ajuste del mismo para mejorar la tasa de reconocimiento. 

- 
m 
O 

- 
0 
m 

El capítulo quinto trata sobre las cadenas manuscritas, que son las palabras y son E 

tratadas como un sólo elemento. Se realiza desde la creación de la base de datos, el O 

g 
preprocesado de imagen, la extracción de parámetros, la vectorización de los mismo, a 

E hasta el ajuste del clasificador para obtener la mejor tasa de reconocimiento. Se incluye a 

también en este capítulo, las aplicaciones de reconocimiento de código postal 
a a 

manuscrito y reconocimiento de palabras mediante la segmentación de cada uno de los a 

miembros de la cadena. 5 o 

En el sexto capítulo se incluyen las formas manuscritas complejas, en particular 
se han estudiado las firmas. El proceso para su reconocimiento es el mismo que el 
capítulo anterior, creación de la base de datos, parametrización y ajuste del clasificador 
para obtener el mayor éxito. 

En el último y séptimo capítulo, se analizan las conclusiones obtenidas durante 
el desarrollo de la tesis y se plantean las posibles líneas futuras de trabajo. 
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Estado de la técnica en el reconocimiento de a 
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aplicaciones manuscritas 
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2.1 Introducción 

Este capítulo trata de describir el estado de la técnica de las aplicaciones manuscritas, 
centrándose en dos vertientes claramente definidas. Por un lado, un sondeo general de 
cual son las técnicas y métodos en la extracción de parámetros o características que se 
emplean para el reconocimiento de las diferentes aplicaciones, que esta tesis pretende 
estudiar, así como la tasa de éxito que se está obteniendo. Y por otro lado, una 
descripción de las funciones de decisión existentes y su empleo para el reconocimiento 
de patrones, particularizándolo para el reconocimiento de las aplicaciones manuscritas. 
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2.2 Revisión del. estado de la técnica 

Desde los años setenta se pueden encontrar diferentes tipos de técnicas utilizadas para el 
reconocimiento de patrones. A partir de entonces, este campo se ha diversificado 
extendiéndose a diversas áreas, como el reconocimiento de objétos, el análisis del 
movimiento, el reconocimiento biométrico, el análisis de documentación, etc. Y cada 

+ 

vez, los métodos utilizados para la extracción de la información están siendo más 
perfeccionados y variados, entre ellos se puede citar como extracción de selección de 
características los diversos dominios transformados, las medidas geométricas, las 
texturas, los colores, la moifología, etc. También se han utilizadci'diferentes tipos de 
técnicas para manipular esta etapa del proceso de reconocimiento, como la 
segmentación, la codificación e incluso la compresión de la información. 

Centrando la atención en el reconocimiento de las aplicaciones manuscritas y 
para analizar el estado actual de las investigaciones, se pueden empezar por distinguir 
entre los tipos de sistemas on-line y los sistemas owine. ~ráctica&$te las técnicas que 
se utilizan en las funciones de toma de decisión son utilizadas Ror igual en ambos 
sistemas, pero debido a las diversas foiinas de captar los datos, la extracción de 
parametros en ambos sisteiiias es diferente. 

Para las aplicaciones manuscritas que se conocen, cuyos datos han sido 
adquiridos con un sistema on-line, se usan los parámetros dinámicos de las formas, tales 
como la duración del proceso, la inclinación del bolígrafo óptico al efectuar la escritura, 
la presión ejercida por el elemento usado para escribir, la velocidad del trazo, etc. Para 
obtener estos parámetros se utilizan tabletas digitalizadoras y bolígrafos ópticos 
[O'Gorman95] [Maraval1931 [Knerr92]. 

En las aplicaciones provenientes de sistemas ofS-line, la extracción de 
parámetros se centra principalmente en la extracción de cafacterísths geométricas que 
intente definir un tipo de clase determinado para su discriminación con respecto al resto 
de las clases de patrones. 

Para desarrollar esta tesis, se ha fijado cuatro aplicaciones manuscritas of-line 
diferenciadas por su grado de complejidad. Por un lado se tienen dos aplicaciones 
referidas a patrones sencillos como las letras y los dígitos. Si se- aumenta la dificultad 
aparece otra aplicación, como combinación de las dos anteriores, dando lugar a las 
cadenas manuscritas para forinar palabras. Y por último la aplicación más complejas 
cnn lnc firmnc r n m n  iin n o n i p m ~ e ~ t ~  & p&bra g ~ ~ ~ Q ~ ,  g ~ g n j f i n t ~  dp. _bns. Un ""U a-' ""U...", V""' "" 

detalle a destacar se tiene con el número de patrones que componen cada aplicación, ya 
que es diferente. En las letras, dígitos y palabras se proponen conjuntos cerrados y 
limitados de patrones, y en firmas este grupo es ilimitado. 

Antes de pasar a ver con detalle el desarrollo de las aplicaciones, se va a realizar 
un repaso del estado del arte de cada una de estas cuatro aplicaciones. 

2.2.1 Revisión del estado de la técnica en el reconocimiento de los 
dígitos manuscritos 

Para el caso particular de reconocimiento de dígitos manuscritos las técnicas que se han 
venido utiliSando hasta ahora, están caracterizadas por el uso de la información 
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geométrica que contiene el propio dígito. La forma de extraer los parámetros es muy 
diversa y se pueden encontrar infinidad de métodos para obtenerla. 

En con~unto de patrones para esta aplicación esta limitado a diez valores, que 
son cada uno de los dígitos que se conocen en la actualidad en nuestro sistema decimal 
de representación numérico. 

La extracción de parámetros por medio de las máscaras de Kirsch, es un método 
bastante usado, como se puede obtener en las referencias [Knerr92][Cho97]. Finalmente 
estos parámetros se introducen en una red neuronal, que puede estar compuesta por una 
sola capa como en [Knerr92], o por varias capas como en [Cho97]; pero lo que si es 
común es que la red neuronal es del tipo perceptrón multicapa o MLP. La tasa de 
reconocimiento en estos casos suele estar en tomo al 96% de éxito. 

En otras ocasiones se utiliza una reducción del propio dígito como vector de 
parámetros a la entrada del propio clasificador. Este sistema es utilizado en las redes 
neuronales convolucionales, que se obtiene a partir de los perceptrones, y a los que se le 
suele denominar Neocognitrón y Neoperceptrón. Este tipo de clasificador devuelve 
resu!ta&s ent=m= a! 48% & éxito en !a &scisiSfi [Nedl;zde&6]. 

a 
El vector de parámetros de dígitos manuscritos también se puede calcular por 

= m 

medio de un procesado de imagen, que calcula el contorno de dicho dígito; y a partir de O 

dicho contorno se determina cuales son los descriptores de Fourier. Estos descriptores - 
0 m 

E 
forman el vector de parámetros que es discriminado mediante una función que compara 

O 

el modelo prototipo con el posible dígito a reconocer. Distingue hasta un total de 212 
modelos de patrones diferentes, para reconocer los diez dígitos, y con una tasa de 

n 

E 

reconocimiento ligeramente mayor al 99%. Hay que hacer mención que esta a 

clasificación se ha hecho con dígitos que dependían.de los modelos de patrones con los n n 

que se habían creado [Jeonggg]. 
3 
O 

Otro parámetro utilizado en la creación de los vectores de características es la 
geometría espacial mediante las variaciones en la dirección, y después se introducen en 
un clasificador de redes conexionadas donde se incluyen aprendizajes complejos para 
optimizar el reconocimiento, y alcanzar tasas de hasta el 96% [Shastri95]. 

También se ha utilizado la transformada Karhunen-Loéve para extraer los 
parámetros para los vectores. Estos están compuestos por los coeficientes de la 
transformada y finalmente son clasificados mediante una red neuronal perceptrón 
multicapa, obteniendo una tasa de reconocimiento de entorno al 96% [Grother92]. 

Existe otro método que dilata o erosiona las diferentes áreas de una imagen de 
un dígito. El resultado se obtiene mediante la creación de una rejilla de muestreo, que 
define el nuevo tamaño de las áreas que lleguen a contactar con esa rejilla, una vez 
superpuesta a la imagen del dígito. El vector de parámetros se obtiene a partir de las 
concavidades que se presentan en el nuevo dígito, que se depositarán a la entrada de una 
red neuronal del tipo perceptrón multicapa. Los resultados obtenidos en la etapa de 
decisión rondan entorno al 98% [Gosselim97]. 

No solamente se profundiza en la extracción de parámetros geométricos, sino 
+..-L:L- raiiivicii, eíi la oijiiiiii~~iSii de los ehifieadores de uectores con paí&íe:íos 



geométricos. De esta forma, se puede encontrar en la literatura, métodos para mejorar 
las estructuras de redes neuronales, como el uso de algoritmos genéticos que optimizan 
los pesos calculados para cada red. En [Schafer95], se puede observar que la tasa de 
reconocimiento para este caso es superior al 98%. Otro metodo que optimiza ei 
funcionamiento es mediante la creación de subclases antes de pasarle los vectores de 
entrada a la red neuronal. La fo'ma de crear las subclases es a partir de los vectores de 
entrada, según se contengan en unas ciertas máscaras, se crearán un vector a partir de 
términos definidos, y éstos son enviados a la red neuronal. En esta aplicación la tasa de 
reconocimiento encontrada superaba el 99% [Kawajirig 11. 

En otros métodos, se intenta mejorar la función de decisión, como es el caso de 
[Scholkopf95], donde se implementa el algoritmo del vector de apoyo para minimizar el 
riesgo en las funciones de los clasificadores polinomiales, RBF y percetrón multicapa. 
Este algoritmo se basa en una estructura de conjuntos de hiperplanos, donde cada uno 
corresponde a la pareja entre un conjunto de vectores y un cierto espacio, como cada 
hiperplano es una función de decisión, se toma la que minimiza el riesgo de la decisión. 
En este caso la tasa de reconocimiento está entorno al 96% [Scholkopf95]. 

bs redes ñeurondes & tiro mF taiiibi& se hGq .at;l;voA utlllbwc p%& e! 
reconocimiento de números manusc$os [Hwang97]. Se hai~ detemihado los vectores 
de parámetros mediante una función que calcula lqs variaciones en las direcciones, y se 
han creado varios subconjuntos para cada dígito; 'Entre mayor es el número de 
subconjuntos mejor resultado se obtenía. La variación de la tasa de reconocimiento va 
entre el 95% y el 98%, según dicha agrupación [Hwang97]. 

Según la clasificación que se le aplique, se pueden encontrk otro método para 
reconocer los dígitos manuscritos. Este método usa unos prototipos mediante curvas que 
establecen los diferentes dígitos, y mediante un clasificador estadí$co, implementado 
por medio de una función de decisión, realiza la clasificación [Hastie94], estableciendo 
unas tasas de reconocimiento entorno al 97%. 

Los modelos ocultos de Markov, también se han venido utilizando como 
clasificador en el reconocimiento de los dígitos manuscritos en el sistema on-line de 
captura de datos, y que han venido desarrollando su gran utilidad en el reconocimiento 
de voz. Aunque de forma mínima se ha utilizado para en los sistemas off-line 
[Proter98]. La extracción de parámetros la realiza tomando los valores en filas y 
después en columna de la imagen del dígito. Estos valores se introducen al clasificador 
HMM y posteriormente, se realiza un sistema híbrido multiplicando las probabilidades 
de salida, y se logra un reconocimiento del 93%. 

Después de leer estos pequeños resúmenes de cada referencia, la principal idea 
que surge es el uso casi masivo las aplicaciones de NN con vectores de parámetros 
geométricos, para estimar el reconocimiento de los dígitos. Y es casi insignificante el 
uso del clasificador HMM, en aplicaciones manuscritas para los sistemas ofS-line. 

2.2.2 Revisión del estado de la técnica en el reconocimiento de las letras 
manuscritas 

Los trabajos realizados sobre el reconocimiento de letras manuschtas con un sistema 
off-he, se pueden separar en estudios de letras solamente mayúsculas, solamente 
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minúsculas ó el sistema mixto, con mayúsculas y minúsculas a la vez. En las siguientes 
referencias aparecerán las diferentes formas de abordar el reconocimiento de las letras, 
y un aspecto a destacar es la diversidad de las técnicas abordadas para la clasificación. - - 
Un ejempío de uso del reconocimiento de letras es para reconocer palabras, 
segmentándola y aislando sus letras para su clasificación. 

En esta aplicación, el universo del espacio de patrones se ve limitado al número 
total que representan las letras, que para el alfabeto español, se centran en 27 letras, 
tanto para mayúsculas como para minúsculas. Aunque hay que recordar que otros 
alfabetos tienen distinto número de letras, en particular la lengua inglesa tiene 26 
elementos, una menos que el castellano, nuestra "ñ". 

En [Rizki90] se puede encontrar un detector de parámetros geométricos aplicado 
a las letras mayúsculas. Se aplican distintos tipos de operadores morfológicos, de 
erosión a las imágenes de las letras y posteriormente se calcula las coordenadas en 
polares de los valores de los píxeles resultantes. Finalmente se calcula la función de 
distribución de la suma de los dos términos en polares, angular y radial. La evaluación 
de estos parámetros registra una tasa de reconocimiento del 75%. 

Otra técnica para el reconocimiento de letras mayúscula, minúscula y mixto se 
introduce en [Seiler96]. Las técnicas de extracción de características utilizadas son con 
histogramas verticales, cruces de líneas, lazos en la parte superior, media y baja, 
ciruelas y extremos en la parte izquierda y derecha, cortes en la parte izquierda y 
derecha y doce características de las direcciones. Estas características son modelas por 
un clasificador geométrico híbrido para establecer las tasas de reconocimiento, que se 
recogen en la siguiente tabla.' 

Sistema 1 T i ~ o  de letra 1 Reconocimiento 

O#-line 

Se recoge un sistema de extracción de parámetros a partir de las transformada de 
Karhunen-Loeve, clasificándose con Redes Neuronales, este sistema de clasificación es 
c q a  & recenecer letra mU;niSCiU!CW ~ f i u  t ~ z  de! ~ ~ . ~ ~ c ,  y letra ~lli&r,~!% r,oE 
un éxito del 75.3% [Garris95], a partir de la base de datos del NIST SD-19 [Grother95]. 

Un-line 

En [Provan951 se utiliza un algoritmo que optimiza el aprendizaje de redes 
bayesianas para el reconocimiento de las letras, lo hace a partir de escoger el máximo de 
las probabilidades de todas las características que se introducen. De esta forma llegar a 
reconocer al 82.5% de las letras manuscritas mayúsculas. 

Mayúscula 
Minúscula 

La selección de los parámetros es un punto importante para discriminar las 
diferentes clases a reconocer. En [Kumar99], se utiliza una función para ver cuales son 
las características más relevantes, y a partir de las más discriminantes se forma un 
vector, que finalmente a partir de la función de densidad de probabilidad de cada 
conjunto de caracterí'sticas se discrimina. Este sistema da una tasa de reconocimiento 

93.6 % 
67.5 % 

Mayúscula 
Minúscula 

92.5 % 
72.3 % 
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para letras mayúsculas del 79.3% para una red neuronal del tipo ;erceptrón multicapa 
(MLP), y un 86.6% para el clasificador Bayesiano. 

Los clasificadores basados en modelos ocuitos de Maricov íq@í), también se 
han utilizado para el reconocimiento de letras manuscritas, de, forma mixta, en 
mayúsculas y en minúsculas [Brakensiek99]. Se ha realizado para el idioma alemán y 
con cuatro escritores, usando una extracción de características basadas en la 
cuantificación del mapa de bits y en la transformada coseno discreto (DCT). Y como 
clasificador se ha utilizado HMM discreto y continuo. Las tasas de reconocimiento que 
se han obtenido se muestran en la siguiente tabla; 

Clasificador 1 Extracción de parámetros 1 Tasa de éxito 

Tabla 2.2: Tasas de reconocimiento del clasiJicador en la remen& [Brakensiek99]. 

En general, se puede comentar del estado actual de la tendencia del 
reconocimiento de letras, que se utilizan en su generalidad, la extracción de parámetros 
geométricos, y casi siempre aplicados a redes neuronales, y casi en menor medida el uso 
de clasificadores basados en HMM. 

2.2.3 Revisión del es'tadó de la técnica en el reconocimiento de las 
palabras manuscritas 

Este campo está mucho más en expansión que los anteriores, debido al uso más práctico 
de la aplicación 'del OCR (Object Character Recognition), y pheba de ello es la 
cantidad de información que se puede encontrar al respecto. 

En la referencia [Seiler96], se plantea el reconocimiento de palabras a partir del 
mismo sistema, mediante la extracción de parámetros de tipo geométrico y utilizando un 
clasificador híbrido. Este sistema propone el uso de diccionario y sin él, para su 
reconocimiento, de esta forma, las tasas de éxito obtenidas fueron; 

Sistema 1 T i ~ o  de letra 1 Sin Diccionario 1 Con Diccionario 

~ a b l a  2.3: Tasas de reconocimiento del clasijicador en la referencia [Seiler96]. 

Qff-he 

On-he  

Combinado 

Igualmente, en la referencia [Garris95], el artículo se plantea el método no sólo para 
reconocimiento de letras comentado anteriormente, sino también Para el de palabras, 
extrayendo los parámetros con la transformada Karhunen-Loeve; y clasificándolos con 
redes neuronales. De esta forma se obtiene una tasa de éxito del 60.5% para un total de 
38 palabras de lengua inglesa. 

Mayúscula 
Minúscula 
Mayúscula 
Minúscula 
Mayúscula 
Minúscula 

70.5 % 
16.5 % 
61.4% 
21.3 % 

--- 
--- 

96.7 % 
73.1 % 
96.5 % 
82.2 % 
87.5 % 
85.5 % 



Estado de la técnica en el reconocimiento de aplicaciones manuscritas 

Otro sistema de reconocimiento es mediante el uso del filtrado de Gabor 
[Buse194], que pasa al dominio de la frecuencia y es un filtro paso banda que toma 
orientaciones específicas que lo diferencia de los parámetros lineales. El clasificador es 
conocido por CRG y es una estructura de árbol binario de decisión. Las tasas de 
reconocimiento encontradas están entre el 54% y el 8 1 %, según el ajuste del clasificador 
para un total de 12 palabras diferentes. 

Hay dos referencias que utilizan como clasificador un HMM, aunque los 
parámetros escogidos se basan en la geometría de la palabra. En [Chen94] se utilizan 35 
características diferentes, tales como momentos de la imagen en dos dimensiones, 
características topológicas y geométricas, distribución de píxeles y líneas de referencia. 
Posteriormente, se segmenta la palabra y se le aplica un diccionario, ya que el conjunto 
de palabras a reconocer es de 627 palabras, realizándolo con un éxito del 89%. En 
cambio, en [El-Yacoubi991, se utilizan como parámetros los lazos ascendentes y 
descendentes y el histograrna bidimensional. Esta aplicación se realizó para ayudarse 
del código postal en el reconocimiento de ciudades, y utiliza a éste último como 
diccionario para estimar la palabra. La tasa de reconocimiento oscila entre 87% para 
1000 palabras y el 99% para 10 palabras. 

Entre los diversos clasificadores, se ha encontrado el uso del sistema híbrido a 
formado por HMM y MRF (Campo aleatorio de Markov), que devuelve una tasa de - m 

éxito entre el 80.5% y el 85.7% [Saon97]. Este sistema fue implementado para una base O 

de datos formada por 26 palabras de lengua francesa, formada por la escritura de - 
0 
m 

números para cheques bancarios. E 

O 

Otro sistema que utiliza MRF [ChoisyOO], extrae los parámetros a partir de los n 

E 

vecinos más cercano (píxeles), una vez se haya escalado en tamaño y se haya corregido a 

su inclinación. No se basa en la segmentación de la palabra sino que utiliza la palabra n n 

n 

completa para extraer los parámetros. Sobre un conjunto de 25 palabras diferentes, es 
3 

capaz de tener un éxito del 83.1%. O 

La mayoría de las referencias que se pueden encontrar entorno al reconocimiento 
de palabras, se centran en lenguaje hablado, alfabeto escrito impreso y el alfabeto 
escrito manuscrito con la captura de datos mediante los sistemas on-line. Pero sigue 
existiendo una cierta cantidad de referencias sobre el reconocimiento manuscrito con 
sistema o#-line. Para este tipo de caso, se utilizan parámetros geométricos, y en menor 
media parámetros de secuencias temporales; y aplicados a diversos tipos de 
clasificadores, entre los que destacan los modelos ocultos de Markov (HMM). 

Dentro de los diferentes planteamientos de reconocimiento, se puede realizar 
según el tamaño del vocabulario, planteado principalmente para dos caso: un número de 
palabras reducidas sin utilización de diccionario y un gran tamaño de vocabulario para 
aplicaciones con diccionario. Incluso se han encontrado referencias, que utilizan 
técnicas sintácticas y de léxicas para el reconocimiento de texto manuscrito [Srihari95]. 

Otra opción es cómo se ha detectado la palabra, si segmentando letra a letra o 
por el contrario, por el conjunto de la misma. De una forma u otra, se hace notar que es 
un campo todavía bastante latente y en constante perfeccionamiento, ya que las tasas de 
reconocimiento todavía no llegan a garantizar buenos resultados en el conjunto de las 
*a$a,.a"n; n c  
lbLbLblIbl(W. 
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2.2.4 Revisión del estado de la técnica en el reconocimiento de las 
firmas 

La última de las aplicaciones manuscritas, en las que se va a revisar el estado de su 
investigación, es el reconocimiento de firmas manuscritas. Para este caso de 
reconocimiento con sistemas ofl-line se siguen dos vertientes: la identificación, que 
consiste en reconocer a un firmante de entre un grupo de posibles firmantes. Y la 
verificación, que se parte de la firma y la identidad del firmante, y s e  debe decidir si es 
auténtica o no. Para las fimias, el conjunto de patrones a discriminar, puede ser tan 
grande como se quiera, y viene dado por el programador que define este conjunto, en 
función de la potencia computacional disponible y la eficiencia de su sistema 
automático de reconocimiento o verificación. 

En [Kaewkongkagg], se puede encontrar un sistema de verificación de firmas a 
partir de la transformada Hough. Se parte de la esqueletización de la firma, y se le aplica 
dicha transformada, tomando los parámetros en coordenadas polares, La clasificación se 
realiza con una red neuronal back-propagation, obteniendo una tasa del 95.28%. 

t 

Una propuesta de verificación de fhmas coii un sistema 08-line, se basa en ia 
transformada wavelet de la descomposición de los datos del cont6ÍÍo de las curvas en 
señales multiresolucionales. Esta transformada nos sirve para marcar el umbral de las 
medidas estadísticas tomadas. Los resultados experimentales dan &a tasa de éxito del 
91.7 1% para firmas con simbología del alfabeto latino y un 93% para firmas con 
simbología del alfabeto chino, para una base de datos de 25 escritores por simbología 
[Deng98]. 

Una de las formas de extraer parámetrcis de una firma 08-line para su posterior 
verificación, es mediante una escala de grises aplicados al trazo que se ocupa en un 
conjunto cuadrado de 10 píxeles de lado. Según sea el trazo se le l i gna  un valor y ésto 
posteriormente forma el vector de características. Este vector se'sitúa en la entrada de 
HMM. Siendo la base de datos de 14 escritores, con 20 repeticiones por escritor, se ha 
obtenido un éxito del 98.1% [Rigo1198]. También introduce un análisis on-line de 
verificación con el 99% de éxito. 

Para los sistemas on-line, Be11 Laboratories ha desarrollado tres bases de datos, 
DB1 de 59 firmantes, DB2 de 102 firmantes y DB3 de 43 firmantes. Ha utilizado para 
parametrizar polígonos normalizados y los tiempo de duración d e  la escritura, de tal 
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la realiza con el error cuadrático medio con respecto a estas funciones. De esta forma, 
lograron reconocer un 97%, 98% y 95% respectivamente a cada base de datos [JainOl]. 

En resumen, se puede concluir que tanto se usa el sistema on-line como el 
sistema off-line. Las diferencias entre unos sistemas y otros, suelen darse en los sistemas 
de vectorización dependiendo del tipo de información que se analice o se procese. 
Algunos sistemas analizan las características estructurales, más generales en las firmas, 
tales como tamaño, inclinación, densidad de píxeles en negro. Y otros trabajan con 
parámetros geométricos, que son más específicos, tales como huecos, curvas, rectas, 
trazos; así hasta transformar éstas características en un vector. PoSteriormente, estos 
parámetros se sitúan en Pa entrada de un clasificador, que generalmente es del tipo red 
neuronal, aunque también se utilizan otro tipo de funciones de decisión. 
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2.3 Estado actual de las funciones discriminantes o de decisión 

El problema del reconocimiento de patrones se caracteriza por la discriminación o 
ciasificación de un conjunto de objetos. Ei número de tipos de patrones se determina 
según sea la aplicación, como puede ser el caso de las letras del alfabeto de la lengua 
castellana, que contiene veintisiete letras. También se puede dar el caso que se desee 
incluir cada vez más patrones a reconocer, como puede ser la unión de los alfabetos ruso 
y castellano. Esta labor que los humanos realizamos en casi todos los instantes de 
nuestras tareas, es lo que los ingenieros y científicos empiezan a usar en máquinas para 
el reconocimiento de patrones. 

Una primera idea intuitiva para este reconocimiento de patrones es una plantilla 
para comparar. Se dispone de una plantilla para cada tipo de patrón que se quiere 
identificar, y la clasificación se basa en un criterio de similitud o preselección. Este 
sistema ha sido usado en caracteres impresos y en lectoras de tarjetas. Pero su 
desventaja es la dificultad para seleccionar una buena plantilla para cada patrón y 
definir un buen criterio para el caso de grandes variaciones y distorsiones en un patrón 
determinado, aunque se han propuesto el uso de técnicas de plantillas flexibles. 

Posteriormente se han utilizado un sin fin de diferentes tecnicas matemáticas que 
han llegado hasta nuestros días. Éstas se han agrupado en dos enfoques principales, el a 

enfoque teórico de decisión o estadístico y el enfoque sintáctico o lingüístico. - O m 

En el enfoque teórico de decisión, los parámetros son extraídos desde los - 
0 
m 

patrones, el reconocimiento de cada patrón se hace por un agrupamiento de las E 

características, es decir, una división según cada patrón que responden a secciones 
O 

estadísticas. Estas técnicas ya vienen siendo usadas desde los años sesenta, y aplicadas 
n 

E 

al reconocimiento de caracteres, clasificación de cultivos, diagnóstico médico, a 

clasificación de electrocardiogramas, etc. n n 

n 

En este enfoque teórico de decisión, la clasificación está basada en un conjunto 3 
O 

de medidas, extraídas desde el patrón de entrada. Estos parámetros seleccionados se 
suponen que deben ser invariantes o menos sensibles a las variaciones o distorsiones 
que se puedan encontrar en otros patrones. Bajo este propósito se puede plantear un 
problema a superar. El problema en el reconocimiento de patrones que viene dado por la 
clasificación, es decir, crear un elemento de decisión en ia asignacion de cada ciase para 
los patrones de entrada, basado en los parámetros tomados a partir de las medidas 
seleccionadas. El proceso de la extracción de parámetros ya ha sido comentado en el 
apartado 2.4.2, y el elemento que realiza la función de clasificación se denomina 
clasificador. De esta forma, en la siguiente figura se puede observar un simple diagrama 
de bloques de un sistema de reconocimiento de patrones: 

Patrón de 

entrada 

Medida de parámetros 

figura 2. i: Sistema reconocedor de palrones. 
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El enfoque de plantillas de comparación se debe de contemplar como un caso 
particular del enfoque sintáctico. En la extracción de parámetros, las plantillas se 
almacenan según las medidas de los parametros y se utiiiza un cierto criterio para ia 
clasificación. 

En el reconocimiento de patrones la información estructural, la cual describe 
cada patrón es muy importante. Esta información no sólo incluye la capacidad de 
asignar el patrón a cada clase en particular, sino también la capacidad de describir 
aspectos del patrón que son inteligibles para la asignación a otra c l ~ e .  Un ejemplo de 
ésto, es el reconocimiento de figuras o de la voz. Bajo estas condiciones los patrones se 
consideran bastantes complejos y el número de características a veces suele ser muy 
grande, que produce la idea de describir los patrones complejos en términos de una 
composición de subpatrones más simples. Tal es el caso del reconocimiento de huellas 
dactilares, reconocimiento de rostros humanos, reconocimiento' continuo del habla, 
caracteres chinos, etc. En orden a representar subpatrones más simples se le asigna al 
estructural o sintáctico. 

De fe-u svnci!!u, se pvde  kucer lunu e s t ~ ~ r t w u c i h  de !m r!~ifruderes en 
función de la forma de plantear la decisión. En la literatura se puede encontrar los 
clasificadores paramétricos y no pararhétricos [Fu80][Banks90][Bishop95] 
[FukunagagO]. Los clasificadores no paramétricos no presupone la forma de la 
distribución de probabilidad por lo que no requieren la estimación de: los parámetros. A 
cambio, necesitan estimar la densidad de probabilidad de cada observación usando las 
muestras disponibles en el conjunto de entrenamiento. Para el caso de los clasificadores 
pararnétricos, éstos proporcionan un modelo robusto ya que suponen una distribución de 
probabilidad subyacente conocida para las clases y tan solo hay que estimar los 
parámetros de la distribución de probabilidad. 

En otro tipo de referencia se puede encontrar los clasificador& como estadísticos 
y determinísticos [Maravall93][Bishop95][Bow92], según sea la .  naturaleza de la 
función de decisión y por tanto, donde se tendrá en cuenta el valor ¿le los parámetros en 
la propia función de discriminación para tomar la decisión del reconocimiento, o 
simplemente se usa una función para marcar la frontera de decisión entre las regiones de 
los diferentes patrones, respectivamente [Maravall93]. 

Además se puede introducir otra variable, que los clasificadores estén 
supervisado o no. El concepto de supervisado implica un aprendizaje que requiere de un 
conjunto de prototipos, que serán el conjunto de entrenamiento, a partir del cual se 
construye y se evalúa el éxito del clasificador. Para el caso de no ser supervisado, esta 
construcción no conoce previamente ninguna información del patrón a evaluar, 
encasillándolo en las regiones establecidas o creando una nueva clase. En resumen, se 
tiene la existencia de un maestro o supervisor que indica las variaciones en la función 
discriminante. 

La descripción de los clasificadores se establecerán según sean determinísticos o 
estadísticos, y añadiéndole la variable de supervisados o no. 
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2.3.1 Clasificadores determinísticos 

El concepto de clasificación determinístico de patrones, se expresa en términos de 
partición del espacio de los parámetros, es de& el traslado desde el espacio de los 
parámetros hasta el espacio de la decisión. Se puede suponer que N características son 
extraídas de un cierto patrón, y cada conjunto de N características será el vector X que 
denominamos vector de parámetros o espacio de parámetros de N dimensiones (Qx). El 
problema de clasificación es asignar cada posible vector o espacio de parámetros a una 
clase de patrones. Esto se puede interpretar como una partición del espacio de 
características en regiones exclusivas, y cada región corresponderá a una clase 
particular. Matemáticamente el problema de la clasificación puede ser formulado en 
términos de "funciones de discriminación". Se puede designar w 1, w2, ..., w, como los 
m posibles clases de patrones para ser reconocidos, y en el vector X estará el vector de 
parámetros, según la siguiente ecuación; 

Donde XN 
de discriminación 

- 
= m 
O 

representa el parámetro N-enésimo medido. Si se parte de la función - 

Dj(X) asociada con la clase del patrón w,, para j=l, ..., m, y si el patrón 
0 m 

E 

de entrada representado por el vector de característica X es de la clase wj, se entiende O 

que X proviene de la clase wi, y el valor de Di(X) debe ser el mayor en discriminar, ésto n 

es, para todos los X equivalentes a Wi, como se representa a continuación considerando i 
a E 

diferente de j ; n 

n 

Di(X) > D j W ,  i, j = ly...,m, i +  j (2.2) 3 O 

De esta manera, en el espacio de parámetros Qx, el límite de partición, también 
llamado la frontera de decisión, entre las regiones asociadas con clase wj y clase w,, se 
podría expresar según la ecuación 2.3, y se podrían considerar de la misma clase. 

En resumen, la función de discriminación determinística plantea que las clases 
a .  

se corno vec;ures a pruiuiipus únicos, en los que se bispone a plíorí be toba la 
información necesaria y suficiente para su diseño. 

Pero este tipo de clasificador puede llevar un aprendizaje supervisado, de tal 
manera que existe un maestro que se encarga de enseñar al sistema, corrigiéndolo cada 
vez que se equivoque; es decir, cuando clasifique incorrectamente a un objeto. 

Para ello se dispone de un conjunto de muestras de aprendizaje formado por, P 
vectores X1, X2, ...¶ XP cuya pertenencia a una determinada clase es conocida. Si existen 
N patrones, a l ,  a2, ..., a ~ ,  entonces P»N. El conjunto de muestras de aprendizaje se 
escoge habitualmente de forma que incluya el mismo número de muestras de 
aprendizaje por cada clase. 
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Se extrae un conjunto de muestras de aprendizaje o entrenamiento, cuya 
pertenencia a una clase específica es conocida por el maestro, es decir, por el diseñador 
del proceso de aprendizaje. La muestra es clasificada por el recon&edor automático en 
virtud del conjunto de funciones de discriminación que en ese instante esté manejando. 
Estas funciones discriminantes cambian y lo hacen en función.d:la señal de error que 
se haya producido en la decisión del reconocedor: no habrá error (acierto) cuando 
coincida su decisión con la del maestro y sí existirá error & n d o  difieran. Esta 
descripción se expresa en la siguiente figura; 

1 Función 1 

Figura 2.2: Diagrama de bloques simbólico del proceso de aprendizaje 
o entrenamiento de un reconocedor. 

La idea clave para plantear los procesos o algoritmos de apiendizaje consiste en 
el establecimiento de una meta u objetivo concreto del reconocedor que aprende. Se 
puede considerar cuando se trabaja con hipótesis de patrones o clases con 
comportamiento determinístico, dos grandes grupos de algoritmos de aprendizaje: 

a) Aquellos que presentan funciones de decisión basadas en la 
regionalización del espacio de patrones. 

b) Aquellos cuyas funciones discriminantes manejan el concepto de 
distancia. 

En definitiva, se trata de la misma división que se encuentran para los 
clasificadores determinísticos en condiciones de conocimiento total a priori. El grupo 
(a) sólo puede resolver el problema de las distribuciones biclase, mientras que el grupo 
(b) permite una solución más general de tipo multiclase. 

Los mismos clasificadores que se plantean para los tipos no supervisados, se 
pueden plantear en los clasificadores supervisados, pero lógicamente, con funciones de 
discriminación que hayan sido previamente enseñadas por el maestro. 
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2.3.2 Clasificadores estadísticos 

En el diseño de un clasificador automático basado en la distancia euclídea se utilizan 
unos prototipos fijos, representativos de cada una de las clases o patrones, con lo que se 
está admitiendo una hipótesis determinística en el comportamiento de los elementos de 
una clase, de tal manera que se asimilan todos sus elementos a un vector único. 

En aquellas situaciones en las cuales los vectores de algunas clases presentan 
una dispersión significativa con respecto a su media es conveniente abandonar la 
hipótesis determinista en favor del enfoque estadístico. 

Por notar un ejemplo gráfico podríamos comentar la siguiente figura: 

Patrón 2 

Figura 2.3: Representación en un plano de dos patrones del ejemplo grájico. 

De la figura 2.3 se observa dos peculiaridades, la primera es la elevada 
dispersión de las muestras lo que presupone un mal uso de las técnicas determinísticas, 
en detrimento de las estadísticas. Y en segundo lugar, se observa un solape de las clases, 
lo que hace presagiar otra vez la poca eficiencia de las técnicas determinísticas. 

Si se define las distribuciones de estas muestras, mediante su media y su 
varianza, quedarían totalmente definido su comportamiento estadístico, es decir se 
tendría su función de densidad de probabilidad. 

Este tipo de clasificador estadístico es fundamentalmente la estimación de las 
funciones de densidad de probabilidad, ya que la clasificación de los objetos se basa en 
estas funciones' 

2.3.2.1 Clasificador Bayesiano 

Se va a considerar X como el vector de parámetros de los N parámetros medidos, lo 
mismo que se indica en la ecuación 2.1. Y cada clase de patrón se representará como 
P(wj), para j=l, ..., m, la cual asume las multivariedad (N-dimensiones) en la función de 
densidad de probabilidad o la función de densidad de distribución del vector de 
parámetros X, p(X1wj). Todos estos valores son conocidos al igual que la probabilidad 
de ocurrencia de w,, P(wj). En base a la información conocida a priori de p(X/w,) y 
P(wj), donde j=l, ..., m, la función de un clasificador estadístico, es producir la tarea de 
clasificación para minimizar la probabilidad del error de reconocimiento. Por tanto, el 
problema en ios ciasificadores estadísticos puede radicar en un problema de decisión 



estadística (testar las m hipótesis estadísticas) debido a la definición de una función de 
decisión d(X), donde d(X)=di quiere decir que la hipótesis que X es equivalente a wi es 
aceptada. La regla de la decisión óptima que minimiza el posible error que se pueda 
cometer, esta decisión se denomina regia de Bayes. 

2.3.2.2 Clasificadores estadísticos supervisados 

Dentro de los clasificadores supervisados se pueden encontrar los clasificadores 
estadísticos, cuya diferencia radica en que el problema del reconocimiento de formas se 
aborda a través de la estimación de las denominadas probabilidades a posteriori y no a 
priori como en los casos anteriores. 

El aspecto clave en el diseño de los reconocedores estadísticos con aprendizaje 
estriba en partir de una expresión concreta para las probabilidades a posteriori que se 
van a estimar o aprender, basándose en las muestras de entrenamiento. 

l , 
El objetivo del proceso de aprendizaje será obtener unas funciones 

discriminantes, que devuelvan una probabilidad a posteriori de 1 cuando sea éxito la 
forma a reconocer, y O en caso contrario. El maestro o supervisor del aprendizaje se va a 

e . .  

rnodeiar comv una variable aieatoria, que tended a miiiil?iiza el iíiiidice de error o e! 
índice de error cuadrático. A esta minimización de los índices de error se le aplica una 
actualización recursiva de los coeficientes de las funciones discriminantes basadas en el 
gradiente del error. 

En los sistemas clasificación estadística todas las N características se observan 
por el clasificador en un estado. El coste de la medida de los patrones no ha sido tomada 
en cuenta, y es evidente que un número insuficiente de parámetros 6 será capaz de dar 
resultados satisfactorios. Al igual que un número elevado de parámetros, podría crear un 
estado de impracticabilidad, debido a un excesivo coste temporal y computacional. Por 
tanto, en este tipo de clasificador existe el problema del ajuste de la cantidad de 
parámetros para obtener dicho reconocimiento de patrones. 

2.3.3 Funciones de Discriminación 

Se pede:: enrmtm- unu ur;rp!ia =&edad de funcienes de UischinxiSn.  En p r t i c ~ ! ~  
se van a describir algunos modelos que se pueden considerar como clásicos, como es el 
caso de las siguientes funciones: 

bnciones & Discr.ifinación Lirieai 

Clasificadores de Mínima Distancia 
Clasificadores por el Vecino más cercano 
Funciones Discriminantes Polinomiales 

Aunque podrían incluirse algunas más dentro de este grupo, tanto por Su 
simplicidad, como por su uso. En un segundo término se va a detallar otra función de 
decisión, como son las redes neuronales, muy utilizadas por las referencias 
bibliográficas en el estado del arte de las aplicaciones manuscritas. Y por último, y por 
el uso dado en esta tesis para clasificar, se comentarán los modelos ocultos de Markov. 
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2.3.3.1 Función de Discriminación Lineal 

En este caso, una combinación lineal de los parámetros xl, x2, ..., XN se selecciona por 
Di(X), como se observa en la siguiente ecuación: 

La frontera de decisión entre dos regiones QN asociada con wi y w j  es de la 
forma: 

D,(x) - D ~ ( x )  = cN wkxI +wN+, =o  
k=l (2.5) 

con w k  = Wik - Wjk y WN+I = Wi,N+l-  W,,N+I. La ecuación anterior es la ecuación de 
un hiperplano en el espacio de los parámetros SLx. 

Para el caso particular de dos patrones (m=2), el umbral lógico del clasificador 
sigue una función de discriminación lineal según el siguiente esquema, donde la 
separación de las clases viene dada por los niveles de salida +1 o -1. 

Figura 2.4: Clasijicador lineal de dos clases. 

Para un número mayor de clases de patrones a clasificar, los umbrales lógicos se 
conectan en paralelo a partir de las combinaciones de las salidas. Así M umbrales 
lógicos pueden llegar a distinguir m clases de patrones siguiendo la relación 2M2m. 

' 2.3.3.2 Clasificador de Mínima Distancia 6 

Un tipo importante de clasificadores lineales no paramétricos son los que usan las 
distancias eñtre las entradas de los patrones y un conjunto de vectores de referencia o 
puntos de prototipos en el espacio de los parámetros como criterio de clasificación. 
Supongamos que los m vectores de referencia Ri, R2, ..., Rm7 son dados con Rj asociados 
con la clase de patrón w,. Un esquema del clasificador de mínima distancia con respecto 
a R1, R2, ..., R,, es para clasificar la entrada de parámetros X a partir de la clase wi; 

X - w, si I X  - R , I  es el mínimo (2.6) 

donde 1 X-Ri 1 es la distancia definida entre X y Ri, definida en la siguiente 
ecuación. 
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donde el superíndice T representa la operación transpuesta a un vector. Así, la 
función de discriminación Di(X) viene dada por el producto de los términos en el 
interior de la raíz, siempre que dependan de la referencia Ri. 

2.3.3.3 Clasificador según el Vecino más Cercano 

El concepto adoptado en el Clasificador de Mínima Distancia es aplicado para al 
Vecino más cercano. En este caso, la función de discriminación viene dada por la 
mínima distancia entre el vector de parámetros de patrón de entrada X, y el vector de 
referencia Rj. Por tanto, dado el conjunto de los vectores de referencia Ri, R2, ..., Rm, 
asociados a las clases wl, wz,.. ., Wm, respectivamente; y dado el vector de referencia R, 
expresado por R?) como; 

R?) E R,, k = 1, ..., u,  (2.8) 

donde u, es el número de vectores referencia en el conjunto R,. Se define la 
distancia entre el vector de parámetros X y R, como; 

2.3.3.4 Función de Discriminación Polinomial 

Una función de discriminación polimonial de orden n-ésimo está formada por un 
polinomio de orden n-ésimo y se utiliza para establecer la frontera de decisión entre dos 
patrones. Para el caso particular de n=2, la función de discriminación se denomina 
función de discriminación cuadrática y se representa por una hiperboloide, en casos 
especiales se pueden incluir hiperesféricas, hiperelipsoides e hiperelipsoides cilíndricos. 

2.3.3.5 Redes Neuronales 

Las redes neuronales (NN) estiman la función de densidad de probabilidad de los 
vectores de entrada de los patrones a reconocer, estableciendo regiones de decisión que 
..--:+a1.l "al\",."* a"t00 F . . ~ , - . ; C \ ~ L I O  
pblIluLbIL JbYLULU bOLLW IUIIuIVIIui> de densidud de prvbubilidud. Es UE siskm~ niip Y-- 

establece una relación no lineal entre la salida y la entrada, y cuyas características es la 
simulación abstracta del sistema nervioso. 

Figura 2.5: Una neurona abstracta. 

En la figura 2.5, se muestra la estructura de una neurona con "n" entradas. Cada 
canal de entrada "i" puede transmitir un valor red xi. La función primitiva f del cuerpo 
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de la neurona abstracta se puede seleccionar arbitrariamente. Generalmente, los canales 
de entrada tienen asociado un peso "w;, al que se multiplica por la información entrante 
por dicha rama xi. La información transmitida se integra en la neurona, sumándose las 
"n" entradas y siendo evaiuacias por ia funcion primitiva (f j. 

Si se concibe cada nodo de una red como una función primitiva capaz de 
transformar sus entradas en una salida definida, entonces se obtiene una red neuronal 
artificial. Los diferentes modelos de redes neuronales artificiales se obtienen al variar 
las funciones primitivas utilizadas, la interconexión entre sus nodos, y el tiempo de 
transmisión de la información. Pero fundamentalmente, hay tres elementos de particular 
importancia en un modelo de red neuronal artificial; 

1. La estructura de los nodos 
2. La topología de la red 
3. El algoritmo de aprendizaje utilizado para encontrar los pesos de la red 

2.3.3.6 Modelos ocultos de Markov 

El acrónimo anglosajón HMM proviene de Hidden Markov Models (Modelos Ocultos a 
de Markovj. Estos modelos se empezaron a desarrollar a finales de los 60 y, desde 

= m 

entonces, se han aplicado a problemas de clasificación de señales. O 

- 
0 m 

E 
Los modelos ocultos de Markov tratan de caracterizar alguna propiedad O 

estadística de la señal. En estos modelos se asume que la señal se puede caracterizar 
perfectamente como un proceso aleatorio paramétrico y que los parámetros se pueden 

n 

E 

calcular o estimar. a 

n - 

Los modelos ocultos de Markov (HMM) crean secuencias de estados que forman 
3 

un modelo, a partir de los vectores de parámetros de la entrada del HMM de cada uno O 

de los patrones que se quieran clasificar. Para llegar a reconocer un vector se calcula la 
probabilidad de que el vector de entrada corresponda a cada una de las secuencias del 
modelo, asignando el vector de entrada al modelo que mayor probabilidad obtuvo 
iRabiner891. 

Las características del Modelo oculto de Markov son, en primer lugar la cadena 
oculta, que es la estructura oculta; y en segundo lugar el conjunto de observaciones 
asociadas a cada estado de la cadena: que es la estructura visible. 

A continuación se va a realizar una breve descripción de los modelos ocultos de 
Markov, basada en [Rabiner89]. 

2.3.3.6.1 Procesos de Markov discretos 

Sea un sistema que se puede caracterizar en cualquier instante de tiempo por el estado 
en que se encuentra, que pertenece a un conjunto de N estados: SI,  S*, ... ,SN, según se 
muestra en la figura 2.6 (donde N=5 por sencillez). 



Figura 2.6: Cadena de Markov ergódica. 

En instantes discretos de tiempo equidistantes, el sistema cambia de estado, o 
permanece en el mismo, según un conjunto de probabilidades asociado a cada estado. 
Les inrtmtes de t iemp en !OS que se produce un cambio de estado se representan así: 
t=l, 2, ...; y el estado en el que el sistema se encuentra en el inst-te "t" se representa 
por q,. Una descripción estadística completa de tal sistema requiere, en general, conocer 
el estado actual (en el instante t) y todos los estados anteriores. Para el caso concreto de 
una cadena de Markov discreta de primer &den, basta con conocer el' estado actual y el 
predecesor, es decir, cumple la propiedad markoviana: 

Además, sólo se consideraran aquellos procesos en los que la parte derecha de la 
ecuación 2.10 es independiente del tiempo. Se define la probabilidad de transición desde 
el estado Si al estado Sj como: 

la probabilidad de transición, para ser probabilidad, debe cumplir: 

Se puede decir que el proceso estocástico presentado hasta ahora es un modelo 
observable de Markov, porque la salida del proceso es un conjunto de estados en cada 
instante de tiempo, donde cada estado corresponde a un suceso físico observable. 

A continuación se muestra un ejemplo de lo dicho hasta ahora: considera un 
modelo de Markov de tres estados, que indican el tiempo meteorológico. Se observa el 
tiempo una vez al dí'a, y se asume que las posibles 0bser"aciones pueden ser: 
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0 Estado 1: lluvioso. 
Estado 2: nublado. 
Estado 3: soleado. 

Se supone que, en un día, se puede hacer una de estas tres observaciones y que la 
matriz de transición es: 

Se considera que el tiempo el día 1 (t=l) es soleado (estado 3), y se pregunta 
cuál será la probabilidad, de acuerdo con el modelo, de que durante los siete días 
siguientes el tiempo sea: 'soleado, soleado, soleado, lluvioso, lluvioso, soleado, 
nublado, soleado'. Se define la secuencia de observación como 
0={S3,S3,S3,SI,Si,S3,S2,S3} correspondiente a los instantes t=1,2, ... ,8, y se desea 
>-A---:--- 1 -  ---L-L:I:J-J J- n A-2- -1 --A-L q . . ~  -..-L-L:I:A-A -.. A ~ A  

U w x I I u I l i i l  la pruuauiiiuau UG q u ~  uLuiia u, uauu GI iiiuu~iu. LaLa yiuvauiiiuau a~ y u ~ u c  

expresar como: a 
N 

- 
m 
O 

~ ( 0 ~ 0 d e l o )  = P(S, , S,, S,, S,, S,, S,, S2 , s , /~odelo)  
- O 

= P(s,). P(S, /S,).P(S, IS,).P(S, /s,).P(s, /S,)-P(S, IS,).P(S, /S,). P(S, /S,) 
m 

E 

O 

= n3 ' ' ' Q31 ' Ull ' U13 ' U,, ' U,, 
n 

= 1~0:8~0~8~0~1~0.4~0~3~0~1~0~2 a E 

= 1.536.10-~ n n 

n 

3 

donde se ha presentado la probabilidad inicial de estados como: O 

Otra iñieresmir. piegüíiiii qUe se piede hacer es *e, dada qUe e! mvde!o se 
encuentra en un estado conocido, Si, jcuál es la probabilidad de que continúe en ese 
estado exactamente 'd' días? Esta probabilidad se puede calcular a partir de la 
probabilidad de observación de la secuencia O={Si(t=l), Si(t=2), Si(t=3), ..., Si(t=d), 
Si(t=d+l) #Sj j dado el modeio, cuya expresión es: 

P(O 1 Modelo,q, = Si)  = (1 - a, ) = pi (d) (2.14) 

Se conoce a pi(d) como la función de densidad de probabilidad de permanencia 
durante un tiempo 'd' en el estado 'i'. Utilizando pi(d) se puede calcular el número 
medio de observaciones (duración) de un estado, condicionado a empezar en ese estado: 



De este modo, el número medio de días soleados consecutivos es 1/0.2=5, el de 
días nublados es 2.5 y el de días lluviosos es 1.67. 

2.3.3.6.2 Ampliación a Modelos Ocultos de Markov 

Hasta ahora se han considerado modelos de Markov, en los que cada estado corresponde 
a un suceso físico observable. Este modelo es demasiado restrictivo para poderlo aplicar 
a muchos problemas de interés. En este apartado se amplía el concepto de los modelos 
de Markov para incluir aquellas situaciones en las que la observación es una función de 
probabilidad del estado en que se encuentra el modelo. Este tipo de modelos constituye 
los Modelos Ocultos de Markov. Los HMM consisten en un proceso estocástico doble 
en el que uno de los procesos está oculto, y es no observable directamente, y otro 
proceso que permite observar el anterior [Rabiner89]. 

- 7 ,  vease un ejempio: una persona, que no se puede ver porque está situada detrás 
de una cortina, está realizando un experimento aleatorio que consiste en lanzar una o 
más, no se sabe, monedas trucadas, e informa del resultado del experimento cuya 
secuencia de observación podría haber sido: 

Para construir el HMM que explique la secuencia observada, lo primero es 
determinar qué significan los estados del modelo para después decidir el número de 
estados. Una opción es considerar que sólo se lanza una moneda trucada. En esta 
situación se puede realizar un modelo con dos estados, en el que uno corresponde a salir 
cara, y el otro a salir cruz (véase la figura 2.7a). Este modelo es observable y el único 
elemento que queda por determinar es la probabilidad de la cara y de la cruz, que no es 
0.5 debido a que la moneda está trucada. 

Otro modelo para explicar la secuencia observada se representa en la figura 2.7b, 
en él hay dos estados y cada uno representa el resultado de lanzar una moneda trucada. 
Cada estado se caracteriza por la función de distribución de probabilidad de caras y 
cruces, y las transiciones entre e s t i d~s  se r'pteminírn mediiinte !i m t r k  de trmsiciSn. 
El lanzamiento de otra moneda, u otro experimento aleatorio independiente, podría 
proporcionar la forma de pasar de un estado a otro. 

En la figura 2 . 7 ~  se representa otro modelo para explicar la secuencia observada. 
En este modelo se emplean tres monedas trucadas y se elige una de ellas a través de otro 
experimento aleatorio independiente. 
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O=CCXXCXCCXXC ... 
E =21 12 22 12 21 2... 

1 -a22 Estado 1 2 
P(C) Pl p2 
P(X) 1-P1 1-P2 

Estado 1 2 3 
P(C) p1 P2 p3 
P(x) 1-Pi 1-P2 1-P3 

Figura 2.7: Diferentes modelos de la secuencia cardcruz con HMM. 

Se han planteado tres modelos (ver figura 2.7) para explicar el experimento, pero 
¿cuál es el más adecuado para explicar la secuencia observada? El modelo de la figura 
2.7a tiene un parámetro desconocido, el de la figura 2.7b tiene cuatro parámetros 
desconocidos, y el de la figura 2 . 7 ~  tiene nueve. Es decir, según aumenta el grado de 
iibertaci ciei HMM, éste aumenta su tarnano y es capaz de modelar, ademsis, íos modeios 
de tamaño inferior. Aunque esta afirmación es teóricamente correcta, existen 
limitaciones prácticas que se contarán más adelante. Por otro lado, si la situación física 
real fuera la correspondiente a la figura 2.7a, se cometería un error si se emplea el 
modelo de la figura 2 .7~.  

Véase un ejemplo más complicado: el modelo de las urnas y las bolas (véase la 
figura 2.8). Considérense N urnas situadas en una habitación, dentro de cada urna hay 
'infinitas' bolas de M colores diferentes. El experimento aleatorio consiste en elegir una 
urna (no se sabe cuál, puesto que están dentro de otra habitación y no se puede ver) y, 
en otro experimento aleatorio independiente, elegir una de las bolas de la urna. Se anota 
el color de la bola como resultado de la observación y se devuelve la bola a su urna. 
Este proceso se repite indefinidamente. 

El modelo más simple para justificar este experimento es aquel que tiene tantos 
estados como urnas y en el que está definida la probabilidad de cada color dentro de 
cada estado. La elección de la urna viene determinada por la matriz de transición. 
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URNA 1 URNA 2 URNA N 
P(roja)=bl(l) P(roja)=bn(l) P(roja)=b~(l) 
P(azul)=bl(2) P(azul)=b2(2) P(azul)=bs(2) 

. m .  . . . . . . 
P(amarilla)=b,(M) P(amarilla)=bp(M) P(amarilla)=b3(M) 

Figura 2.8: Ejemplo de proceso a modelar con un HMM. 

2.3.3.6.3 Elementos de los Modelos Ocultos de Markov 

Un modelo oculto de Markov queda caracterizado mediante los siguientes parámetros: 

N, n6merv de estgdm de! mede!=. A pesa de qce 10s e s t d m  esth mii!tm, se 
les puede asociar un significado físico y, por lo' tanto, deteiminar el número de 
estados. En el ejemplo del lanzamiento de monedas, cada estado corresponde a 
una moneda. En el 'ejemplo de las urnas y las bolas, los estados corresponden 
con lis urnas. Se emplea la si&i&te nomenclatura para designar los estados 
S={SI,S2, ... ,SN} en el instante t: qt. 
M, número de símbolos distintos que se pueden observar en cada estado. Los 
símbolos observados se corresponden con la salida física del sistema que se 
desea modelar. En el ejemplo 'del lanzamiento de monedas los símbolos son 
cara, C, o cruz, X. E; el ejemplo de las urnas y las bolas, los símbolos son los 
colores de las bolas. Para designar los símbolos se empleará la siguiente 
nomenclatura: V={vI ,v2 ,..., VM) . 
A={aij) es la función de distribución de probabilidad de transición entre estados, 
donde: 

aij = P ( ~ ~ + ,  = S j/qt = Si ) l l i ,  j 4  N (2.17) 

B={bj(k)) es la función de distribución de probabilidad de observación de 
símbolos en el estado j, donde: 

bj(k)= ~ ( v ,  en elinstante i/q, = Sj) 

l l k l M  
={.ni) es la distribución inicial de estados, donde: 

Resumiendo, un modelo oculto de Markov queda determinado mediante los 
parámetros N, M, los símbolos de observación vk, y las probabilidades A, B y n. Para 
hacer referencia al HMM se utilizará la notación compacta h=(A,B,x). 

El modelo h=(A,B,n) se puede emplear para generar una secuencia de 
observación utilizando el siguiente procedimiento: 
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1. Elegir un estado inicial ql=Si de acuerdo con la función de distribución 
inicial de estados n;. 

2. Asignar t= l. 
3. Elegir Ot=vk de acuerdo con la función de distribución de probabilidad de 

observación de símbolos en el estado Si, bi(k). 
4. Ir al estado qwl=Sj de acuerdo con la función de distribución de probabilidad 

de transición del estado Si, a,. 
5. Asignar t=t+l; si t<T ir al paso III, si no Fin. 

2.3.3.6.4 Los tres problemas fundamentales de un Modelo Oculto de 
Markov 

A continuación se plantean tres problemas que deben de ser resueltos para que el 
modelo sea útil en aplicaciones reales [Rabiner89]: 

Problema 1: Dada la. secuencia de observación 0=OlO20 3...0T y el modelo 
h=(A,B,n;) ¿cómo se calcula la probabilidad de la secuencia observada dado el 
modelo, es decir, P(O/h)? 
Problema 2: Dada la secuencia de observación 0=01020 ~...OT y el modelo 

a h=(A,B,n;) ¿cuál es la secuencia de estados Q=qlq2 ...qT que mejor se adapta a la 
= 

secuencia observada según un criterio de similitud? m 
O 

Problema 3: ¿Cómo ajustar los parámetros del modelo para maximizar - e m 

P(O/h)? O E 

El problema 1 es conocido como el problema de evaluación. Al calcular P(O/h) n 

E 

se está determinando la posibilidad de que la secuencia O se haya producido por el a 

modelo h. En esta tesis se emplea la solución de este problema para, dada una secuencia n n 

de observación, correspondiente a un patrón manuscrito, y dados los modelos de dicho 
3 

patrón, creados mediante el problema 3, determinar cuál de ellos pudo haber producido O 

esa secuencia y, por lo tanto, identificarlo. 

El problema 2 quiere calcular la secuencia de estados Q=qlq 2...qT que mejor se 
adapta a la secuencia observada según un criterio de similitud, dada la secuencia de 
observación 0=01020 3...0T y el modelo k(A,B,n). La solución no es única, ya que 
existen múltiples criterios a seguir para definir la secuencia de estados óptima, por 
ejemplo: 

J Elegir aquellos estados individuales que son más probables. 
J Elegir aquellas parejas, temas ... de estados que son más probables. 
J Elegir la secuencia de estados más probable. 

El criterio más empleado es el de buscar la secuencia de estados más probable, 
para calcularla se emplea el algoritmo de Viterbi. Este algoritmo busca el camino que 
empieza con el primer estado más probable hasta el último, yendo de izquierda a 
derecha, e indicando finalmente, el camino más probable. 

El problema 3 permite entrenar al modelo. Se emplean las secuencias de 
observación para ajustar los parámetros del modelo (entrenamiento). Por ejemplo, se 
.it:l:"n" m..lrhnri miiantrnri rla i r n  -:.-.m,. -ntrXn -nrn "..a nl  antrannr al mnrlaln t a n m n  
uLulLia11 u luu laa  l l l u b ~ ~ ~ a a  ub u11 1111a1uu yauuu, y a a  qub a1 ~ I I U ~ I I ~  C ~ I  IIIVUCIIU, c b u E ; a  
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diferentes formas del dicho patrón, de forma que, al recibir una secuencia que no se 
utilizó para ajustar el modelo, ésta pueda ser identificada 4 resolver el problema 1. 

2.3.3.6.5 Tipos de Modelos Ocultos de Markov 

Hasta ahora se han presentado modelos ergódicos o completamente conectados (véase 
la figura 2.9a), llamados así porque desde cada estado se puede llegar a todos los demás. 
Es obvio que se cumple la relación en los elementos de la matriz de transiciones (A): 

Figura 2.9: Ejemplo de modelo oculto de Markov ergódico y de izquierda a derecha (Bakis). 

En la figura 2.9b se presenta un modelo izquierda-derecha o de Bakis. Este 
modelo se caracteriza porque, según aumenta el tiempo, aumenta el índice del estado, es 
decir, los estados se recorren de izquierda a derecha, sin poder volver hacia atrás. 
Presenta la propiedad de modelar fácilmente señales cuyas propiedades evolucionan en 
el tiempo. 

En los modelos de Bakis la probabilidad de transición cumple que: 

además, las probabilidades iniciales tienen la propiedad siguiente: 

Por último, cuando se llega al último estado, SN, el sistema se queda en él, por lo 
que su coeficiente de transición es: 
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Para garantizar que no ocurran transiciones entre estados muy separados se 
puede añadir la siguiente restricción en los modelos de Bakis: 

La variable A es un entero que indica a qué estados se puede saltar, estando en el 
estado Si. En el ejemplo de la figura 2.9b, A=2 en dicho modelo. 

2.3.3.6.6 Multietiquetado en HMM discreto 

En el planteamiento del HMM discreto, se aplica la técnica convencional de cuantificar 
el vector. Para cada vector de entrada, el cuantificador toma la decisión sobre cual es el 
valor que más conviene, a partir de la información de como es el vector de entrada. Para 
evitar tomar una decisión software, se realiza un decisión fija sobre el valor cuantificado 
jHernaOo97j. Para ampiiar ios posiiiies vaiores que vaya a tomar ei cuantificador, se usa 
el multietiquetado, de forma que variando este parámetro se controle los posibles a 

valores cuantificados. El número de etiquetas en el DHMM está relacionado con los 
= O m 

valores que se puedan tomar en el número de símbolos por estado. 
- 
0 m 

E 

Los algoritmos del DHMM deben ser generalizados para acomodarse al O 

multietiquetado de salida ( { V ~ ) L = ~ , . . ~ ) ,  para generar el vector de s a l i d a { ~ ( x ~ , v k ) ) ~ = ~ , . . , ~ .  g n 
Por tanto, para un estado dado j del HMM, la probabilidad que un vector x, sea 

a E 

observado en el instante t, puede ser escrita como; 
n - 

donde bj(k) es la probabilidad de salida discreta asociada con el valor vk y el estado j; 
siendo C el tamaño de la librería de valores del vector. 

Una de las ventajas que puede ofrecer los modelos ocultos de Markov es el 
planteamiento de ver, la secuencia de observación como una matriz. Para el caso 
pLU"Lie~1ar de ki voz, diehz see~elieiz es üli veeioi definido por unos deieiiiiiiiados 
parámetros, pero para otro tipo de aplicaciones se le pueden asignar varias secuencias en 
paralelo, formando la matriz comentada con anterioridad, 

Para el caso de imágenes, permitiría seguir la secuencia en coordenadas 
cartesianas (componentes " X  e "Y") o en polares (módulo y argumento), mediante una 
matriz de dos columnas, que describiera la secuencia de una cierta región o contorno. 

Por tanto, el vector puede tomar la forma; 

2 x, =c.: x, ... x, "' 1 
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y la probabilidad de salida para este vector xt, vendría dada por: 
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Elaboración de la base de datos para manuscritos 
simples: dígitos y letras 

3.1 Introducción 

Debido a los objetivos planteados en esta tesis, este capítulo desarrolla el diseño y la 
creación de dos bases de datos para imágenes manuscritas simples, en particular de 
dígitos del sistema decimal y las letras del alfabeto castellano. Este proceso de captación 
de muestras usado para estas aplicaciones, será común para el resto de base de datos que 
se definan en esta tesis, como es la base de datos de palabras manuscritas que se 
estudiará en el capítulo quinto; y la base de datos de firmas detallada en el capítulo 
sexto. 

Se va a desarrollar cuales son las contingencias que debe de tener una base de 
datos para su correcta conformación y elaboración. Posteriormente, se detalla cual ha 
sido el preprocesado aplicado a las muestras mediante el uso de los algoritmos 
realizados para un sistema ofl-line. Finalmente, se preprocesarán los datos para 
conformar las imágenes de los patrones. 
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La creación de una base de datos requiere de unos iéquiiitbs a su&&ir que son los que 
le dan validez a dicha base. En este caso, el @iincipal pro@ósicj radica en su tamaño, ya, 
que debe ser lo suficientemente amplia para que se pueda considerar un patrón de esta 
base de datos independiente de otio patrón, y riiismo tiempo recoja sus 
particularidades. Este propósito lleva implícito que sea répresenthiva de la población, 
en cuanto al sexo de la persona, la mano de escritura y la edad de la bersona. %.. 

l,' 

Por tanto, la función de la base de datos debe ser la de proporcionar la cantidad 
de muestras suficientes, parii crear el clasificador y coinprobar'iu comportamiento. 
Visto de otro modo, la base de datos siifvirá 16s Piogigpgs de &sificación con el fin 

.&-,L' 

de obtener un aprendizaje de los modelos medi,ánte -los pai&ne!zos adquiridos, para 
alcanzar un reconocimiento de los patroiiés, fúeran cual fuer* estos paiámetros de 
entrada al clasificador paia entrenar. 

.t.# 

No se pretende tener una base de datos con muestras pe$ebtas estéticamente, 
sino que éstas sean cotidianas, pero que transmitan la suficiente información como para 
diferenciar entre distintos patrones. 

* -  

Para conseguir una liase de datos co~iio la descrita en los párrafos anteriores se 
fijó una serie de pautas: 

1. Conseguir muestras manuscritas 
2. Definir el universo de patrones 
3. Conseguir diferentes tipos de muestras de un mismo patrón 
4. Representar estadísticamente la población real 
5. Lograr una cantidad suficiente de muestras 
6. Conservar la naturalidad de la escritura 

El primer punto implica la captación de patrones que sean r; del tipo manuscrito, 
ya que es la apiicación en la que se ha basado ia aefensa de esta tesis para mostrar el usu 
de HMM en la clasificación de este tipo de imágenes. 

En el segundo punto se va a definir un grupo de aplicaciones para poder llevar a 
cabo la tarea. Este grupo de bases de datos tiene la misión de probar la teorla en varias 
aplicaciones diferentes y con características diferentes para demostrar el éxito del 
planteamiento. El grupo de patrones que se han escogido para impfementar estas bases 
de datos ha sido: 

1. Dígitos manuscritos 
2. Letras manuscritas, tanto mayúsculas como rninúscul'k 

En el siguiente punto, un patrón puede ser escrito por diferentes escritores, de tal 
forma que se puedan captar todas las posibles variaciones que pueda registrar dicho 
patrón, y generalizar en mayor medida su modelado. 
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El cuarto punto implica obtener una base de datos representativa de la población 
y por tanto, generalizable. Por eso se va a etiquetar a los escritores de la base de datos 
según su sexo, su edad y la mano de escritura, para que represente a cualquier persona 
de la población estadísticamente. 

El quinto punto permite obtener muestras de diferentes escritores, y además, 
varias muestras del mismo escritor, de forma que éste escribe varias repeticiones de un 
mismo patrón y también, escribe patrones diferentes; y así con todos los escritores. La 
finalidad es obtener una base de datos lo suficientemente grande para que las secuencias 
de datos de entrenamiento sean independientes de las secuencias de test, y poder realizar 
experimentos con este carácter de independencia del escritor. De esta forma los 
clasificadores pueden aprender de forma incorrelada. 

El último y sexto punto, conserva la naturalidad de la escritura, pretende que las 
muestras no estén condicionadas por el hecho de que van a ser utilizadas en una tesis 
científica. Por eso se pensó en que los voluntarios escribiesen las muestras directamente 
con bolígrafo sobre el papel, en su manera habitual y natural de realizarlo, para su 
posterior captación o#-line. Para ello, se fijó un número reducido de repeticiones sobre 
e! r.nnjuntn de patrones qce SP px?pfi& rec&z, y se fiiz e! twmzfie de !es Yutes que SP, J 

quieren obtener de cada escritor, ya que si se les piden muchas muestras a éstos, acaban 
siendo mal escritas. 

Una vez que las pautas sobre las bases de datos han quedado claras sólo queda 
comentar en detalle el sistema de captación off-line, antes de explicar cada conjunto de 
patrones escogidos o base de datos en su caso particular. 

3.2.2 Elección del sistema de captura de datos 

Los sistemas existentes para la captura de información escrita son dos: el sistema on- 
line y el sistema off-line. En apartados anteriores ya se ha mencionado, que las muestras 
se van a recoger mediante el sistema de captación o#-line [OYGorman95][Seiler96]. En 
este apartado se van a describir las principales características de cada uno de los 
sistemas y se justifica el uso del sistema de captación off-line. 

La diferencia entre ellos se encuentra en su principio de funcionamiento, 
mientras en el sistema on-line la captura de los datos se realiza al mismo tiempo que se 
introducen, en el sistema off-line se hace después de que hayan sido introducidos. Esta 
misma diferencia marca las ventajas y los inconvenientes de ambos métodos. La ventaja 
que ofrece el sistema on-line, es la obtención del vector de parámetros de la información 
de entrada a los clasificadores en tiempo real, evitando así el procesado de la señal, y 
pudiéndose plantear de esta forma, que los vectores ataquen directamente a un 
clasificador. 

Durante el desarrollo de esta tesis se han utilizado ambos métodos, manejando 
dispositivos de entrada a un ordenador diferente para cada método. En el sistema on-line 
se utilizó una tarjeta digitalizadora con un lápiz óptico, y para el sistema off-line un 
escáner óptico, mostrándose dichos dispositivos en la siguiente figura. 
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(a) Tableta digitálizadora 
..e ., 

(b) Escáner óptico 

Figura 3.1: Dispositivos de entrada para los sistemas on-line y off-line. 
II 

El manejo de la tarjeta digitdizahcira presentó toda una serie de dificultades en 
la captación de los datos enumeradas a continuación: 

1. La sensibilidad del instiúmento no se adecuó a la e~critura~natura.1, aproximando 
las curvas a la unión de pequeñas rectas. Para evitar dicho efecto se debía de 
escribir muy lentamente para recoger dichos cambios, por lo que no se establecía 

-----:--a ---m% -m.... ..d....P"dnt,,e 10 ~ ~ r . t i t , l  ., U11 1Ilt:C;illllblllU llUl llla p a a  i ~ y r b a u i r a r  iu wurii.uru. 

2. El trazo de escritura que se realizaba sobre la tableta digitalizadora no se 
visualizaba en la misma, y por tanto se incurría en los ehÓrgs de escritura por 
inclinación, y de no saber dónde situar un trazo disco3tinuo durante el proceso 
de escribir. 

3. No se disponía de ningún software específico que hiciera de interfaz de la 
tableta, y devolviera la información del trazó de la escritura. 

El sistema 08-line devuelve la información mediante el uso de un escáner. 
Mediante un procesado de los datos, se obtienen los vectores de los parámetros de los 
patrones de entrada. El inconveniente es la imposibilidad de realizar aplicaciones a 
tiempo real, con respecto a la captación de las muestras debido al escaneado y al retardo 
producido por los algoritmos de procesado. 

La decisión de escoger este sistema off-line entre ambos, viene dada por dos 
cuestiones. La primera, aparte del menor coste económico, es la facilidad en su manejo 
y en la captación de datos. Y la segunda es que para las muestras,de la base de datos, 
éstas ya estaban escritas, por lo que no se podría usar una tableta, pefo sí un escáner. 

Otro motivo para elegir este sistema, es la movilidad que permite la recogida de 
las muestras. Se pueden repartir plantillas entre los escritores y ser rellenas con 
independencia del tiempo y del lugar. El método on-line requiere que el escritor se 
desplace al laboratorio donde esté instalada la tarjeta digitalizadora, lo cual dificulta la 
participación en la recopilación de muestras. 

Por tanto, comparando ambos sistemas, el sistema on-line presenta más 
inconvenientes que hacen muy dificultosa su implementación con los medios 
disponibles, por lo que se ha escogido el sistema o#-line. 
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3.2.3 Diseño y construcción de las bases de datos 

En este apartado se va a detallar el proceso y los parámetros de construcción de las dos 
bases de datos, tanto de dígitos como de letras. Además, se incluyen las instrucciones 
para completar cada plantilla y el formato que se establece para cada base de datos. 

Un punto importante en toda la recogida de información de todas las bases de 
datos, es la conformación del aspecto de las plantillas y de la redacción de las 
instrucciones de rellenado para el sistema 0 8 - h e .  El tamaño de papel para el formato 
de la plantilla viene dado por el escáner óptico de mesa, con un tamaño de DINA4. 

El formato para cada plantilla cumple dos objetivos, el primero es guiar a los 
escritores indicándoles donde deben escribir la muestra correspondiente; y el, segundo es 
para facilitar el preprocesado de imagen, situando las muestras de forma simétrica para 
reducir el proceso de separación y gestión de datos. De las muestras recogidas se 
analizará la estadística de los escritores participantes, así como el planteamiento de las 
dificultades que se han presentado en la recopilación de las mismas. 

3.2.4 Instrucciones para rellenar las plantillas 

Hay que tener presente que se van a plantear dos bases de datos diferentes, con un 
conjunto de patrones diferentes, por lo que las exigencias geométricas de las plantillas 
en cada caso serán diferentes. El tamaño de la cuadrícula se eligió de forma que pueda 
contener la muestra manuscrita, persiguiendo ante todo, que el escritor se sintiese 
cómodo con el espacio destinado a escribir. 

Las instrucciones que se deben de tener en cuenta al cumplimentar dichas 
plantillas, para la posterior manipulación de las muestras adquiridas, son comunes a 
ambas bases de datos. 

Estas instrucciones para rellenar de manera correcta las plantillas, se 
establecieron con dos fines principalmente. Por un lado; facilitar los subsiguiente paso 
del preprocesado digital de imagen en la ordenación y manipulación de las muestras. Y 
por otro lado, conseguir un efecto de naturalidad en el trazado de la escritura por parte 
del escritor, para no fatigar, ni agilizar el trazado de las muestras manuscritas, de 
manera que m se limitase !a forma de escribir de CAZ wm de !es escritores. 

Las instrucciones establecidas son las siguientes: 

la Instrucción: Rellenar la plantilla con rotulador azul o negro, de punta normal, para 
poder evitar los trazos discontinuos procedentes de los bolígrafos comunes, ya 
que producen problemas de continuidad en el proceso de digitalización. 

2" Instrucción: Realizar una escritura natural, ya que en pruebas realizadas se 
observó que algunos escritores tendían a reproducir los ejemplos de muestra en 
lugar de escribir con su letra personal. 
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3" Instrucción: Escribir cada letra dentro de su recuadro correspondiente, evitando 
invadir con los trazos de escritura el recinto limitado para cada muestra. 

4" Instrucción: Centrar Pa muestra dentro del recuadro, con la finalidad de no crear 
ruidos o interferencia inadecuadas en las muestras adyacentes. 

5" Instrucción: Escribir las muestras en sentido ordenado y sedn  corresponda para 
evitar realizar las repeticiones de cada muestra de foriria seguida, ya que este 
efecto provoca la pérdida de la naturalidad de la escritura, al intentar imitar la 
muestra anterior repetida escribiendo a mayor velocidad, con la correspondiente 
pérdida de los rasgos característicos de los traios de cada escritor. 

< .  

6" Instrucción: No retocar las letras escritas o ¡o que es lo miimd, no sobrescribir o 
poner tachones, para evitar los trazos añadidos, que no S '  encuentran en la 
escritura natural. 

7" Instrucción: Evitar doblar la plantilla, para evitar posibles fuentes de ruido en la 
digiidización de ia misma. 

3.2.4.1 Base de datos de dígitos manuscritos 
. . * . .  

Esta base de datos consta de un universo de elementos limitado a diez, que son cada uno 
de los miembros del sisteina nuinérico decimal, (0,1,2,3,4,5,6,7,8,9). Por tanto, ya se 
tiene seleccionado a priori, cuales son las posibles respuestas que debería de estimar el 
clasificador. 

En particular, para esta base de datos se hh utilizado 92 escritores, que han 
realizado 12 repeticiones por cada uno de los 10 dígitos, obteniendó un total de 11040 
muestras (92x 10x 12) [Moralesgg-pfc]. 

3.2.4.1.1 Perfil de los escritores 

Ai reaiizar esta base de datos se pretendió que se recügieiaii la ihyur  vasiedzd posible 
de formas de cada dígito, para de esta manera, simular una situación más real y evitar 
tasas de reconocimiento falseadas por la propia base de datos. Por eso, se recurrió a 
buscar escritores de diferentes edades, sexo y mano de escritúra, para que fuera 
representativo de la población. 

En la siguiente tabla se muestran los escritores que han compuesto esta base de 
datos, según los parámetros anteriormente citados. 
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1 .47 1 Hombre 1 Diestro 1 22 1 1 
2 48 1 -Mujer 1 Diestra 1 20 1 49 1 Hombre ¡ Diestro 1 24 / 

50 Mujer Diestra . 21 
51 Hombre Diestro 27 

Hombre 
Muier 

52 Hombre Diestro 24 
53 Muier Diestra 22 

Diestro 
Diestra 

26 
24 

8 
9 

54 
55 

1 56 1 Hombre 1 Diestro 1 23 1 

Hombre 
Hombre 

10 
11 1 57 1 Hombre 1 Diestro 1 25 1 

Hombre 
Hombre 

Diestro 
Diestro 

Hombre 
Hombre 

Diestro 
Diestro 
Diestro 22 

40 
25 

Diestro 
Diestro 

12 
13 
14 

22 
28 

Diestro 
Diestro 

25 
27 

Hombre 
Mujer 

Hombre 
15, 
16 

61 . 

62 
(63 1 Mujer 1 Diestra 1 24 1 
1 64 1 Hombre 1 Diestro 1 23 1 

Diestro 
Diestra 
Diestro 

Mujer 
Hombre 

17 1 Hombre 1 Diestro 

1 19 1 Hombre 1 Zurdo 1 26 1 

28 
32 
24 

Mujer 
Muier 

29 
32 

. Diestra 
Diestro 

29 
59 

Diestra 
Diestra 

20 
21 

22 
25 

22 
23 

Hombre 
Hombre 

69 
70 

Hombre 
Mujer 

24 
25 

1 26 1 Mujer 1 Diestra 1 48 1 

Diestro 
Diestro 

Hombre 
Mujer 

71 
72 

1 27 1 Hombre 1 Diestro 1 26 1 

28 
40 

Zurdo 
Diestra 

Hombre 
Mujer 

Diestro 
Diestro 

Hombre Diestro 22 
Diestro 

27 
23 Diestro 

Diestra 
Hombre 
Hombre 

1 28 1 Hombre 1 Diestro 1 58 1 

26 
18 Diestro 

Diestro 

1 29 1 Muier 1 Zurda 1 23 1 

26 
53 Diestro 

Diestro 
18 
18 

3 O 
31 

1 32 1 Hombre ( Zurdo 1 25 1 
1 33 1 Hombre 1 Diestro 1 27 1 

77 
78 

Mujer 
Hombre 

1 34 1 Hombre 1 Zurdo 1 15 1 

Mujer 
Muier 

79 
80 

35 1 Hombre 1 Diestro 1 19 
. 36 ! Hombre ! Diestri ! 31 , 

Diestra 
Diestro 

81 1 Mujer 1 Diestra 1 22 
, 82 ! I&x~hre 1 Diestre 1 22 , 

47 
53 Diestra 

Diestra 
Hombre 
Hombre 

18 
2 1 

Diestro 
Diestro 

37 
38 

20 
26 

83 
84 

Mujer 
Hombre 

3 9 
40 

Hombre 
Muier. 

85 
86 

Diestro 
Diestro 

Mujer 
Muier 

3 1 
26 

Diestro 
Diestra 

Mujer 
Hombre 

24 
16 

41 
42 

1 89 1 Mujer 1 Diestra 1 15 1 

19 
18 

Zurda 
Diestra 

Diestro 
Diestro 

87 
88 

43 
44 

14 
28 

Diestra 
Diestro 

Hombre 
Hombre 

Mujer 
Muier 

18 
26 

Hombre 
Hombre 

- - 

90 
91 

-- 1 92 1 Hombre 1 Diestro 1 26 1 

Zurda 
Diestra 

45 
46 

21 
2 1 

Diestro 
Diestro Hombre 

Hombre 

25 
25 

Mujer 
Muier 

Diestro 
Diestro 

2 1 
25 Diestra 

Diestra 
24 
27 
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De los datos expuestos en la tabla 3.1, se puede observar que los escritores van 
en el intervalo de 14 a 59 años de edad. Además la población de sexo masculino es algo 
superior al femenino, y que la inmensa mayoría de los escritores son diestros. Si 
extrapolamos estos datos a una gráfica para su mejor interpretación, se obtiene a modo 
de resumen; 

Figura 3.2: Porcentaje de Hombres vs. Mujeres de la base de datos de dígitos manuscritos. 

R l  Porcentaje de Zurdos 

Porcentaje de Diestros 

92%. 

Figura 3.3: Porcentajes de Diestros vs. Zurdos de la base de datos de dígitos manuscritos. 

a d e  14 a 20 años 
Mde 21 a 25 años 
O de 26 a 30 años 
Ode 31 a 40 años 

más de 40 años 

Figura 3.4: Distribución por edades en la base de datos de dígitos manuscritos. 

3.2.4.1.2 Formato de la plantilla 

La plantilla utilizada para la realización de esta base de datos se reeresenta en la figura 
3.5, y en la figura 3.6 una plantilla totalmente rellena. Se puede notar como dicha 
plantilla se divide claramente por tres grandes rasgos geométricos. Por un lado las líneas 
verticales y horizontales que acompañan a la plantilla por el lado superior y por el lado 
izquierdo. Su utilidad radica en uno de los pasos del preprocesado digital, aquel en que 
calcula su inclinación. Otra región notoria, es el cajetín situado debajo de las líneas 
horizontales, cuya misión es la de recoger la estadística del escritor y alguna 
observación de la correspondiente plantilla. Y la última región significativa, es la 
cuadrícula que casi abarca toda la plantilla, donde se recogerh Ias muestras. Esta 
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cuadrícula consta de 10 por 12 cuadrados para recoger los diez dígitos con sus doce 
repeticiones correspondientes a cada escritor. 

N. de escrltori 
Datos del escrltorc 
Tlpo de caracteres 
NOTASI 

Figura 3.5: Plantilla de la base de datos de los dígitos manuscritos. 
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Figura 3.6: Plantilla de la base de datos de los dígitos m ~ u s c i i t o s  rellena. 
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3.2.4.2 Base de datos de letras manuscritas 

La base de datos de letras manuscrita consta de un universo de elementos limitado, que 
son las letras de nuestro alfabeto castellano, desde la "a" hasta la "z", y pasando por la 
"ñ7', como caso particular para nuestra lengua castellana. En total suman veintisiete 
letras, pero con la particularidad, de que se ha especificado tanto letras mayúsculas, 
como letras minúsculas. Por lo que el número total de patrones a diferenciar en esta base 
de datos es de 54 patrones diferentes. Por tanto, el clasificador a priori, conoce cual es el 
total de las supuestas salidas, ya que este conjunto de patrones está totalmente cerrado. 

Para la construcción de esta base de datos se han utilizado 100 escritores, que 
han realizado 12 repeticiones por cada una de las diferentes letras, tanto de mayúsculas 
(27 patrones) como de minúsculas (27 patrones), obteniendo un total de 64800 muestras 
( 1 0 0 x 2 7 ~ 2 ~  12) [PeinadoOO-pfc]. 

3.2.4.2.1 Perfil de los escritores 

La representatividad que se ha querido lograr en esta base de datos, se ha conseguido en 
gran medida, ya que la estadística sobre los escritores ha sido realizada antes de obtener 
las muestras. Los datos de los escritores se pueden encontrar en la siguiente tabla; 

1 O 1 Hombre 1 Diestro 1 26 1 
1 
2 

25 
26 

Hombre 
Hombre 

3 
4 

Mujer 
Muier 

27 
28 

Diestro 
Diestro 

Hombre 
Hombre 

5 
6 
7 1 Hombre 1 Diestro 1 21 1 1 8 1 Muier 1 Diestra 1 21 1 

2 1 
23 

Diestra 
Zurda 

Mujer . 

Muier 
29 
30 

3 3 
20 

Zurdo 
Diestro 

Hombre 
Hombre 

25 
2 1 

. , Diestra , 

Diestra 
Hombre 
Hombre 

9 
10 

20 
2 1 

Diestro 
Diestro 

3 1 1 Mujer 1 32 1 ~ o m b r e  

1 11 Hombre Zurdo 1 25 1 
12 1 Hombre 1 Diestro 1 30 1 

20 
21 

Diestro 
Diestro 
Diestra 1 13 1 
Diestro 1 18 1 

3 3 
34 

Hombre 
Hombre 

1 35 1 Mujer ) Diestra ] 21 1 
1 36 1 Muier 1 Diestra 1 28 1 

19 
2 1 

Mujer 
Hombre 

Diestro 
Diestro 

2 1 
22 

13 
14 

Diestra 
Diestro 

37 
38 

22 
19 

Hombre 
Muier 

15 
16 

Hombre 
Hombre 

17 
18 

Diestro 
Diestra 

Hombre 
Hombre 

19 
20 

[ 23 (Hombre 1 Diestro 1 28 1 

24 
20 

Diestro 
Zurdo 

Hombre 
Hombre 

21 
22 

19 
19 

Diestro 
Diestro 
Diestro 1 23 
Zurdo 1 21 

Mujer 
Hombre 

2 1 
2 1 

39 
40 
4 1 

Hombre 
Muier 

- 

42 
43 Diestra 

Diestro 

1 46 1 Mujer 1 Diestra 1 19 1 

Mujer 
Hombre 
Mujer 

24 
2 1 44 

45 Diestro 
Diestra 

[ 47 1 Hombre 1 Diestro 1 19 1 

Mujer 
Hombre 

20 
26 

Diestra 
Diestro 
Diestra 

Mujer 
Muier 

14 
19 
19 

Diestra 
Diestro 

30 
27 

Diestra 
Diestra 

2 1 
29 



Capítulo 3 

1 48 1 Muier 1 Diestra 1 19 1 1 74 1 Muier 1 Diestra 1 27 1 

1 51 1 Hombre 1 Diestro 1 35 1 
49 Hombre 

52 
5 3 

1 77 1 ~ o m b r e  1 Diestro 1 49 1 
50 . Mujer . Diestra 

75 
76 , 46 

Diestro 

Hombre 
Muier 

26 Mujer 
Mujer 

78 
79 

Diestro 
Diestra 

54 
5 5 

Diestra 
Diestra 

32 
21 

Mujer 
Muier 

80 
81 

1 58 1 Muier 1 Diestra 1 27 1 

29 
36- 

Mujer 
Muier 

5 6 
57 

Diestra 
Diestra 

Mujer 
Hombre 

43 
43 

Zurda 
Diestra 

Mujer 
Mujer 

59 
60 

1 63 1 Hombre 1 Diestro 1 85 1 

3 1 
2 1 

Diestra 
Diestro 

6 1 
62 

64 1 Mujer 1 Diestra 1 18 
, 65 e ! Diestra ! 21 , 

38 
29 

Diestra 
Diestra 

Hombre 
Hombre 

39 
40 

Mujer 
Muier 

1 84 1 Muier 1 Diestra 1 48 1 

82 
83 

Diestro 
Diestro 

Diestro 

Hombre Diestro 80 
Muier Diestra 5 3 

4 1 
25 

Diestra 
Diestra 

Mujer 
Hombre 

22 
22 

89. 
90 
9 1 

Diestra 
Diestro 

92 
93 

96 1 Hombre 1 Diestro 1 60 
97 - 1 ~ o m 6 r e  1 -Diestro 1 59 

37 
55 

Mujer 
-Mujerc 
Mujer 

94 
95 

Mujer 
Hombre 

Tabla 3.2: Muestrario de los escritores de la base de datos de letras. 

Diestra 
Diestra 
Diestra 

Hombre 
Hombre 

98 
99 

De los datos de los escritores se puede extraer, que el intedalo de edades oscila 
entre los 13 y los 85 años (véase la figura 3.7), hay un mismo porcentaje de hombres y 
de mujeres del 50% (véase la figura 3.8), y lógicamente hay una mayor cantidad de 
diestros frente a los zurdos (véase la figura 3.9). A modo de resumen, se pueden 
observar las siguientes gráficas ya indicas; 

6 1 
75 
59 

Diestra 
Diestro 

E4 Porcentaje de Mujeres 
50% 50% 

Porcentaje de Hombres 

59 
66 

Diestro 
Diestro 

.Mujer. 
Hombre 

Figura 3.7: Porcentaje de Hombres vs. Mujeres de la base de datos de letras manuscritas. 

64 
5 5 

Diestra 
Diestro 

55 
4 1 
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Figura 3.8: Porcentajes de Diestros vs. Zurdos de la base de datos de letras manuscritas. 

Hde 14 a 19 años 
LBde20a29años 
Dde30a49años 
Bde50a69años 

Figura 3.9: Distribución por edades en la base de datos de letras manuscritas. 

3.2.4.2.2 Formato de la plantilla 

El formato utilizado para esta base de datos tiene la particularidad de que consta de dos 
plantillas, una para letras mayúsculas y otra para letras minúsculas; ya que el número de 
muestras era excesivo para incorporarlo en una sola. En la figuras números 3.10 y 3.1 1 
se representan las plantillas utilizas, y en las figuras 3.12 y 3.13, se muestran dichas 
plantillas con la incorporación de las muestras. 

. . . - 

De este formato de plantilla, el primer detalle que se advierte es la posición 
apaisada de dicha plantilla (véase figuras 3.10 y 3.1 1). De la parte superior a la inferior 
se puede localizar tres bloques fundamentales en la que se divide. En esa parte superior 
se distinguen dos líneas horizontales, cuya misión ya se había comentado con 
mterieriduc!, y es Ir. considemció:: de !:, validez de dicha p!üfiti!!a teniendo en eUenta el 
parámetro de inclinación, &OS0 como máximo [O'Gorman95]. 

En la parte central se localiza el cajetín dividido en dos partes, una donde se 
sitúan las insir-ücciones citadas en ei apartado 3.2.4 cie este mismo capítulo, y otra parte 
destinada a la captación de la información de los escritores, para cumplimentar la 
estadística de su perfil. Y finalmente, el último bloque es la cuadrícula donde se 
depositarán los muestras de cada una de las letras. En esta cuadrícula se incluye a modo 
de ejemplo, para mayor claridad del escritor, cada una de las muestras con la que se 
debe de rellenar. El enrejado de la cuadrícula consta de veintisiete cuadrados 
horizontales, uno por cada una de las letras que determinarán esta base de datos; y por 
13 cuadrados verticales, el primero donde se sitúa a modo de ejemplo cada una de las 
letras, y los doce restantes para incluir las muestras que se quieren captar. Lógicamente 
como son letras mayúsculas y minúsculas las que se quieren captar, se han realizado dos 
plantillas, como se ha comentado con anterioridad. 







NSTRUCCIONES PARA RELLENAR LA PLANTIILW 
1.- Escriba con ntblador negm u a l .  
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3.2.5 Dificultades en la creación de las bases de datos 

Las dificultades que se han presentado en la elaboración de esta base de datos han 
tenido que ver con el relleno de las plantillas por parte de los escritores. A continuación, 
se van a detallar estos puntos; 

Debido al excesivo tiempo y el proceso mecánico de poner muestras en todas las 
bases de datos, se procedió a realizar la recogida de las muestras en dos sesiones, 
para evitar el cansancio y la rapidez en la escritura. Algunos escritores que 
rellenaron las plantillas en una sesión, admitieron al final del mismo un efecto 
de cansancio de la mano. 

En muchas ocasiones los escritores se han salido del espacio destinado en las 
cuadrículas para cada muestra, lo que ha generado ruido, d aparecer otro trazo 
en la cuadrícula adyacente; e interferencia, por solapar el trazo de una muestra 
con el trazo de la adyacente. 

Quizás el hecho de no tener ninguna compensación económica-ha acarreado el 
fruto de estos dos puntos, pero la buena voluntad de todos, finalmente ha tomado éxito 
en la construcción de estas bases de datos. 

3.3 Preprocesado de imagen de las bases de datos 

En este apartado se detallarán los pasos a seguir para procesar la información. Todo este 
proceso conlleva unas tareas de preprocesado de imagen aplicado a las muestras 
captadas, tal y como se detalla en la figura 3.14. 

3.3.1 Digitalización de las bases de datos 

El proceso que se seguirá va a transformar las muestras recogidas en un papel, para 
almacenarlas digitalmente en un fichero gráfico. Se parte de un sistema 08-line para la 
captura de los datos, es decir, que la información se debe obtener a posteriori de su 
escritura. Para dejar estos datos digitalizados en el ordenador se ha utilizado un escáner 
como el que se mostró en la figura 3.l(b). Éste resulta un medio económico y al alcance 
de cualquier persona, y permite recoger la información depositada en una hoja de papel. 
El escger utilizado fue el ScanJet 5p de Hewlett Packard, tomando una resolución de 
300 dpi. Esta cantidad se consideró la idónea, para captar las características de los datos 
de forma aceptable, ya que esta resolución ha sido usada también en otros trabajos 
[O'Gorman95] [Cho97]. 

Se ha ajustado el software del escáner para recoger una imagen en escala de 
grises de 8 bits, cuantificando por tanto, con 256 niveles entre el blanco y el negro. 
Puede resultar de mayor ventaja realizar el proceso en monocromo,, en blanco y negro, 
ya que ocupan menor cantidad de memoria, pero se optó por los valores establecidos en 
primer lugar, por necesidades software en la implementación de Pos algoritmos de 
procesado. Por ejemplo, es mejor establecer el umbral de binarización controladamente, 
qUe rnelliüfite e! p p i o  svftw& de m=ip!~ciVn 'de! esr-6neri Posteriormente, esta 
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información se almacenará en un fichero gráfico de mapas de bits, que comúnmente 
tienen la extensión "bmp". 

En este proceso, hay parametros que no son nada relevantes, como el tiempo de 
exposición del escáner, el brillo, el contraste, o la luz, ya que no se requiere una gran 
nitidez de la imagen. Debido a que se quiere trabajar con valores de contrastes grandes, 
del blanco al negro, estos parámetros pueden tomar valores típicos o una cierta 
variación, ya que no van a ser significativos en el resultado final de la imagen. Incluso 
el software utilizado para el escáner, y el modelo particular del propio escáner, no son - 
nada significativo en estas imágenes. 

Figura 3.14: Procesado de las plantillas. 
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3.3.2 Corrección de la inclinación 

Una vez que los datos han sido pasados del papel a un mapa de bits. hay que tener 
presente, que para el ordenador, tan solo es una matriz de datos numéricos. El ordenador 
no tiene la percepción humana para distinguir si los datos están inclinados o no, y por 
eso, hay que prever esta variable. 

La causa de una imagen inclinada puede ser producida por dos motivos: 

1. que sea una característica intrínseca de la propia imagen de su origen 
2. que sea debida a un error en la adquisición de los datos mediante el 

escáner 

En este apartado se pretende dar solución al segundo de lod casos, ya que en la 
literatura se describe que el error máximo debido al proceso de escdnear, debe de ser de 
f 0.5", para considerar los datos adquiridos como satisfactorios [O'Gorman95]. 

Para detectar este tipo de errores humanos usando el escáner, se ha 
implementado un pequeño algoritmo que calcula la inclinación producida. Este 
algoritmo se ayuda de unas líneas horizontales y verticales que las plantillas que 
se han utilizado, como se pueden apreciar en las figuras 3.6, 3.12, y 3.13. Estas líneas 
han sido introducidas en la plantilla para la detección de la inclinación, para no tener 
que corregirla toda, lo que implicaría un gran coste computacional. Con la detección de 
la pendiente de una de una de estas líneas se puede averiguar si la inclinación supera el 
umbral o no. Si se observa la figura 3.15, se muestra como utilizando la razón 
trigonométrica de la tangente, relacionando el cociente de la diferencia en píxeles con 
respecto a los puntos (xl,yi) y (x2,y2), se puede calcular el ángulo de inclinación, tal y 
como se recoge en la expresión del cálculo del ángulo en la ecuación 3.1. 

Figura 3.15: Inclinación de la línea de referencia de la plantilla y cálculo del ángulo. 

180 
ángulo = - arctg 

K [:: 1:: ) 
En el supuesto de que la imagen quede por encima del umbral fijado por 

[OYGorman95], se desecha la plantilla escaneada y se vuelve a repetir el proceso. Como 
cuestión práctica, cuando se realiza el escaneado de una plantilla, generalmente no se 
suele sobrepasar este umbral. De hecho, en la elaboración de estas bases de datos, nunca 
ocurrió que se superase. 
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3.3.3 Separación de las muestras 

Una vez ya se tengan todas las plantillas escaneadas correctamente, el siguiente paso es 
la separación de las muestras. En los distintos formatos de plantillas, se fijan unos 
patrones comunes a todos: 

las líneas horizontales y verticales 
el cajetín para obtener la información de los escritores y las instrucciones 
la rejilla, donde están todas las cuadrículas con las muestras 

Por tanto, es muy fácil estimar la posición de cada uno de estos elementos dentro 
de cada formato. Una vez determinada la posición de las muestras, éstas son binarizadas 
y finalmente se les elimina el posible ruido existente, residuo intrínseco de escanear. 
Este proceso es descrito en la siguiente figura, mediante un ejemplo con letras 
mayúsculas; 

Separación de 

Binarización - Eliminación 
del ruido - 

Figura 3.16: Preprocesado de ia muestra de una ietra mayiscuia. 

El primer paso será por tanto, extraer el enrejado de las muestras del resto de la 
plantilla. Para ello, se utiliza una herramienta muy básica como es el histograma de la 
imagen de la plantilla binarizada, para destacar los valores de blanco (no escrito) y 
negro (escrito). De esta forma, se marcarán las líneas horizontales y verticales como 
rectas, ya que tienen una inclinación menor a 0.5". Estas rectas que se usan para aislar 
las muestras, se utilizarán para determinar la posición de cada una de ellas. En la figura 
3.17, se muestra el histograma vertical y horizontal para el ejemplo de la plantilla de 
letras mayúsculas, cuyos máximos devuelven la posición de las cuatros esquinas de la 
cuadrícula de cada letra. Como el formato de las plantillas es conocido, entonces se 
puede eliminar las líneas de corrección de inclinación y el cajetín de datos, para retener 

LETRA 
ORIGINAL 

I 



el enrejado. La combinación-de todos estos máximos referentes al enrejado, como filas 
y columnas de una matriz, determinan la posición de cada muestra. 

Histograma vertical 

G- 

1 1 Histograma horizontal 

Figura 3.1 7: Histograma para detectar las rectas horizontales y verticales. 

3e3e3eí Binarización de los datos 

Una vez separadas las muestras se realiza su binarización. Mediante este paso se 
convierte el mapa de bits, de escala de grises, como fue escaneado; a valores de blanco 
y fivgc). E e  estv f~..ma se cmsig~e representar la imagen con dos valores de intensidad, 
un '1' para el color negro y un '256' para el color blanco, eliminando la información de 
los valores intermedios de escala de grises, logrando una representación más simple de 
las imágenes. 

Para realizar la binarización se eligió un umbral entorno al valor de intensidad 
200. Por debajo del umbral todas las intensidades de grises son consideradas como color 
negro y las que toman valores superiores a 200 se hacen corresponder con el color 
blanco. En el histograma de una muestra (véase la figura 3.18), se observa que se 
incluyen todos. los valores de grises menores a 200 como señal escrita. El efecto de 
incluir estos valores es engrosar las muestras de dígitos y letras, beneficioso en 
cualquier caso, aunque aparezcan ciertos píxeles negros aleatóriamente en la imagen, 
que no plantean ningíin probiema porque serán eiirninacios eñ 1a siguiente etclija. Se 
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muestra los histogramas con ejes lineal y con eje logarítmico en accisas, para observar 
la existencia de estos píxeles. 

Escala lineal 

Escala logarítmica 
en el eje Y 

Figura 3.18: Histograma lineal y logarítmico del dígito manuscrito 7. 

3.3.3.2 Eliminación del ruido 

La principal fuente de ruido que se ha encontrado en las muestras binarizadas es el ruido 
salpicado [O'Gorman92][Chinnasarn98], denominado 'salt and pepper' en la lengua 
inglesa, que es el ruido que prevalece en los documentos binarios escaneados. Este tipo 
de ruido consiste en píxeles negros que aparecen distribuidos de forma aleatoria, 
salpicados, sobre zonas blancas de la imagen (el fondo de la muestra); y píxeles blancos 
que salpican zonas negras (el trazo de la muestra). 

El filtrado del ruido 'salt and pepper' se realiza mediante la técnica "kfill". Se 
ha elegido este filtro, frente a otros filtros morfológicos, porque se trata de un filtro 
conservativo: cuando se trata de elegir entre eliminar un píxel que puede ser ruido 
salpicado o puede pertenecer a un trazo deseado, el filtro kfill no actúa. Para 
conseguirlo, mantiene aquellos píxeles que están situados en una esquina y forman un 
ángulo de 90" o menos: 
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Vecindario 

i 

Figura 3.19: Ejemplos de máscaras para el filtrado kfill. 

El filtro kfill utiliza una máscara (véase la figura 3.19) de tamaño kxk píxeles 
para recorrer toda la imagen y detectar los puntos que son dido salpicado, para 
findmente eliminarlose 

La máscara consta de un núcleo formado por los (k-2)x(k-2j píxeles interiores y 
un vecindario formado por los 4x(k-1) píxeles que rodean el núcleo. El parámetro k 
define el tamaño del ruido salpicado: para k=3 el tamaño del núcleo es de un píxel por 
lo que se procesarán todos individuales, permitiendo eliminar el ruido de tamaño uno. 
Para k=4 el tamaño del núcleo es 2x2 píxeles por lo que se procesará todo el ruido 
salpicado de este tamaño. En este proyecto se estableció k=3 porque se observó que la 
gran mayoría del ruido salpicado estaba formado por un único píxel. 

La imagen es recorrida con esta máscara de izquierda a derecha y de arriba 
abajo, buscando los píxeles debidos al ruido salpicado, que cumplen la condición 
indicada por la ecuación 3.2. Una vez detectado uno de estos pheles se procede al 
rellenado del núcleo de la máscara, Ifilling' en inglés, que consiste en cambiar su valor: 
de blanco a negro o viceversa. El rellenado a negro (blanco) se produce cuando todos 
los píxeles del núcleo son blancos (negros), y los píxeles del vecindario cumplen la 
siguiente condición; 

(C = 1) and {(n > 3) or [(n = 3k - 4) and (r = 2)D (3.2) 

donde: 
c: número de grupos de píxeles negros (blancos) conectados en la vecindad. 
n: número de píxeles negros (blancos) en la vecindad. 
r: número de píxeles negros (blancos) en las esquinas de la vecindad. 

La ecuación 3.2 asegura que el filtro kfill sea conservativo. El valor c=l 
garantiza que el proceso de rellenado no cambie la conectividad, es decir, que no una 
dos trazos diferentes de una muestra, ni separe dos trazos que estén unidos. 

El proceso de relleno, que se encuentra en la figura 3.20, se realiza hasta que no 
se produce ningún cambio. Cada iteración de relleno se divide en dos subiteraciones: en 
!u primera se rellena c m  pfxe!es h!mr.rn y en la segunda se hace con píxeles negros. 
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Letra binarizada Letra filtrada 

7 
I 

Rellenado 
negros 

Rellenado 
blancos - 

Figura 3.20: Eliminación del ruido salpicado. 

3.3.4 Proceso de normalización 

Se Q crea- des baJeS & daiOs pa enpeir,eliia-, una de muestra de tamaño 
original, según ha sido dispuesta por cada escritor, y otra base de datos que esté 
normalizada. Es decir, cada escritor no escribe de la misma forma, ni tampoco del 
mismo tamaño, por tanto, en aquellas bases de datos donde se precisa reconocer un 
patrón que sea general para todos los escritores, interesa que estos patrones se parezcan 
lo más posibles, en cuanto a forma y tamaño, disminuyendo así su variabilidad. Por el 
contrario, también puede producir un efecto de semejanza entre diferentes patrones. La 
ventaja o no de este proceso se observará en los resultados alcanzados, según la mayor 
discriminación en el reconocimiento. 

Este efecto se presenta en nuestras dos bases de datos, tanto para dígitos como 
para letras manuscritas, lo importante es que este factor puede ser discriminante en el 
reconocimiento. Por tanto, para estas bases de datos, se va a crear los dos tipos 
paralelos, una para la muestra original del escritor y otra para la muestra reducida, pero 
ambas con un formato preestablecido. En la siguiente figura se puede apreciar como los 
escritores realizan los mismos patrones de forma y tamaño original diferentes; 

Figura 3.21: Escritura por parte de diferentes escritores del patrón "a " 

Los tamaños que se van a utilizar para la base de datos normalizada son de dos 
tipos: 

aproximado al tamaño original 
formato más reducido 

Con ésto se logra que la varianza de un tipo de patrón sea menor, por lo que es 
previsible que los clasificadores precisen un entrenamiento menor. Además, la 
cumlaci6n de ios ptruries iguales auñieñia, por lo se rnjorar 
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porcentaje de acierto del clasificador. Y con el tamaño más reducido se intenta 
disminuir más aun esta varianza en un tipo de patrón, así como agilizar más los 
procesos, desde el punto de vista de coste computacional. 

El proceso para llegar a estas bases de datos, pasa por realizar una tarea de ajuste 
a partir de la letra ya filtrada, de tal forma que la muestra disminuye el tamaño del 
archivo, por lo que se requiere menos memoria para almacenar los datos y procesar cada 
muestra, disminuyendo además, el tiempo de procesado, ya que existen menos píxeles, 
Después de la normalización, se puede almacenar la base de datos de las muestras 
originales de los escritores, y por último, queda la reducción y el almacenamiento de los 
datos normalizados. En la figura 3.22 se puede observar el proceso de normalización y 
el almacenamiento de la base de datos. - Letra Letra 

Ajustar 
l-X+ 

Original 
M Normalizar 

I.> 
Normalizada 

Figura 3.22: Proceso de normalización. 

En este proceso de reducción se han fijado una serie de valores para determinar 
el tamaño de las muestras normalizadas. Lógicamente, este parámetro varía en función 
de la base de datos que se esté tratando [Travieso99]. En la siguiente tabla, se observan 
los valores en píxeles del mapa de bits de la muestra original y de la muestra 
normalizada, referenciadas en la figura 3.22; 

1 Tipo de patrón 1 Tamaño original 1 Tamaño reducido 1 

Tabla 3.3: Tamaños de losficheros de las bases de datos en píxeles. 

Dígitos manuscritos 
Letras manuscritas 

3.3.5 Operador morfológico: Dilatación 

La palabra morfología usualmente denota la rama de la Biología que se dedica al 
estudio de la forma y estructura de los animales y plantas. Se usará aquí la misma 
palabra en el contexto de morfología matemática. 

l62x 162 píxeles 
l62x 162 píxeles 

La morfología matemática se basa en geometría y forma, las operaciones 
morfológicas simplifican imágenes y conservan las principales características de formas 
de los objetos. Los puntos en un conjunto sobre los que se aplica la transformación son 

32x32 píxeles 
50x50 píxeles 
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el conjunto de puntos seleccionado y el complementario, el no seleccionado. En las 
imágenes binarias los puntos seleccionados son los que no pertenecen al fondo. Las 
operaciones primarias morfológicas son la erosión y la dilatación. En este caso, se va a 
hacer uso para ia ampliación del grosor de la muestra y por tanto, se utilizará la 
dilatación. 

La dilatación es la transformación morfológica que combina dos vectores 
utilizando la suma. La dilatación binaria fue usada primero por Minkowski, y en la 
literatura matemática recibe el nombre de suma de Minkowski. Si A y B son conjuntos 
en un n-espacio E, con elementos a = (ai, ..., a,,) y b = (bi, ..., b,), respectivamente, 
siendo ambos n-espacio, entonces ¡a dilatación de A por B es el conjunto de todos los 
posibles vectores que son suma de pares de elementos, uno de A y otro de B [Serra82]. 

En la práctica los conjuntos A y B no son simétricos. El primer elemento de la 
dilatación, A, está asociado con la imagen que se está procesando y el segundo recibe el 
nombre de elemento estructural (B), la forma que actúa sobre A en la dilatación para 
producir A8B. 

origen 

Elemento estructural (B) Imagen (A) Resultado de la dilatación (A@B) 

Figura 3.23: Ejemplo de dilatación. 

Aplicado a nuestras bases este concepto, se obtiene la ventaja de hacer que las 
muestras sean más iguales y las muestras tengan un mayor grosor. En la siguiente 
figura, se puede observa el efecto que produce y la ventaja que se obtiene. 

Elemento estructural (B) Imagen (A) Resultado de la dilatación (A@B) 

Figura 3.24: Dilatación del número nueve. 
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En esta figura 3.24, se observa que después de realizar la dilatación morfológica, 
el dígito queda totalmente cerrado en todo su trazo, logrando el efecto de que todos los 
dígitos se parezcan más. 

3.4 Conclusiones 

Este proceso va a permitir generar las bases de datos, en este caso de dígitos y letras 
manuscritas, transportando la información de un papel a una imagen, que ya estará 
dispuesta para su transformación o procesado. En este caso, será para la extracción de 
los parámetros que definirán a cada patrón para su posterior clasificación. 

Este proceso seguido en la creación de la bases de datos y el preprocesado de 
imagen aplicado, se podrá extrapolar al resto de las bases de datos que se describen en 
los siguientes capítulos, creando un sistema de igual condiciones para todas. 
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Clasificación de manuscritos simples: 
dígitos y letras 

4.1 Introducción 

En el capítulo anterior se ha definido la base de datos de dígitos y letras manuscritas, y 
se ha caracterizado para que sean imágenes. En este capítulo, se van a parametrizar 
dichas imágenes para adecuarlas al clasificador HMM. 

Teniendo en cuenta que los modelos ocultos de Markov, es una técnica muy 
usado en procesado de voz, ya que realizar un buen seguimiento del modelo de dicha 
secuencia natural; se van a implementar unas técnicas para la parametrización para se 
amolden al seguimiento de la secuencia de estas aplicaciones manuscritas, para su 
posterior reconocimiento. 
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4.2 Pafametrización de los pati:'i;'OiikS @h$qiise$& &&l& 
. : ,. 

En este apartado se presehtiii los principales procesos de e?tiac(ión de la información 
secuencia1 de un patrón manuscrito. Estas tknicas se dividen en dos gnipos, por un lado 
10s procesos de detección de co,nt,omo y por el otro l b  de esqueletización. L 

., . , 
, . I , * . .  ' 

La técnica de dkteccióti coiisiste i5i diminái los pixeles del'interior del traio y 
mantener los extrenos sin perder la conectividad entre ello<"y la técnica de 
esqueletización, adelgaza el trazo eliniinando los píieles m@ extemos del trazo hasta 
que su grosor sea de solo uno, manteniendo taiñbién la cd&inuidád de la secuencia 
[Travieso99]. En la siguiente figura se puede apreciar el resultado Ayisual del efecto de 
ambas técnicas, aplicado a una muestra de la base de datos d$ digitoS manuscritos. - 4: 

I * ', a," 

- ~ í g $  de 'la base de datos 

Contorno 
de un dígito 

Esqueletización 
de un dígito 

FigUra 4.1: Técnicas de conto%o y es&eletización. 

4.2.1 Procedimiento pa¡% detectar y vkiitokizhr el cbntoko 

Dentro de la detección de los contornos de una muestra, se pueden encontrar dos casos 
en los patrones que se están analizando; que sólo posean un contorno exterior, como es 
el caso de la figura anterior, o que tengan contorhos exterior e interior, como es el caso 
de la siguiente figura; 

Contorno 
exterior Contorno 

interior - 

Figura 4.2: Contorno exterior e interior de la letra "A ". 
4" 

Y por tanto, con este planteamiento se puede diferenciar estos dos casos con la 
consideración del contorno, como composición del contorno interhr y exterior, o tan 
sólo contar con el contorno exterior. Este aspecto es importante a la hora de vectorizar, 
ya que se puede incluir o no los interiores, según sea & o menos discriminantes para 
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el patrón. Pero de una forma o de otra, el proceso para el cálculo del contorno es común 
en ambos casos. 

4.2.1.1 Desarrollo de la técnica del contorno 

En el barrido para detectar el contorno se marcan los píxeles exteriores, y además, se 
detectan los puntos críticos o puntos de cruce entre trazos. Los puntos críticos son 
aquellos píxeles esquinas que si se eliminan separarían dos trazos (véase la figura 4.3 a), 
o aquellos píxeles que forman parte de un trazo de grosor de un píxel (ver figura 4.3 b). 

Punto 
(- crítico 

(a) Píxel esquina (b) Trazo de un píxel 

Figura 4.3: Puntos críticos. 

Para ello, se recorre el patrón manuscrito mediante una máscara de tamaño 3x3, 
buscando grupos de píxeles que cumplan cualquiera de las condiciones de las matrices 
de la figura 4.4. Cuando se produce esta coincidencia es porque el píxel central de,la 
máscara pertenece al contorno, y por indicar tal hecho, éste es marcado con un valor de 
intensidad de 3. Estas máscaras siempre buscan en vecinos cuatro, hacia la horizontal y 
la vertical en ambos sentidos. 

Barrido hacia Barrido hacia Barrido hacia Barrido hacia 
la izquierda la derecha arriba abajo 

Figura 4.4: Matrices para detectar el contorno (X: no importa el valor). - , 

Para detectar los puntos críticos, durante el .barrido se, aplican las condiciones 
indicadas por las matrices de la figura 4.5. Todos ellos deberán ser leídos dos veces para 
garantizar la continuidad del contorno por lo que se marcan con un valor de intensidad 
de 2; 
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Matrices para detedar puntos críbos e" las esqbinas. 

Matrices para detectar trazos d6 un pixel de ancho. 

Figura 4.5: Matrices para detectar puntos críticos. 

En estos mbmehtos del p:ocksad& se ti%& los si&ikiites valores de intensidad 
en los píxeles en la matriz de la immagen: 

e Píxel de valor 1 : píxel del interior del trazo 
e Píxel de valor 2: píxel crítico del contonio del trazo. 
e Píxel de valor 3: píxel del contorno 
e Píxel de valor 256: píxel en blanco. 

A la vista de estos valores quedi claro que si se harca &n el píxel de valor 
blanco (256), los píxeles del intérior de1 trazo, de valor 1, llega a eliminarse el interior 
del trazo. A los píxeles del contorno con valor 3 se les asigna ahora el píxel de valor 1, 
correspondiente al color negro. Se mantiene el valor de los puntos críticos, 2, ya que se 
pasa dos veces por ellos, durante la vectorización. 

El siguiente paso es detectar los puntos de cruce que pueden existir en el 
contorno para marcarlos como puntos críticos. Para ello, se recorre* la muestra con una 
máscara de tamaño 3x3 en cuyo centro se sitúa el píxel candidato a punto de cruce, si en 
los píxeles de la máscara que lo rodean hay 6 6 más transiciones de color (de blanco a 
negro o de negro a blanco) se trata de un punto de cruce (véase figura 4.6). 

Punto de cruce 

Cambio 6- CamEo 1 

, . ++ 
Cambio 4 Cambio 3 

No es punto 
de cruce 

' . Figura 4.6: Transiciones en los puntos de cruce. 
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El último paso para obtener el contorno, consiste en eliminar los píxeles de 
esquina redundante. Un píxel esquina redundante es aquel píxel del contorno que se 
puede eliminar sin pérdida de continuidad en el trazo, como se muestra en la figura 4.7. 
Para eiiminarios se recorre ía letra con una máscara de tamaño 3x3 y se compara ésta 
con el juego de matrices de la figura 4.8 y cuando se da una coincidencia el píxel del 
centro de la máscara es borrado. 

imagen con píxeles 
redundantes 

Imagen sin píxeles 
redundantes 

Figura 4.7: Ejemplo de púreles esquina redundante. 

Figura 4.8: Matrices para detectar píxeles esquina redundantes. 

4.2.1.2 Proceso de vectorización del contorno por la secuencia 

El proceso de vectorización del contorno consiste en pasar la imagen del patrón 
manuscrito a un vector, es decir, pasar de las dos dimensiones que tiene una imagen a 
una sola dimensión, que tiene un vecior. Este proceso se realiza para captar la 
información de la secuencia de la escritura de cada patrón, y es la idea propuesta como 
forma de parametrizar los patrones manuscritos. 

Partiendo dei contorno de ia imagen, io primero es proveerse de un punto de 
inicio. El punto de inicio es el píxel del contorno por el que se comienza la 
vectorización. Su correcta elección es muy importante para conseguir que el mismo 
patrón, procedente de distintas realizaciones, siempre produzca la misma secuencia de 
observación. 

Se pueden aplicar diferentes convenios para la elección del punto de inicio. En la 
técnica de parametrización por la técnica del contorno, según sea la aplicación se ha 
escogido un convenio u otro. En las letras manuscritas se ha tomado el convenio que 
propone elegir como punto de inicio a aquel píxel negro más próximo a la esquina 
inferior derecha de la matriz, y en el caso de que haya dos o más píxeles equidistantes se 
escoge el situado más a la derecha [PeinadoOO-pfc]. Para ello, se emplea la distancia 
euclcdea, para representar esta mínima distancia, tal como se indica en la ecuación 4.1. 
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. d = ,/m = J(N  colu.mnas - xY + (N filas - y r  (4.1) 

Punto de 
inicio 

Figura 

& escoge e] & ifiieic esta p~siciófi per@e se I.2 &S&/& qce, par" 
letras con varios extremos (A, 'H, h, m, n, R, ...), la téchica clijsica de elegir el punto de 
inicio como el primer píxel negro que se encuentia al barre$ la imagen de izquierda a 
derecha y de arriba a abajo, unas veces proporciona el punto de inicio en el extremo 
derecho y otras en el izquierdo. Este fehómeio se produce porque el escritor hace unas 
veces el extremo derecho m& largo y otras igquierdo. Eligiendo ,el punto de origen 
como el píxel negro más cercano a la esqiiiha irifeii~r derecha se'consigue evitar este 
problema, con Po que las secu&cias . . . .  dé. observación . producic&ti, por Petras iguales, 
tendrán mayor correlación y, poi tanto, . . qurp6ntii . .  . , la . pico%bilidad ,,,.*.. ..- de r&onocer la letra. 

Para los patrones de dígitos mahuscritos, debido a que son menos numerosos y 
por tanto, más fáciles de discriminar, se ha tomado como convenio del punto de inicio, 
el primer píxel negro que se encuentra al barrer la imagen de izquierda a derecha y de 
&ba abajo [~ravi&o%]. 

Figura 4.10: Convenio para aplicaciones con dígitos manuscritos. 

Pero los valores que toma el vector vienen dados por las matrices de prioridad, 
para mantener siempre el mismo sentido de giro, y se activan según el valor del salto 
anterior. Si éste fue codificado con 1, 2, 3, 4 ó se trataba de un punto de inicio, se elige 
1% matiz yioridüd 1, si 19s v&ms sdto irn,reficr h e t ~ f i  C,h, 7 (5 8, se utiliza 
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la matriz de prioridad 2, consiguiéndose que el giro se realice en el sentido de las agujas 
del reloj. Estas matrices se encuentran en la figura 4.1 1 [Morales99-pfc]. El desarrollo 
detallado del proceso del algoritmo se encuentra en la figura 4.36, que es el diagrama de 
flujo dei proceso de vectorizacion del contorno. 

Matriz de ~rioridad 1 Matriz de ~rioridad 2 

Figura 4.11: Matrices de prioridad. 

Figura 4.12: Diagrama de flujo de la vectorización del contorno. 
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La vectorización del p?oceso iermiha cüaiidb se ll&a d püeto de inicio; pero 
quedaría comprobar si quedan m& conto~mos en la ,..,. i-magen. ,,. En: c.aso afirmativo, los que 
quedan serán los correspondientes a los cóntomos interiores de los' patrones 
manuscritos. El proceso a seguir és el mismo, ia pa&ui$@b@, de que ios valores 
de la vectorización se sitúan al final. del vdctor cdcu@o p q  el contofiio exterior. De 
esta forma, se completa el proceso de vectofiz~ijn; 

4.2.1.3 Proceso de vecto~zación 'del coriforriij 'en Coord@nadas polares 
".%-. 

. 1 )  

Otra foriha de rkalizai d paro dk lhs d& diinensi&és dé 12 ihágen (rii&iz) a 
una Única d i ~ n s i l  (vector) es me-ante la tr1nsfo~~aci6n de cada píxel del contoko .. ; ., externo de una muestra en su coordenada ,... poli. ... La cuetlon que 'se plantea es con 
respecto a que punto se púkde reali&r el paso a cooijienadas polares, módulo y 
argumento @,e). En un principio, se van a p'fopop?r dos puntos . como i" puntos de inicio, 
uno es la esquina inferior izquierda, igual que si se rwresentase en los ejes de 
referencia, y la otra es con respecto al centro & m@% de laclmuestra que se esté 
procesando. .En la siguiente figura, se puede .obseníAr , . . .  . cuales son! estos dos puntos de 
referencia. 

Dígito procesado 

Origen de los sistemas de 

/ coordenadas polares 

Centro de 

Figura 4.13: Origen de los sistemas de coordenadas polares para vectorizar. 

Una vez establecido cual es el eje de referencia para estas coordenadas sólo hay 
que establecer el barrido por cada píxel de contorno. Llegados a este punto se puede 
plantear otro inconveniente con respecto a cual va a ser el punto de inicio del barrido. 
Realmente es invariante del punto de inicio, ya que una vez calculadas todas las 
coordenadas, se ordenan por el ángulo de inclinación de la componente polar (O), 
empezando por aquellos que sea nula. 

De esta forma, conservamos la información de la secuencia pero esta vez, 
codificada en coordenadas polares. En la figura 4.14, se indica cual es el proceso de 
barrido para una muestra manuscrita, distinguiendo el caso según sea el punto de origen 
del sistema. 
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Figura 4.14: Barrido en coordenadas polares para determinar la secuencia de la muestra. 

4.2.2 Procedimiento para detectar y vectorizar la esqueletización 

Este proceso de esqueletización ha sido bastante .' utilizado para el 
reconocimiento de patrones de forma automática. La necesidad de reducir la . . jEfv-12ciSn 1, nf imm-m*r  1-0 Ant-n hn AnA-  . a #  

~Vlllylllllll 1VJ UaCVa, lla UaU" la ~ p ü i ~ i ~ f i  de: proceso de 
esqueletización [07Gorman95]. Esta técnica ya se ha venido .usando en aplicaciones de 
biomedicina (análisis automáticos de imágenes de rayosX [~'ktos99]), en aplicaciones 
biométricas como son la clasificación de huellas dactilares [Weber92][Emiroglu97], y 
en m ~ s i c a ( ~ a r a  el cálculo del pentagrama y las notas musicales [Randriamahefa93]). 

El propósito de la esqueletización es reducir los píxeles de la imagen hasta 
quedarse con la información esencial contenida en ésta y manteniendo las propiedades 
geométricas y topológicas, para de esta forma facilitar y acelerar los procesos de análisis 
y reconocimiento, quedándose la información en un solo trazo conectado por un píxel 
de grosor. 

Los algoritmos de esqueletización o adelgazamiento se pueden clasificar según 
la referencia [Lam92], de la siguiente manera: 

o Iterativos: Son aquellas técnicas que eliminan los píxeles exteriores tras 
sucesivos barridos o iteraciones, hasta que las líneas de la imagen tienen un 
ancho de un solo píxel. Según la forma de examinar los píxeles se pueden dividir 
en: 

Secuenciales: con esta técnica los píxeles son examinados según una 
secuencia establecida en cada iteración, y la decisión se toma en función de 
las operaciones realizadas en la iteración anterior y en los píxeles procesados 
en la iteración actual, por tanto se examina los píxeles dentro de su contexto 
de su región de vecindad. 

e Paralelos: se realiza esta técnica mediante la decisión de la eliminación de 
todos los píxeles que no son necesarios para la conectividad del trazo, como 
resultado de las operaciones de la iteración anterior, por lo que se puede 
trabajar con toda la imagen. 

o No iterativos: calculan los ejes de simetría de los trazos que componen la 
muestra manuscrita. 
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o Para imágenes 3D. 

o Paia imágenes en escala de grises. 

Los requisitos que debe cumplir un buen algoritmo de esqueletización son 
[Morales99-pfc]: 

a) ~ a n t e n e r  la conectividad: es .decir, aqúellzis regiones que en la 
imagen original estiitjan . conecfádás . ,  deben estar conectadas en la 
imagen esqueletizada. 

b) La imagen esqueletizada debe contener el mínimo número de píxeles 
para que se mantenga la conectividád. 

C) La localigación de los puntos finales debe ser mantenida para no 
reducir .el tamaño de la imagen. 

d) El result.o.obtenido del proceso de esqúeletización debe ser lo más 
cercano posible a las líneas centrales de lá imagen. 

e) Evitar introducir esguiios extraños. 

La elección de la técnica a utilizar se ha basado en la sencillez del algoritmo, y se ha 
optado por el algoritmo de esqueletización iterativo secuencia1 [Morales99]. La 
implementación de este algoritmo se basa en u"n máscaras de 3x3 que barren toda la 
imagen. Estas matrices describen las formas geométricas de los trazos por lo que 
determinan si el píxel central-de la níáscara es uñ píxel esqueleto 6 &'. El valor del píxel 
central será cambiado si cumble las condiciones indicadas por alguna de las matrices de 
las máscaras. Los valores de los píxeles afectados en este proceso de6en seguir el orden 
indicado a continuación, primero los píxeles de valor 4, despuésdlos de valor 2 y 
finalmente los de valor 3; 

. ;  
4: para los píxeles que cumplen con las koinbinaciones dé l a i  máscaras 

2: para los píxeles que cumplen con las siguientes máscaras 

Figura 4.16: Máscara del proceso de esqueletización para ddectar el 2. 

3: para los píxeles que cumplan con las siguientes máscaras .y condiciones en 
cada una de ias máscaras: 
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Además no debe. sunplic Además no debe cumplir: 

Figura 4.1 7: Máscara del proceso de esqueletización para detectar el 3. 

El siguiente paso a seguir, es la eliminación de los valores marcados con 3 y con 
4, ya que se tratarán de píxeles exteriores al esqueleto, y prevalecen los marcados con 2, 
ya que son píxeles del esqueleto, que garantizan la conectividad. Una vez realizado este 
segundo paso, se repiten el barrido de las matrices y la eliminación de los píxeles 
marcados con 3 y 4, hasta cuando la imagen esqueletizada de la iteración sea igual a !a 
actual, con lo que se ha logrado la esqueletización de la imagen. 

En la siguiente figura se muestra la secuencia de pasos para obtener el patrón 
esqueletizado de la muestra dada. En este caso en particular, se presenta como ejemplo 
la esqueletización del patrón numérico siete, en un total de cinco iteraciones hasta su 
conversión final. 

Dígito Dígito 
Original 1" 2" 3" 4" 5 V s q u e l e t i z a d o  

Figura 4.18: Proceso de esqueletización. 

4.2.2.2 Vectorizaciíín de ia esqueietizacion 

Partiendo de estas imágenes esqueletizadas, ya se puede crear el vector que contenga las 
variaciones del trazo de los patrones manuscritos. Al igual que se realizó en la técnica 
del contorno, se va a pasar de dos dimensiones que poseen las imágenes esqueletizadas, 
a una dimensión que posee un vector, obteniéndose como resultado los parámetros que 
se situarán en la entrada del clasificador. 

En algunas aplicaciones, se ha encontrado el caso, de tener que realizar un 
preprocesado para subsanar, algunos inconvenientes propio de la escritura manuscrita. 
En particular, se han encontrado dos casos una vez obtenido la imagen esqueletizada. El 
primero es la separación del trazo en dos partes, debido a la propia escritura del patrón 
manuscrito, y la segunda es la aparición de coletillas en el trazo del patrón. La 
corrección de estos casos, facilita en gran medida la realización del proceso de 
vectorización de las imágenes esqueletizadas, y por eso se realiza su eliminación. En la 
i g ~ i ~ n t ~  figcra, pc&n & ~ e r v ~  des ~ ~ 9 s  y e! resu!tg& de su corrección; 
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Muestra esqueletizada Muestra esqueletizada 
afectada .. . , 

corregida . , . <  

Figura 4.19: Preprocesado para la mejora de las imágenes es&eletizadas. 

En el caso de mantener estos espurios, se complicaría la realización del proceso 
de vectorización de Iós patrones ya esqueletizad6S. Los p&is a seguir a contihuación 
siguen las mismas pautas que en el caso de la vectoiización'de los contornos. 
Primeramente se determina el punto de inicio, y a continuación se vectoriza la imagen, 
pasando de dos dimensiones (imagen) a una sola dimensión (vector). 

La elección del punto de inicio se dispone a partir de una serie de elementos 
geométricos que pueden ser elegidos, como son los extremos del esqueleto; siendo el 
extremo el punto donde temina el trazo del esqueleto. Se puede tomar como referencia 
entre los extremos, a aquel punto de inicio que esté m& cercano a la esquina inferior 
derecha. Interesa que este punto sea siempre el mismo para patrones iguales, ya que de 
ello depende, que los vectores codiricados sean ío mis parecido posibie, para su 
posterior clasificación. 

La vectorización del esqueleto de un patrón utiliza los mismos conceptos que la 
vectorización del contorno, hay una matriz de saltos y otra de prioridad, y en ambos 
casos la matriz es la misma. 

, . Figura 4.20: Matriz de saltos y prioridad en la vectorización del esqueleto. . . . .  . , . 



Clasijicación de manuscritos simples: dígitos y letras 

El diagrama de flujo de la vectorización del esqueleto se ex~lica en la figura 
4.2 1, siguiendo cada uno de los pasos de su secuenciación. 

A 

-------------m- 

! SISTEMA DE PRiORIDAD 

1 I 
Apuntar al I ' ApuRtar al & de mayor 

siguiente píxel y 6 prioridad y almacenar el 
codificar el salto ' l ' rest? de orígenes I 

I 

Leer y b o m  
primer origen de 
trazo p-diente 

Figura 4.21: Proceso de vectorización del esqueleto. 

La matriz de prioridad busca los trazos concurrentes en el cruce, calcula sus 
pendientes y comprueba si alguna de las pendientes es aproximadamente igual a la del 
trazo por el que se ha llegado al cruce. De ser así, ese será el de mayor prioridad y al 
resto se le aplica la matriz de prioridad de la figura 4.20. En caso contrario, se aplica la 
matriz de prioridad para elegir el orden en que se seguirán todos los trazos. 

Los valores de los parámetros del sistema de prioridad que se presentan a 
continuación han sido obtenidos experimentalmente, demostrando ser los más 
adecuados : 

Si hay dos cruces cuya distancia sea inferior a tres píxeles, serán considerados el 
mismo punto. 
Para calcular la pendiente de un trazo se emplean los 5 píxeles siguientes a partir 
del punto de cruce. Si el trazo tiene sólo 4 píxeles se emplearán éstos. Nunca 
habrá trazos de menos de 3 píxeles ya que éstos se eliminan en el preprocesado. 
Para considerar que el trazo por el que se llega al cruce continúa en uno de los 
trazos concurrentes, la diferencia entre sus ángulos deberá ser inferior a k45". 

Finalmente, se obtiene el vector con la información de cómo ha sido realizado el 
trazo de los patrones, obteniendo estos datos secuenciales reflejados en ese vector. 
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4.2.3 Discusión entre las técnica$ & esqt@letiiación y &torno 
. , . 

J.! > *, 

Si se Plantea cual de ltis dos tédiiéas ofiec6ián m6jor resQado, ,es dificil de edimar, ya 
que depende de la comprob;ación experimenta! de esfa P,eba. P'efo a priori, y segúri la 
propia naturaleza de las téc&icas si se puede p r e e n i ~  un . pl@e#miento , .  de las ventajas 

'4 4 
y los inconvenientes de su uso. 

Los puntos a comparar son la dificultad del pfoceso: de contorno o 
esqueletización, la determinación del punto de inicio, y finalmente la vectorización de 
ambos métodos. 

t 

En cuanto al primero puhto, la ihplimSntaci6n del algo&mo del conterno o la 
esqueletización, ambos métodos resuftañ senciklos de realizy, sin ofrecer mayor 
dificultad. 

En la elección del @unto de inicio, las imágenes esqueletigad& se prestan a una 
mayor eficacia a la hora de determinar siempre el mismo punto, ya que los extremos en 
un patrón son relativamente escasos, y fijar un criterio es más sencillo que en el caso de 
las imágenes con contorno. Ya que éstas, siempre depeliíjeii de:eSíiio ha sido si; 
escritura, y se aproxima el punto de inicio a uiia cierta región, perono se puede dar la 
certeza de que sea siempre en el inismo lugar. 

Por último, la vectorización de iiinbos procesos sufre difefencias. Mientras con 
la técnica del contorno, se empieza en un punto y temiina en el miimo, ya que barre un 
trazo cerrado, en la esqueletización se pueden encontrar puntos de cruce, que hay que 
almacenar y criterios que hay que tomar para que los vectores de los patrones sean lo 
más iguales posible. Para este caso, se complica más el proceso de la vectorización para 
el esqueleto, que para el contorno. 

.Q. ;.'.,, 
Si se hace un balance de to'ctos los puntos planfeados, se observa que tanto hay 

ventajas como inconvenientes para cada uno de las técnicas & .veptorización, y por 
tanto será el clasificador, el que decida cual de los dos piocesos pkpone vectores más 
discriminadores. 

4.3 Clasificación de los patrones simples manuscritos 

Una vez calculado el vector del patrón, éste se situará. a la entraila del clasificador. 
T-,:,,A, -**-n+- 1 n*nn;dnTJ TJP P C ~ P  íwrtnr n i i ~  ha rantadn la ifif~mz&n que ~~~~~~~~u~ en bUbllC4 A ,, .-%" , -r ---- 
sigue el trazo cuando se escribe el patrón manuscrito, conviene usar un clasificador que 
detecte bien las variaciones secuenciales-temporales, es decir, la secuencia que sigue el 
trazo del patrón manuscrito a lo largo del tiempo de su barrido. 

Un clasificador muy utilizado y con éxito en el reconocimiento de la señal de 
voz, son los modelos ocultos de Markov [Rabiner93]. Por tanto, se probará con este 
mismo clasificador para la información contenida en los pará$etros secuenciales- 
temporales, que se puedan encontrar en las aplicaciones manuscritak simples, ya que se 
puede presuponer un buen resultado en la clasificación de estos patrones. 

La clasificación se realiza en dos etapas. En la primera, se crea el modelo de las 
secuencias de observación, y se denomina etapa de entrenamiento. La 'segunda etapa 
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consiste en usar el modelo creado en la anterior etapa, para reconocer con él, las 
secuencias de observación, se trata de la etapa de test. Se utiliza por tanto, un 
clasificador estadístico supervisado, ya que calcula la probabilidad de las diferentes 
ciases frente a una serle de parámetros, siendo previamente entrenado. Tanto los 
programas utilizados en la clasificación para la etapa de entrenamiento como de test, 
han sido desarrollados por el Grupo de investigación de Procesado de Digital de la 
Señal del Departamento de la Señales y Comunicaciones de la Universidad de Las 
Palmas de Gran Canaria. 

4.3.1 Etapa de entrenamiento para el clasificador HMM discreto 

En primer lugar se definen una serie de variables para caracterizar el tipo de cadena 
oculta de Markov. Estas variables son; 

Número de estados del modelo. Este número de estados está interconectado 
entre sí, y varía con los parámetros del patrón analizado. Según la aplicación se 
juega con este parámetro para optimizar la tasa de reconocimiento. 

Número de símbolos de observaciones por estado. . , ,  Indican los símbolos de 
observación correspondiente a la salida física del sistema que se está modelando. 
Por ejemplo, para la vectorización del contorno codificado por la matriz de 3x3, 
el valor viene dado por la dirección que sigue el trazo y es la matriz de saltos la 
que nos indica los valores de los símbolos, del 1 al 8, en total ocho símbolos. 

Sistema BAKIS. Con este sistema se desea un modelo de izquierda a derecha. 
Por tanto, sólo se permiten la transiciones en este sentido entre los estados, 
buscando dar más importancia a la información que se obtiene en la secuencia 
de la escritura. 

Finalización por umbral. Indica el valor mínimo de la distancia entre dos 
modelos consecutivos, para que se produzca otra iteración, ya que se consideran 
que estos model'os' son muy parecidos y ofrecerán similares tasas de 
rvromcimient~. E:! e! c a e  de We se c~rnplü u:: n.l;rnem mhíimo de iaraciones 
y no se haya alcanzado este umbral, también finalizará el proceso. Por tanto, hay 
dos formas de acabar las iteraciones para el cálculo de cada modelo. 

TT..,. "Lla -.A- YUC -..m hza Q2dU vai-ia"oles se iri'Goducir la de 
vectores de entrada y su resultado correcto de reconocimiento para generar el modelo 
oculto. Los vectores de entrada serán finitos, pero deben ser las suficientes ocurrencias 
de los diferentes sucesos para que se obtenga una buena estimación de los parámetros 
del modelo. Si es necesario se deberá de reducir o aumentar el número de 
observaciones, para crear el entrenamiento más óptimo, pero son cuestiones que se 
deberán aplicar sobre la interpretación del resultado de los experimentos. . 

Después de la captación inicial de estas variables, se genera de manera aleatoria 
las siguiente matrices: 

La matriz de transición de estados (A), que indica la probabilidad de que 
cualquier estado puede alcanzar otro estado. 
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La matriz de probabilidad de sírhbolos (B), qrie determina la probabilidad de 
que estando en un cieqo estado ocurra una observacib +terminada. 

e La matriz de la probabilidad de estados iniciales (h)). 

Como se puede concluir, para definir un modelo HMM son necesai-ios los 
paránietros de número de estados, número de símbolos pof observtición, y las matrices 
A, B y n para detefníin& el modelo h(A$',%): A&$&, -..-*, asegurár -que la 
inicialización es buena, se toma comó crite'rio, que todos los estados se gaki-eii. al 
menos el doble de sí&b,ol6s que el fiúmefo d.e sír$olos de obse&%ióh por estado, si no 
se cumple esta condici,Ón se repetirá ).. q la inicializ@ción. 

, t- 
A continuación se utilizará el procedimieiito de Baum-Welch para que ajuste los 

parámetros del modelo VA, B, n), con la intención de maximizak la probabilidad de la 
secuencia de observación dada. Y se repite el proceso hasta que l~e iue  a la finalización 
por umbral, o alcance el número máximo de iteraciones. Una vez sesálga de este bucle, 
el modelo resultante se almacenará, y est& listo para ser testado, y comprobar de esta 
forma su éxito en el reconocimiento. 

4.3.2 Etapa de test pera el clasihcadbt IÍMM 

En esta etapa se calcula la probabilidad de la secuencia de observación para cada 
modelo creado en la etapa de entrenamiento, escogiendo aquel ,que proporciona la 
mayor probabilidad. De esta forma se puede obtener la matriz de confusión, donde se 
presentan las tablas de los acieitos y los errores cometidos durante la clasificación, para 
finalmente calcular la tasa media de reconocix-qiento. 

Pero para obtener estos resultados, esta etapa de test necesita como entrada las 
secuencias de los vectores de los patrones que se quieren testar, los parámetros del 
modelo oculto creado (A, B, n), y las salidas del modelo para verificar automáticamente 
el resultado del reconocimiento. 

1 - 
En ln  F ; r n . r -  A 33 c n  miiartra iin a i a m n l n  r b  l a  m n t r i ~  de rnpfiicihn nRrn el caco LlI la 116U14 T.&&, ow l l l u w ~ b l ~  ULI WJWIII~IV U- iu ii-----u -.-. -r-r r-- -- ---- 

particular del reconocimiento de letra minúscula manuscrita. 

4.4 Optimikción de los parámet'ros del clasificador 

En este apartado se determinarán cuales son los valores prácticos de los métodos de 
extracción de parámetros y de los clasificadores para las dos diferentes bases de datos. 
Partiendo que estas bases son diferentes, y que de una naturaleza' común como es la 
escritura, han surgido diferentes agrupamientos de patrones, es preciso determinar y 
definir el valor de cada una de las variables de los métodos de extracción de parámetros 
y de los clasificadores, que debe de amoldarse a estas distintas condiciones de las 
diferentes muestras. Por tanto las vdables que se analizarán son: 

El número de estados de la cadena 
El método de extracción de los parámetros para HMM (esqueletización, 
contorno por codificación de las direcciones de la secuencia o contorno por 

. . 
coordenadas polares) 
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El tamaño del patrón en la base de datos (original o reducido) 
El número de escritores empleados durante el entrenamiento del clasificador 
El número de muestras por escritor empleadas durante el entrenamiento 

Se ha especificado el uso de los clasificadores, los modelos ocultos de Markov 
(HMM) se usarán para la información proveniente de los trazos de las imágenes 
manuscritas, y las redes neuronales (NN) para las variaciones en la dirección de trazo 
manuscrito. 

En el estudio de la optimización de los HMM para su clasificación, se va a 
probar ambas técnicas de extracción de características planteadas, la detección de 
contorno y la esqueletización. Y dentro de la detección de contorno, sus diferentes 
composiciones, que pueden ser el contorno interior y exterior del patrón manuscrito, o 
el contorno exterior del mismo. Además la vectorización del contorno, se puede 
diferenciar en la vectorización secuencia1 de la codificación de las direcciones, o por sus 
coordenadas polares. 

Numero de palabras: 27 
Numero de repeticiones: 4 8 0  
Numero de modelos de Markov: 27 
Numero de estados: 60 
Numero de simbolos por estado: 8  
Parametros de salida: logPO 
FIN test. Tiempo: 2 8 5 7 2 . 1  

£ ¡ i 6 1 i i 2 5 ? i  7 O i i  O 5 O O O O 2 1 4  9 1 7 1 0  O O O O O O % . % %  
g 1 8 2 l 2 3  2  1 2 7 6  3  0 3  4 O O 1 4  O i E  3 4 1 0  7  O 6  1 O O 1 2 5 ' 7 . 9 %  
h 35 O O 2  O 2  O E l 5  O U )  O 4 6  2  3  O 2  2  1 O 1 2  O O 1 O 1 2  068.79% 
i 5 u  O 1 4 1 2  9  1 m u  5  3 3 4  O O o m  O 2  3  O O O O O 6  oe.n% 
j O 9  O U )  O O 5 9  2 3 E i l  1 O O 3 1 2  1 2  O O i i t l  1 U  O O O 3  0 9 . 2 3 %  
k 7  3  9 1 3  1  O 6  O O391 2  6  1 O O 2 a 1 2  O O O O O i i  O 4g1.46% 
1 0 1 2 4 0 1 9 8 0 0 5 0 U ) 3 9 3 1 0 0 4 0 7 0 0 0 1 1 1 0 0 5 g 1 . 8 8 %  
m 9 0 0 0 0 0 0 6 0 2 0 6 0 3 7 6 7 2 0 0 2 0 0 0 0 0 1 1 1 4 0 7 8 . 3 3 %  
n 29 O 0 2 6  O 0 0  1 0 0 8 0 1 2 2 3 6 3  O 1 7  1 1 3  2 O i I i 1 2 0 4 3 . 3 3 %  

RECONOCIMIENTO MEDIO: 7 1 . 4 2 7 5  % 

Figura 4.22: Matriz de confusión para el reconocimiento de letra minúscula manuscrita. 

Centrados en la estructura del HMM, se pretende optimizar la tasa de 
rec~n~cimiente de !=S r!asificudc:vs, pan e!!cs se va u deteminu: !m .*.dores v e  
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definen a cada clasificador. En el caso del moddo oculto de Markov, los parámetros a 
optimizar son: 

Número de estados del modelo 
Número de muestras por escritor usadas para el entrenziknto de la cadena 

Q Número de escritores empleados en efentre$+iiienIo . .  . 

.~ - 
. 6  ,.*-, 

Con respecto a las kdes neuionalt?~, se v i  Ütilihk Ch único sistema de extracción 
de características, que es la técnica del gradierik, con las de Kirsch. Los 
parámetros de la NN que se vai~ a oPtimizq . . son: 

e Número de muesaas por escritor usad& durahte el entirena'miento 
e Número de neurona de la capa oculta 
e Coeficiente de aprendizaje inicial 

.">:J'ps 

Partiendo del putito que todas las bases de datos son diferentes, L.&.. habrá .. que definir para 
cada una de ellas los pwámetros del cl+ifi.cador pata ~mejoriu -.. .--Sr el éxito del 
reconocimiento. En paiticular, para la base de d#os de dígitos mahuscritos, se van a 
seguir todas las pautas indicadas antesormente, con una doble finalidad. Primero, 
caracterizar el clasificador para la extracción de la informaci6n gyométrica y secuencial, 
y segundo, empezar a definir cuales son, las pOSibles técnicas q~&'.ofrecen un mejor 
comportamiento del clasiFcador mavieso991. 

En el anéxo A, se puede seguir cada uno de las pruebas, trazadas. Para la 
información de carácter secuencial, hay dos parámetros básicos a distinguir en primer 
lugar, el uso de una base de datos con el tamaño original de su trazado o el uso de una 
base de datos con un tamaño reducido. De las pruebas realizad& se obtuvieron los 
siguientes resultados: 

3 -  . 
Tamaño Técnica de extracción Número Escritores Número de 

del de parámetros de para muestras 
patrón e&'j"s eni+e.nbí- -al escr&r 

Original Contorno extdor e interior 70- 30 3 
Original Contorho exterior 50 10 9 
Reducido Contorno exterior 50 30 3 

Tasa de 
reconocimiento 

Tabla 4.1: Tasas de reconocimiento según el tamaño de los dígitos. 

El mejor resultado se ha obtenido para un tamaño original ael dígito, y usando 
una técnica de contorno exterior e interior. Pero puede resultar más gráfico, observar las 
tablas y gráficas descritas en el anexo A, concemientes a estos experimentos, para 
concluir que los valores en media corresponde a una mayor tasa de ~onocimiento si se 
trata de dígitos manuscritos de tamaño reducido y caracterizados por el contorno 
exterior. Aunque en la tabla 4.1, se refleje con un punto menos que la citada 
anteriormente. Por tanto se puede considerar como un valor de pico, y no un resultado 
de la tendencia de los valores. Por eso, se considerará mejor método, si se utiliza un 
dígito reducido y vectorizado mediante el contorno externo. 
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La explicación del uso del tamaño reducido en los dígitos, es debido a que la 
reducción del tamaño hace perder características particulares de cada escritor en su 
escritura, y generaliza los trazados establecidos para cada dígito, haciendo que cada tipo 
de patrón de dígito se parezca mis entre sí. Esta reducción equivale a realizar un filtrado 
de la imagen paso bajo, donde se eliminan las variaciones rápidas del trazado, y éste es 
suavizado, produciendo este efecto de mayor parecido, y que las tasas de 
reconocimiento en media, sean más elevadas y con menor varianza. 

Pero se han ofrecido dos técnicas para vectorizar los dígitos, usando la ya 
mencionada técnica del contorno, frente a la técnica de esqueletización. Como ya se ha 
mencionado, la mejor tasa de resultados es para el uso de dígitos reducidos, y por tanto, 
sólo se empleará este tipo de tamaño para los patrones. Las pruebas realizadas con 
ambas técnicas han dado como resultado: 

Tamaño Técnica de extracción Número Número Número de 1 Tasa de 
del de parámetros de de muestra 1 reconocirkiento 

patrón estados escritores por escritor 1 
n-d---:d- F I - ~ : - - - : L -  30 30 9 nii r r 'm 
~GUUL;IUU jxquwx;LaL;wn ~ 3 . 3 3  70 

Tabla 4.2: Tasas de reconocimiento según las técnicas de vectorización 
de la información secuencial para dígitos. 

Reducido Contorno exterior secuencia 50 30 3 
Reducido Contorno exterior polares 50 40 12 

Con esta tabla 4.2, la conclusión es clara, la vectorización de los dígitos por 
coordenadas polares es el peor sistema de discriminación, pero mirando en general los 
resultados, la técnica de vectorización del contorno exterior por su secuencia es mejor 
que la de esqueletización. Esta diferencia en la tasa de reconocimiento indica que los 
modelos ocultos de Markov, modelan mejor el contorno por secuencia que la 
esqueletización. 

96.22 % 
74.28 % 

En las aplicaciones de dígitos manuscritos, en referencia a la información 
secuencia], se puede concluir que el uso del tamaño reducido de los patrones con el uso 
de la vectorización por contorno exterior de la secuencia, ofrecen la mejor combinación 
para un HMM. Los valores inteimos del propio clasificador, se han discutido en el anexo 
A, y quedan recogidos en las tablas anteriores 4.1 y 4.2. 

Con respecto a la información geométrica, ésta ha sido vectorizada por la técnica 
del gradiente [Cho97], y clasificada mediante redes neuronales. La comparación entre 
los resultados obtenidos con los clasificadores de HMM y NN, se puede contemplar en 
la siguiente tabla. 

Tipo de información 1   asa de 
1 reconocimiento 

Geométrica 91.67 % 
Secuencial 1 96.22 % 

- ---- 

Tabla 4.3: Tasas de reconocimiento según el tipo de información para dígitos. 



De esta tabla se obtiene dos conclusiones. La primera es que la información 
secuencia1 debe de ser tenida en cuenta para el reconocimiento de dígitos manuscritos, 
ya que los valores en la tasa de éxito son comparables a los, de la información 
geométrica. Y la segunda conciusión, es que esta infomiación adem& de ser tenida en 
cuenta, en esta aplicación de dígitos manuscritos, gsponde mejor que la información de 
carácter geométrica. 

. . . .  
Por ultimo, quedaría hacer constanci&, que estas conclusiones a las que se han 

llegado no responden a valores aislados y a picos de éxito eh la tasa de reconocimiento. 
Por tanto, se va a realizar un,a pnieba de promediado de los resulta'dos. - .-. . .  A partir de toda 
la base de datos, dividida al. azar en un 40% de los escritores para entrenar y un 60% de 
los mismo para el test, se han realizado diez veces variando de esta forma aleatoria el 
contenido de los vecfores ;d6 er i t@~ei i tó  y de test, para Knalmdte obtener un 
resultado prohedio del édto . .., .. del ikq%+imientd. . . .  ,,.,., , ,...... :. .. 

" I  . . . .  ,,,,. . C.. ..S 

Para el clhificador de HMM se ha fijado como extractor de paiámetros la 
técnica de contorno exteriores, iifiliciidos a la base dé dalos de dígit& reducidos, y se ha 
escogido los parámetros de optimización del clasificador HMM dados en la tabla 4.1. 
I)xa e] c!sificz&j: c ~ r , .  NN &tos se fia obtefiidc de! g.q&' a. E! relu!tarl^ d_- 
estos valores promedios se recogen en la siguiente tabla. 

No de Test de dígitos 

Test 2 
Test 3 
Test 4 
Test 5 
Test 6 
Test 7 
Test 8 
Test 9 

-Test 10 

Clasificador HMM ~lüsificad& NN 

Tabla 4.4: Establecimiento de los reconocimientos me&s 
para clasificador HMM y NN con dígitos. 

Pr.mr\ i i: 
LvllIv se p e d e  c~i+ip:~?xü, ptua U:: i=!Umen g 2 ~ Y e  de Yigitcs, e! 

comportamiento en media de los clasificadores vuelve a destacar las conclusiones 
anteriores, el buen y mejor comportamiento de la información secuencial con el uso de 
una vectorización de contorno exterior, frente a la información geométrica vectorizada 
con la técnica del gradiente. 

4.4.2 Optimización del clasificador para letras manuscritas 

La optimización del clasificador se ha planteado para tres supuestos diferentes, dadas 
las combinaciones de las técnicas de extracción y los clasificadores que se han 
planteado para esta tesis. Las pruebas que se han realizado para esta optimización han 
sido la realizada para HMM con detección de contorno exterior para letras de tamaño 

Y 



Clasificación de manuscritos simples: dígitos y letras 

normalizado, para HMM con la técnica de esqueletización para letras de tamaño 
normalizado y la realizada para NN con la técnica del gradiente. 

En esta apiicacion de letras manuscritas ya se han utilizado directamente la base 
de datos con imágenes reducidas y normalizadas, ya explicadas en el capítulo tercero; 
porque se ha visto que existe una mayor correlación entre las imágenes con este tamaño, 
y por tanto, la tasa de reconocimiento a obtener tendrá un valor superior, a la base de 
datos de tamaño original [Morales99-pfc], tal y como se ha estudiado en el apartado 
anterior y en el Anexo A. En este mismo estudio se ha concluido también que la 
vectorización con el contorno exterior devuelve mejores resultados que el contorno 
exterior e interior, y por ese motivo, se ha excluido de este estudio. Aunque se ha 
incluido la diferencia de vectorización por coordenadas polares y por la secuencia 
codificada por la matriz de direcciones. 

Con relación a las pruebas efectuadas para las letras manuscritas, se ha planteado 
el estudio detallado en el anexo B de esta tesis. Estas pruebas han sido realizadas 
independientes de escritor, es decir, las muestras de los escritores usados para el 
entrenamiento son diferentes, en muestras y en escritores; a las usadas para la etapa de 
~ _ ~ ~ ~ ~ ~ ~ i S f i  test, Las única p&% efeckzda ccfi fc-u &i>efi&iefi:e & escrito;, 
usando diferentes muestras de un mismo escritor, tanto para entrenar como para evaluar, 
fueron para toda la base de datos de mayúsculas y minúsculas. Con la finalidad de 
establecer un criterio de fiabilidad de la base de datos, y observar si ésta y sus modelos 
creados, son una generalidad o no, de las muestras y sus escritores. 

Un detalle importante de estas pruebas se haya unido intrínsecamente a la propia 
base de datos. Ya que en ésta, se pueden distinguir tanto letras mayúsculas, como letras 
minúsculas, y por tanto, también se puede establecer el criterio, de realizar las pruebas 
con las letras de forma aisladas según sean mayúsculas o minúsculas; o establecer las 
pruebas de forma mixta, tanto para letras mayúsculas como de letras minúsculas. El 
criterio seguido, ha sido establecer las pruebas para la base de datos de las letras 
minúsculas y según la optimización dada, hacerlo extensible a las letras mayúsculas y al 
modelo mixto. 

La primera comparación que se puede establecer, es entre pruebas para un 
mismo clasificador, de forma que se puede captar qué técnica de vectorización ofrece 
mejor tasa de reconocimiento. En este caso se habla de vectorizar con la técnica de 
esqueletización o la técnica de contorno exterior, los resultados de la tasa de 
reconocimiento y de valores óptimos del clasificador, se muestran en la siguiente tabla. 

Técnica de extracción Tipo Número Número 
de parámetros de letra de de 

Tasa 
de 

estados escritores 
Contorno exterior secuencia1 Minúscula 60 40 

Tabla 4.5: Tasas de reconocimiento para optimizar el clasificador HMM con letras 
manuscritas. 

reconocimiento 
75.04% 

Contorno exterior polares Minúscula 40 50 
Esqueletización Minúscula 60 60 

51.51% 
66.77% 
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La diferencia referenciada en esia tabla 4.5 6s clara, el con&i%o de la secuencia 
codificada por direcciones ofrece la mejor respuesta en un clasificador HMM. kos 
sistemas de esqueletización y contorno @r coordenad~ polaies Yistan en bastantes 
puntos del caso citado con antefioridad. Quedaría observar de la otra prueba estabiecicia, 
que clasificador ofrece mejor tasa de result'ados, enfrentando al HMM con la 

4' 

información secuencial a la NN, con la información geométrica. 
c .  

Se observa de esta tablá 4.6, que en todos los c los ,  la i&rmacióh secuencial 
clasificada con HMM, ofrece una mejor tasa de reconocimiento 4ue la información 
geométrica. Viendo los tipos de letras de 'forina aislada, mayúscula,y minúscula, la tasa 
de éxito se diferencian en más de ocho puntos, aunque la mixta lo hace de forma más 
discreta. Los valores más óptimos encontrados para el HMM son 60 estados y 40 
escritores con sus 12 repeticiones para el entrenamiento. Y para NN, se hallaron que los 
valores óptimos se componían de 120 neuronas en la capa oculta y 5Ó escritores con sus 
12 repeticiones para el conjunto de datos de entrenamiento. En ambos casos, las pruebas 
son independiente de escritor. 

> .  . . . . ,, . . 

Tipo de Tipo 
d e  letra información 

Secuencia1 4MinúsNlá 
secuencia1 Mayúscula 
-Secue,ncial .Mixto 
Geométrica. ~iiiiiscuia 
Geométrica Mayúscula. 
Geométrica . . , Mixto 

Por tanto, la conclusión que se puede deducir, es que para la aplicación de las 
letras manuscritas, el uso de la información secuencial se puede emplear para su 
reconocimiento. incluso del mismo orden que los encontrados en la literatura actual 
[RizkigO] [Seiler96] [Kumar99]. Otra conclusión extraíóle, es el mejor reconocimiento 
de las técnicas con información secuencial frente a las técnicas de información 
geométrica, según se señala, la tabla 4.6. 

. . ., .. . 

Tasa de 
;econoEimient; r 

75.04% 
86.06% 
69.59% 
68.22% 
77.62% 
68.88% 
. . .  

Por Último, queda realizar una prueba pari Promediar estos rh t ado3 ,  pata notar 
que estos resultados no responden a picos de éxitos. Para ello, se escoge la mejor 
optirnización para cada uno de los dos clasificadores, y se van a realizar cinco veces las 
pruebas, tanto para letras mayúsculas como para letras minúsculas. Para estas cinco 
pruebas, se dotará en las muestras de entrenamiento el 40% de la base de datos, 
quedando el 60% restante para el test, cogiendo todas las repeticiones de cada escritor 
para la tarea que se le asigne, entrenamiento o evaluación, haciendo un test 
independiente de escritor. En cada una de las pruebas, los escritores han sido escogidos 
aleatoriamente. 

, , 

I .. 
1 abla 4.6: Tasas de reconocimiento según ei tipo de infüriiüici~n púra k i ~  i í i u i i ü ~ ~ ~ " h .  
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No de Test de letras 
Test 1 
Test 2 
Test 3 
Test 4 
Test 5 

Media f Varianza 

-- 

Media I %anza 1 85.52 % I 1.79 68.77 % f 0.90 

Clasificador HMM Clasificador NN 
73.63 9% 61.96 % 
73.61 % 59.38 % 
71.22 % 59.02 % 
70.85 % 60.14 % 
74.62 % 60.6 1 % 

72.79 % f 1.65 59.84 % f 0.84 

No de Test de letras 
Test 1 
Test 2 
Test 3 
Test 4 

Tabla 4.8: Establecimiento de los reconocimientos medios para 
clasijicador HMM y NN con letras mayúsculas. 

Tabla 4.7: Establecimiento de los reconocimientos medios para 
clasijicador HMM y NN con letras minúsculas. 

Clasificador HMM Clasificador NN 
88.03 % 67.40 % 
86.54 % 69.86 % 
83.94 % 68.83 % 
83.81 % 68.63 % 

Con el volumen de toda la base de datos promediada se vuelve a destacar las dos 
conclusiones anteriormente citadas, en definitiva, la buena respuesta de la información 
secuencial vectorizada mediante el contorno. 

4.5 Base de datos NIST-19 

Con la finalidad de validar el trabajo realizado hasta ahora, se ha utilizado otra base de 
datos muy usada de forma internacional [LeCun99]. Recibe el nombre de NIST número 
19, y ha sido desarrollada por "National Institute gf Standards and Technology ", en 
particular por la División d e  Sistemas Avanzado, en la figura del Grupo de Procesado 
de Imagen Avanzada [Grother95]. 

Esta hase de datos viene en f~rmatn CD RIM, y c~ntienc im5genes binza= 
extraídas de 3699 plantillas, que divididas en muestras tiene un total de 814255, entre 
dígitos y caracteres alfabéticos. NIST número 19 ha seguido el formato de ISO-9660 
para su archivo y distribución. 

Las intenciones que se tienen con respecto a esta base de datos son dos. En 
primer lugar validar la forma de construir bases de datos que se ha fijado en esta tesis, 
para así como considerarlas como aptas. Y en segundo lugar, contrastar que los datos de 
reconocimiento logrados, son del mismo orden de magnitud que los que se obtendrán al 
ejecutar los mismos algoritmos en NIST-19. 
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Cada uno de los caracteres segriientados es una imagen binaria de 128x128 píxeles. 
Estos caracteres forinah un total de 62 patrones o clases, divididos . ... en tres subclases, 
correspondientes a; 

"Oal"9" 
"A" ala"Z" 
66  9 7 .  a a la "z" 

C ~~d~ clas& sido bfieqQea& --Geal~&,-te pcii,el ~ ~ ~ i ~ ~ ~ l  ~~~~i~~~~ 

of Standards and ~echnolob", con uíi er'ror de clasificacióh por &racteies residuales 
de aproximadamente el 0.11. La cóinpilgción pqa descompriniii 2 base de datos del 
NIST-19 se ha realizado en un entorno Solaris, bajo una estación dt$Gabajo , .. Ultra-10 de 
Sun. 

. -" 

Si se engloban las iiiuestk según 16s aígitds, se rek¿i&npn total de 402953 
muestras, para letiás minús&das hay 81096, par? p ~ ~ y ú & i l ~  81463, y finalmente letras 
extraídas de un texto de la constitución noi7&diericka, sk tienen 248743 muestras entre 
minúsculas y mayúsculas. En la tabla 4.9 se detallan los patrones y las muestras que 
contiene para cada uno de ellos. 

4.5.2 Clasificación con la base -de datós $~Is%X~ 

El empleo de la base del NIST-19, conío ya se ha comentado, se ha hecho para lograr 
dos objetivos, verificar que las bases de datos creadas son robus@s y por tanto, el 
método para realizar ha sido satisfactorio. Y en segundo lugar, comprobar que el 
método de parametrización y vectorización planteado devuelve buenos resultados 
independientemente de la base de datos utilizadá. 

Las pruebas a implementar se realizarán' con los patrones manuscritos simples 
vistos hasta ahora, los dígitos y las letras. Para ello, se hantescogido los mejores 
resultados para distinguir las técnicas de parametrización que se aplicarán al NIST-19. 
m nanro para ios dígitos como para i a  b i s ,  se ha escogido la Udeze i~n de contoim 
externo siendo vectorizado con la codificación dada por la matriz de direcciones que 
sigue la secuencia, que es la que mejores tasas de clasificación ofrecen. Esta técnica es 
aplicada a las muestras ya reducidas y nornializadas. 

La única variable que se ha tenido en cuenta para realizar los modelos es el 
número de muestras a utilizar para crear el modelo y para realizar el test. El término 
común entre las dos aplicaciones fue la división de la base de datos para realizar estos 
dos procesos. Para realizar las pruebas independientes del escritor se determinó que las 
muestras dadas por el conjunto de escritores agrupados de hsf-O al hsf-3, se dedicasen 
al entrenamiento, y los escritores de hsf-4 a hsf-7 al test, donde hsf-i es la forma del 
NIST de agrupar a los escritores, yendo "i" desde el O hasta el 7. 

Para los dígitos manuscritos, se escogió aleatoriamente las muestras para 
entrenar de los grupos hsf-0 al hsf-3, que se fijó en un 10% del total, y para el test se 
utilizaron 10000 muestras entre los grupos hsf-4 al hsf-7. Para validar y promediar todo 
este proceso se repitieron las pruebas en cuatro ocasiones. 
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Tabla 4.9: Tipos de patrones y cantidad de muestras de la base de datos NIST-19. 

Los parámetros del clasificador que se han utilizado, además de las condiciones 
de entrenamiento y test descritas, son las mismas que se fijaron para realizar la 
clasificación con HMM de la tabla 4.4, en definitiva, 50 estados para el clasificador. 
Bajo estas condiciones se obtuvieron lossiguientes resultados; 

No de Test de dígitos Clasificador 
(NIST- 1 9)  1 HMM 

Test 1 
Test 2 
Test 3 
Test 4 

Media f Varianza 1 92.07 % f 0.78 

Tabla 4.10: Clasijicación de dígitos de la base de datos NIST-19. 

Si se compara estos resultados con los obtenidos para reconocer dígitos, con la 
base de datos creada en esta iesis, se observan que ia variación es de cuatro puntos de 
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empeoramiento para el uso de la base de datos d d  NIST-19. Además estos valores 
obtenidos, se pueden comparar con los que nos ofrece la literatura, recogidos en la 
revisión del estado de la técnica de los dígitos del capítulo segundo. En particular en 
[Garris95], que utiliza Pa misma base de datos, obtiene resuitacios dei mismo orden de 
magnitud (92.9%), aunque en [Cho97] se ve superado (96.05%). 

. . ' . 

Reconocedor de 
aígitos nianuscritoi 

-- [C ho97J: 
&u1iauer961 
[~eon~99]:: 
[Shastri95]: 
[Garris95] 
[Grother92]' 
[Gosselih97]- 
[Sch,iifer95]: 
..[Kawajiri9 11 
-[Scho!@pf95]. 
.FfiwangW j 
..[.Hastie94] 
[Proter981 
Esta tesis en media 
Esta, Rsis en pico 
Esta 'tesis con ~ & l  

.,' ,. . .  ." 

.. 

Tasas de 

Tabla 4.11: Comparación de los sistemas reconocedores actuales para dígitos manuscritos. 

Para las letras manuscritas se ha desarrollado el entrenamiento con el 20% de las 
muestras de los grupos hsf-O al hsf-3 escogidas aleatoriamente de entre estos grupos, y 
el test con 10000 muestras de los grupos hsf-4 al hsf-7 extraídas también al azar, de 
esta manera se consigue un reconocimiento independiente de escritor. Con respecto al 
clasificador HMM se utilizaron 60 estados, ya que es donde mejores resultados se ha 
obtenido, recabada esta información de las tablas 4.7 y 4.8. En la siguiente tabla se 
observa los resultados obtenidos para esta base de datos del NIST-19, implementados 
con los mismos algoritmos usados p&a paraiii$trizar las letras manuscritas. Estas 
pruebas se han repetido en tres ocasiones para verificar su funcionamiento. 

iv" de Test de bíí-as ' r ..a,,, 
U L r U J  

r -+.."m. 
S b l  U d  

(NIST- 19) minúsculas mayúsc&as 
Test 1 73.46 % 78.08 %' 
Test 2 77.49 % 80.78 % 
Test 3 74.98 % . 79.56 %. 

Media f Variania 1 75.3 1 % f 2.03 79.47 % f 1.35 

Tabla 4.12: Clasificación de letras de la base de datos NIST-19. 

Si se extiende el grado de comparación hasta la literatura, se puede resumir en Pa 
siguiente tabla las tasas del estado actual del reconocimiento de letras con los resultados 
logrados en esta tesis. 
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[Rizki90] 
[Seiler96] 
[Garris95] 
[Kumar99] 
Esta tesis en media 
Esta tesis en pico 
Esta tesis con NIST 

Reconocedor de 
dígitos manuscritos 

Tabla 4.1.3: Comparación de los sistemas reconocedores actuales para letras manuscritas. 

Tasas de reconocimiento 
Minúscula 1 Mavúscula 

4.6 Conclusiones 

La principal conclusión e idea que se ha ido repitiendo en estos últimos apartados es el 
mejor funcionamiento de la extracción de parámetros a partir del contorno de las 
muestras manuscritas simples, tales como dígitos y letras. Y según sea para una 
aplicación u otra, varían los parámetros del clasificador. 

Si se contrastan estos resultados con los de la literatura actual sobre este tipo de 
reconocimiento, se observa que los resultados para los dígitos son ligeramente 
inferiores. Para las letras, tiene dos tendencias diferentes, mientras que para las letras 
minúsculas los resultados son bastantes parecidos, para las mayúsculas funciona 
ligeramente peor. 

La gran diferencia reside que la técnicas utilizadas en el estado del arte, para esta 
discriminación de patrones, se basa en parámetros geométricos usando clasificadores 
adaptados a este tipo de datos, como son las redes neuronales, en la mayoría de los 
casos. En cambio, la introducción de parámetros secuenciales para clasificar estos 
patrones es diferente a la utilizada, y los resultados son aproximadamente del mismo 
orden que los actuales. 
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Clasificación de cadenas manuscritas simales: K--- 

palabras y códigos postales 

5.1 Introducción 

Este quinto capítulo abarca la clasificación de cadenas manuscritas integradas a partir de 
letras y números, en particular, de palabras y códigos postales numéricos. Por tanto, se 
tendrán que plantear nuevas bases de datos que contengan este tipo de información para 
clasificar estos patrones. Los pasos a seguir, ya se han marcado en capítulos anteriores, 
se reaiizwi ei procesado de imagen para posteriormente extraer ia información de ios 
parámetros contenidas en las muestras. Éstos se sitúan a la entrada del clasificador para 
su posterior reconocimiento. 

En este capituio se va a expiicar cuajes han sido ias tecnkas utilizadas para 
realizar todos estos procesos, y llegar a reconocer palabras manuscritas. En principio, se 
pretende emplear la misma técnica que para las letras y dígitos manuscritos, de tal 
forma que este sistema se pueda generalizar a cualquier grupo de patrones manuscritos. 

La particularidad que se puede encontrar con las cadenas de manuscritas es que 
se conforman a partir de una serie de símbolos alfanuméricos, letras y números. Esta 
forma natural de creación de las cadenas nos puede sugerir otra forma de 
reconocimiento a parte del contorno de la toda la cadena, y es la clasificación de cada 
uno de los elementos que la conforman. 



5.2 Bases de datos de palabras 

Cvlil?~ se pede ~ h v l x ,  las palabra se pueden formar a partir de variaciones de un 
número determinado de letras y con repetición, formando'tantas palabras como permita 
esta combinación del alfabeto castellano. En este caso, sólo se va a trabajar con palabras 
aisladas, y no extraídas de un texto, ya que el objetivo de esta tesis es realizar un primer 
planteamiento sobre técnicas de reconocimiento de formas manuscritas, sin entrar en 
campos como la segmentación de las palabras de un texto, ya que se sale del objetivo 
marcado. 

Debido a la gran cantidad de palabras que se pueden formar, se va a crear una 
base de datos que incluya un número determinado de patrones. Quizás se esté sesgando 
el total del conjunto de patrones, pero va a permitir trazar el proceso de reconocimiento 
de forma más cómoda. 

Para diseñar y crear esta base de datos, se va a partir de las condiciones 
impuestas en el capítulo tercero, ya que se ha demostrado que es eficiente el sistema de 
construcción utilizado, con el contraste realizado frente a la base de datos NIST-19. A 
continuación se resume esquemáticamente los principales puntos que se nan tenido en 
cuenta: 

e Lograr una base de datos que sea representativa de cualquier tipo de población, 
mediante un cierto número de eicritores y patrones 
Se utilizará un sistema de captación ofS-line, utilizando un escáner óptico para tal 
efecto 
El tamaño de la plantilla se fija en el DNA4,  determinado por el escáner usado 
Las instrucciones para rellenar la plantilla son las mismas, que están explicitas 
en el apartado 3.4.1 

'? 

5.2.1 Base de datos de palabras manuscritas 

El objetivo es obtener patrones que estén formados por palabras manuscritas y por 
tanto, se va a diseñar y construir la base de datos con estas. Teniendo en cuenta ia 
posibilidad de combinar las letras de nuestro alfabeto, agrupadas según su longitud y 
con repetición, la cantidad de palabras que se pueden generar es enorme, aunque en 
nuestro idioma se puede limitar las palabras con significado en más de treinta mil. Ésto 
implica tener un universo de patrones bastante grande. Para la siguiente base de datos, 
ha limitado este universo de patrones, y se ha fijado en 61 palabras, que son las que se 
pueden obtener si queremos generar una palabras escrita en castellano, que se contenga 
en un cheque bancario. 

Para la construcción de esta base de datos se han utilizado un total de 160 
escritores, que han realizado 3 repeticiones por cada una de las 61 palabras que se han 
tenido previsto. No todos los escritores han escrito las mismas palabras, sino que se ha 
dividido el total de los escritores en cuatro grupos, segmentando la escritura de toda la 
base de datos. Ésto se ha realizado por mantener la naturalidad en la escritura, ya que 
tantas palabras escritas por una sola persona puede desfigurar el trazo. Por tanto, es 
cemv si 40 es~ri tor~s (una r w t a  parte de los 160): hubiesen hecho toda la base de 
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datos. Las muestras totales obtenidas en esta base de datos se han realizado con 61 
patrones diferentes, y 3 repeticiones por cada patrón, y con 40 escritores, resultando un 
total de 7320 (40x61~3) muestras. 

5.2.1.1 Perfil de los escritores 

Los escritores miembros de esta base de datos quedan representados según los 
parámetros preestablecidos en la siguiente tabla: 

1 Diestra 

5 1 Mujer 1 Diestra 1 17 
6 1 Hombre 1 Diestro 1 17 

2 
3 
4 

1 7 1 Hombre ( Diestro 1 16 ( 
8 1 Hombre 1 Diestro 1 18 - 

i 9 1 Eombre ¡ Diestro I 1 1  I 

Mujer 
Mujer 
Mujer 

1 O 1 Hombre 1 Diestro 

1 25 1 Hombre 1 Diestro 

-- 

Diestra 
Diestra 
Diestra 

1 26 1 Hombre I Diestro 1 29 1 

18 
17 
18 

I I 
27 1 Hombre 1 Zurdo 

36 1 Hombre 1 Diestro 1 65 
37 1 Hombre 1 Diestro 1 46 

1 38 1 Hombre 1 Diestro 1 43 1 - - - - - -- - - - 
1 

39 Hombre Diestro 52 
40 Hombre Diestro 5 1 
41 Mujer Diestra 17 

1 42 1 Mujer 1 Diestra 1 18 1 
43 1 Mujer 1 Zurda 1 17 
44 1 Mujer 1 Diestra 1 15 

5 1 Diestra 1 27 
52 1 Muier 1 Diestra 1 33 

1 53 1 Mujer ( Diestra 1 21 1 
54 1 Mujer 1 Diestra 1 24 

I 55 / ~ u i e r  i ~ i e s t r a  1 22 1 
1 56 Diestra 1 23 

57 1 Mujer 1 Diestra 1 25 
5 8 1 Mujer 1 Diestra 1 29 

1 59 1 Mujer 1 Diestra 1 22 1 

1 
~ ~ 

66 1 Hombre 1 Diestro 1 27 

60 
6 1 
62 
63 

.64  
65 

Hombre Diestro 
Hombre 
Hombre Diestro 22 

70 Hombre Zurdo 22 
Muier Diestra , ;; 
Mu'er Diestra 
Mu'er Diestra 

74 Mu'er Diestra 47 
Mu'er Diestra 40 

76 Hombre Diestro 46 

Mujer 
Hombre 
Hombre 
Hombre 
Hombre 
Hombre 

78 1 Hombre 1 Diestro 1 45 
79 1 Hombre ( Diestro 1 46 

1 80 1 Hombre I Diestro 1 52 1 

Diestra 
Diestro 
Diestro 
Diestro 
Diestro 
Diestro 

1 Hombre 1 90 Diestro 1 19 1 
9 1 1 Mujer 1 Diestra 1 29 1 

32 
29 
30 
28 
34 
22 

45 1 Mujer 1 Diestra 1 15 1 
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Tabla 5.1: Muestrario de los escritores de la base de datos de palabras manuscritas. 

De la anterior tabla se pueden extraer el sexo de los escritores, la mano de 
escritura, y que el rango de edades de los escritores está entre los 15 y los 56 años. Hay 
justamente la mitad de hombres que de mujeres, y en su mayoría casi todos los 
escritores son aiestros, Suantitaiivmenie, estos Gatos se y~zdefi reflejar en !S 
siguientes figuras; 

Ei Porcentaje de Mujeres 
50% 50% 

Figura 5.1: Porcentaje de Hombres vs. Mujeres de la base de datos de palabras manuscritas. 

96 



Clasijicación de cadenas manuscritas simples: palabras y códigos postales 

I I 

E l  Porcentaje de Zurdos 

Porcentaje de Diestros 

Figura 5.2: Porcentajes de Diestros vs. Zurdos de la base de datos de palabras manuscrita. 

M De 21 a 30 años 
O De 31 a 50 años 

1 0 M& de 50 años 

Figura 5.3: Distribución por edades en la base de datos de palabras manuscritas. 

5.2.1.2 Formato de la plantilla 

En esta base de datos se han realizado varias plantillas debido a que las palabras son 
más costosas temporalmente, en escribir, y el escritor termina por variar su proceso de 
escritura normal, acelerando este proceso, y deformando su escritura natural. Por esta 
razón se ha dividido la base de datos en cuatro grupos de plantillas, y los escritores que 
las han realizado han sido diferentes. Cada plantilla ha sido realizada por 40 escritores 
diferentes y por tanto, al haber cuatro plantillas, se han llegado a contabilizar un total de 
160 eseriiores pai.a corii'orrrnar 'oase de da&,& 

El formato que se le ha dado a las plantillas sigue los cánones anteriores, y se 
pueden distinguir tres partes fundamentales. Eas líneas horizontales y verticales para la 
estimación de ia inciinación, ei cajetín, que esta vez esta dividido en dos, una parte para 
recoger la información del escritor, y otra parte para explicar las instrucciones de relleno 
de la plantilla. Y la tercera última parte, es el enrejado de las cuadrículas donde se sitúan 
las muestras. Este enrejado consta de 20 por 4 rectángulos, las 20 filas van dirigidas a 
veinte palabras, y las 4 columnas, van dirigidas a las repeticiones. La primera muestra la 
palabra que hay que seguir escribiendo, y los otros 4 huecos son para las repeticiones 
que tiene que hacer el escritor. 

A continuación, se muestran las cuatro plantillas diseñadas para la recolección 
de las muestras de las palabras manuscritas (véase las figuras 5.4, 5.5, 5.6, y 5.7); y 
seguidamente, las plantillas totalmente rellenas con los datos capturados (figuras 5.8, 
5.9, 5.10 y 5.1 1). 
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setenta 

setenta 

ochenta 

noventa 

cien 

doscientas 

trescientas 

No de muestra: 
Mano: 
Sexo: 

Edad: 

Figura 5.5: Segunda plantilla de la base de datos de palabras manuscritas. . 

MS'IRüCCIONES PARA RELLENQ LA PLAN'iiLLB: 
1. Escnbircc~i&kdornegr) O d. 
2 ~&nbircanMdulalidadyo5ntcda lac ietrdi enlmníseukr. 
3. EEcllb*akí m r a s  d e n i d e  su &uarlro: rinalc'aGrel w n  
4. intente centrar k pakbradentm delfm%dr). 
5. E&&irenseddo ~ ~ i l . "  
6. Noakque hs paabiaí esmtas. 
7. Nodoblarla~~ktillanikalizarb~~t~me~. 
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Figura 5.6: Tercera plantilla de la base de datos de palabras manuscritas. 

doscientós 
- -  . A -  

trescientos 
6 

cuatrocientos 

quinientos 

i ~eisci~entos 
- - -  

setecientos 

ochocientos 

nove ciento S, 

~- w * ." "m* " 

i 

I 

- *  - - -  e 

"u " - - A -  " * 
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millones 

una 

Y 

pesetas 

$ 

Figura 5.7: Cuarta plantilla de la base de datos de palabras manuscritas. 



Figura 5.8: Primera plantilla de la base de datos de palabras manuscritas rellena. 
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Figura 5.9: Segunda plantilla de la base de datos de palabras manuscritas rellena. 

'1 O3 



Figura 5.1 O: Tercera plantilla de la base de datos de palabras manuscritas rellena. 

104 
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Figura 5.1 1: Cuarta plantilla de la base de datos de palabras manuscritas rellena. 
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5.3. Procesado de imagen aplicado a la base de datos 

Las palabras manuscritas siguen el mismo proceso de digitalización que se ha 
establecido para las aplicaciones anteriores, ya que se tratan de palabras aisladas, y no 
extraídas de un texto, sin la necesidad de tener que aplicar cualquier otro procesado. 
Realizando un resumen de las tareas aplicadas en este procesado, se pueden sintetizar 
en; 

/ 

Extracción de 
muestras 

Binarización a 

= m 
O 

- 
0 m 

O 

Eliminación de 
ruido - E 

a 

Normalización 

Figura 5.12: Preprocesado de imagen aplicado a la base de datos de palabras manuscritas. 

5.3.1 Unión de las componentes de una palabras manuscritas 

Antes de pasar a describir los métodos empleados para la extracción de parámetros de 
Pas palabras manuscritas, hay que solucionar un problema fundamental. Y es que a la 
hora de reconocer una palabra como un único elemento, y debido a las particularidades 
de los diferentes escritores, las palabras no se encuentren totalmente unidas, sino que 
estén formada por varios componentes, como se observa en la figura 5.13. La primera 
cuestión en este caso, es la de unir estas componentes para considerarla una sola 
palabra, antes de su reconocimiento. 
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(a) Palabra separada 
en varias componentes 

(b) Palabra unida 
en un elemento 

Figura 5.13: Unión de las componentes del número seis. 

Este proceso es relativamente complejo debido a las muy variadas formas de 
escribir una misma palabra, por tanto se ha optado por emplear un sistema lo más 
robusto posible y aplicable a todas las palabras manuscritas. El siguiente organigrama 
describe los diferentes pasos que se han seguido. 

Operador morfológico 6 

Cálculo del centro de masas 1 
Minima distancia entre los 

contornos de las componentes 

Centros 

mi6Cde masa 

Figura 5.14: Proceso de unión de ¿as componentes de una paiabra. 



Por tanto, el primer paso es hacer uso de la morfología para darle un mayor 
grosor al trazo de la palabra, en particular se aplica el operador de apertura y cierre y 
posteriormente se le aplica la dilatación de negro sobre fondo blanco. Una vez se ha 
engordado el trazo, la palabra se reduce, provocando el efecto ya comentado con los 
dígitos y letras manuscritas, de eliminar grandes variaciones y unificar Ba forma del 
patrón, con la intención de aumentar de esta forma la tasa de reconocimiento. Con 
ambas herramientas se puede lograr también, que las palabras se unan, reduciendo en sí 
el propio proceso. 

En el caso de que aún quede alguna componente por unir, se aplica un algoritmo 
para contar y etiquetar las regiones aisladas que contenga la imagen. Si se detecta 
alguna región que sea pequeña en comparación con el tamaño medio de las regiones, 
ésta se eliminará. Con este efecto se consiguen eliminar los signos de señalización, 
como son los puntos en las "i" y "j", los acentos y el apostrofe de la "ñ". A las regiones 
restantes se las rellenan del color del objeto, creando regiones macizas de contraste 
entre el objeto y el fondo. Ambos procesos se realizan con la imagen invertida. Esto va 
a ayudar para el cálculo del centro de masas de cada una de sus componentes (véase la 
figura 5.14). .. . 

A continuación se establece el criterio del cálculo de la unión de las 
componentes. Se calcula la distancia mínima entre los contornos de las dos regiones a 
unir. Para reducir el coste computacional se toma como valores extremos los centroides 
de las regiones, y se busca la distancia mínima que no tenga una inclinación superior a 
eQO, ya que es el trazo natural con el que se hace la unión de las letras de una palabra 
cuando se realiza la escritura. Cuando se haya determinado los dos puntos de unión 
entre las regiones, se unirán mediante una recta de la misma pendiente que se calcula de 
ambos puntos, siendo la recta de un grosor de tres píxeles (véase la figura 5.14). 

5.3.2 Corrección de la inclinación de palabras 

Una vez subsanado este problema de la unión de palabras, se termina el procesado de 
imagen con una particularidad; la corrección de la inclinación de la palabra. Cuando 
ésta es escrita, por lo general se suele realizar ligeramente ladeada. Este tipo de escritura 
es bastante habitual de encontrar [Bozinovic89]. 

Este proceso que puede ser importante para la mejor discriminación de las 
palabras es la corrección de la inclinación, debido a que el propio escritor 
inthsecmente lo puede hacer así. A este tipo de letra se le suele conocer con el 
nombre de cursiva. Una característica que lleva asociada, es que se puede presentar la 
inclinación tanto a derechas o positiva, como a izquierdas o negativa, sobre la vertical. 
En la figura 5.15, se ilustran los dos casos comentados, y otro más, con la inclinación 
prácticamente nula, para diferentes muestras. 

Escritura con Escritura sin Escritura con 
inclinación negativa inclinación aparente inclinación positiva 

Figura 5.15: Ejemplos de las inclinaciones que puede presentar una palabra en su escritura. 
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En [Bozinovic89] se presenta un método para eliminar esta inclinación. El 
principal problema que plantea es la necesidad de establecer unos parámetros de ajuste 
en el sistema, que puede afectar de forma diversa, frente a las variaciones de anchura y 
aitura de ia escritura. Este probiema se intenta soiucionar, estabieciencio un tamaño 
reducido y normalizado a todas las palabras, por lo que pasa a ser irrelevante, para la 
base de datos. 

Este método consta de los siguientes pasos: 

1. Se divide la imagen en filas. 
2. Se eliminan todas las filas de la imagen que contengan una sucesión de 

píxeles a "l", que sea mayor a un parámetro preestablecido. 
3. De las restantes líneas, se eliminarán aquellas que no se encuentren 

agrupadas en un cierto número, preestablecido por otro parámetro. 
4. Los trazos contenidos en las líneas que no hayan sido eliminadas se usarán 

para la estimación de la inclinación de las palabras. 
5. De cada trazo seleccionado, se calcula el centroide de la mitad superior y de 

la mitad inferior. Con ambos, se realiza una estimación local de la 
inc!inxiSn (0. 

Ycenrroide superior - Ycentroide inf e M r  z = - 
Xcenrroide superior Xcenrroide inf erior 

(5.1) 

6. La media de todas las estimaciones locales se usará como estimación global. 

Una vez determinada la inclinación, se procede a la aplicación de su corrección, 
consiguiendo finalmente, una palabra no cursiva. En la figura 5.16 se comenta un 
ejemplo de este método. 

5.4 Parametrización de las palabras manuscritas 

Si se parte del HMM y por tanto, se busca una secuencia para clasificarla, se pueden 
hacer dos posibles planteamientos a la hora de intentar parametrizar una palabra, por un 
lado se puede tomar las palabras como un único elemento, que son las técnicas que se 
han ido planteando hasta ahora, es decir, cada palabra es un patrón. Pero otro posible 
caso, es determinar su clasificación a través del reconocimiento aislado de cada una de 
las componentes de una palabra, a través de la estimación de cada una de sus letras, 
donde en este caso los patrones vienen dados por las 27 letras del alfabeto latino 
CSuárez02-pfc]. Ambas técnicas conducen al mismo resultado, el reconocimiento de la 
palabra. 

Se van a plantear tres técnicas para la determinación de los parámetros para 
realizar la discriminación de patrones. Dos de ellas ya se han utilizado con anterioridad, 
y sólo se introduce una nueva. Se ha tenido en cuenta los resultados con formas 
manuscritas simples, siendo los mejores resultados los obtenidos con el contorno, y 
usando las muestras previamente reducidas. Por eso, los métodos presentados se van a 
centrar en este tipo de técnica, en seguir la secuencia del contorno. Estos sistemas son: 

Detección de la secuencia de las direcciones a partir de la envolvente 
Detección de la secuencia en coordenadas polares, a partir de la envolvente 
Detección de ias ancnuras y aituras a partir del centro de masas de una paiabra. 



(a) Imagen original (b) Eliminación de filas que 
agrupan un número de 1's 

(e) Imagen corregida de s u  
característica cursiva 

Figura 5.16: Método de corrección de la inclinación. 

De estas tres técnicas utilizadas, las dos primeras ya se ha usado para extraer 
parámetros en ias formas manuscritas simpies, y ia única novedad se introduce con la 
detección de los altos y los anchos, a partir del centro de masas de la palabra sobre el 
contorno de las misma. 

Entrando más en detalle, la palabra se divide con respecto ai centro de masas y 
trazando una horizontal, se establece el inicio de la medida desde esta referencia hasta el 
extremo del contorno de la palabra. Básicamente es aplicar el histograma al interior del 

> contorno para su parte superior y lo mismo para su parte inferior, como se puede 
apreciar en la figura 5.17. Eo mismo se plantea a partir del centro de masa y trazando 
una recta vertical, para establecer los anchos hacia la derecha y hacia la izquierda. La 
unión de estos parámetros devuelve un vector que indicará la variación que tiene la 
palabra en función del número de píxeles introducidos en su escritura. 

Otra parámetro utilizado es el número de transiciones que tiene de blanco a 
negro y viceversa, que se encuentran con respecto a los altos y a los anchos, pero ésta 
vez se establece para toda la palabra en estas dos vertientes. 
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Eie horizontal Eie vertical 

Transiciones horizontales Transiciones verticales 

Figura 5.17: Método de parametrizar con altos, anchos y transiciones. 

5.4.1 Proceso de la vectorización del contorno 

Eos procesos de vectorización se corresponden con los empleados a la hora de 
determinar los parámetros, y por tanto serán tres. Para el seguimiento de la secuencia a 
partir de la codificación de sus direcciones se ha presentado un nuevo criterio para 
establecer el punto de inicio de la vectorización. Se parte de la idea que las palabras son 
generalmente más alargadas que las letras o los dígitos, y con la pretensión de empezar 
a detectar la parte superior izquierda para el caso de una letra que tenga extremos 
superiores, se ha partido del sistema de barrer la imagen desde la zona izquierda 
superior, hacia la zona derecha, descendiendo siempre, con la misma pendiente; hasta 
detectar un píxel a negro, tal y como se indica en la figura 5.12. En esta figura también 
se observan dos posibles ejemplos de la detección del punto de inicio. 

Puntos 
de inicio 

Figura 5.18: Convenio para los patrones de palabras manuscritas. 

Una vez definido el punto de inicio, se comienza la vectorización a partir de 
éste, usando la matriz de saltos. Esta matriz de saltos se utiliza para mostrar cual es el 
camino que sigue el trazo. Se parte de una matriz de 3x3, donde el elemento central es 
el píxel seleccionado, y cada uno de los ocho elementos limítrofes. indican las posibles 



variaciones que puede sufrir el trazo (véase figura 5.19), ya que los píxeles del contorno 
están conectados mediante un solo vecino. Una vez definido el píxel al que ha saltado, 
éste volverá a ser el nuevo punto central (P), y así, hasta completar el trazo. 

Figura 5.19: Matriz de saltos. 

Pero los valores que toma el vector, también vienen dados por las matrices de 
prioridad, para mantener siempre el mismo sentido de giro, y se activan según el valor 
del salto anterior. Si éste fue codificado con 1, 2, 3,4  ó se trataba de un punto de inicio, 
se elige la matriz de prioridad 1. Pero si los valores del salto anterior fueron 5 ,6 ,7  6 8, 
se utiliza la matriz de prioridad 2, consiguiéndose que el giro se realice en el sentido de 
las agujas del reloj. Estas matrices se encuentran en la figura 5.20 [Moralesgg-pfc]. 

Matriz de prioridad 1 Matriz de prioridad 2 

Figura 5.20: Matrices de prioridad. 

El segundo método para la extracción de parámetros es el seguimiento de la 
secuencia del contorno en coordenadas polares. Para ello se establece el centro de masas 
de la palabra, y de seguido se recorre el contorno. Este mismo proceso ya se describe 
con detalle en el capítulo cuarto, ya que es el mismo método empleado para los patrones 
manuscritos simples. Por tanto, se recuerda que es independiente del punto de inicio, ya 
que una ordenación posterior, lo comienza en argumentos de cero grado y io pone en 
orden hasta completarlo. Por tanto, los parámetros constarán de dos elementos, del 
módulo y del argumento para determinar cada punto del contorno. En la siguiente 
imagen se recoge un ejemplo con este proceso. 

Figura 5.21: Vectorización del contorno con coordenadas polares. 

Finalmente, quedaría por comentar el último método empleado, por extracción 
de los altos, anchos y transiciones. De la figura 5.17 se puede deducir cuales van a ser 
estas características, pero a continuación se va a definir como se agrupan para que 
p w c h  ser iiti!hdas por el HMM. La estructura que se forma con todos estos 
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parámetros, consta de tres columnas. En la primera columna se coloca el histograrna de 
la parte superior, seguido del histograma de los anchos hacia la derecha. En la segunda 
columna va el histograma de la parte inferior de los altos, y el del los anchos hacia la 
izquierda. Y en ia tercera columna, van las transiciones de los altos, y a continuación la 
de los anchos. En la siguiente figura se puede observar esta estructura. 

Parámetros de 
altos de la parte 

Parámetros de 
anchos para la 
parte derecha 

Parámetros de 
altos de la parte 

inferior 

Transiciones 
encontradas para 

los altos 

Parámetros de 
anchos para la 

~ransiciones 
encontradas para 

los anchos 

Figura 5.22: Estructura de datos de los parámetros altos, anchos y transiciones. 

5.5 Clasificación de las palabras manuscritas 

A partir de los vectores de información que se han recabado, se les va a aplicar un 
clasificador que obtenga buenos resultados para los mismos. Estas pruebas ya fueron 
realizadas para los dígitos y las letras y por tanto, se va a extrapolar a las palabras ya 
que se pretende generalizar esta técnica a las aplicaciones manuscritas. Por tanto, el 
clasificador a utilizar para modelar estas variaciones secuenciales-temporales son los 
modelos ocultos de Markov (HMM) [Rabiner93]. 

La clasificación va a costar de dos etapas, el entrenamiento y el test. En la etapa 
de entrenamiento se van a fijar los parámetros del clasificador tales como el número de 
estados, el número de símbolos de observaciones por estado, sistema BAKIS y la salida 
del algoritmo por umbral. 

Para el caso de las coordenadas polares y de los histogramas de los altos, anchos 
y transiciones, el número de símbolos de observaciones por estado se ha fijado en 32, 
siendo este valor determinado de forma empírica [GómezO 1 -pfc] . Para la codificación 
por la matriz de saltos según las direcciones se ha mantenido a 8, al igual que en 
patrones simples [Morales99]. 

Una vez que se han fijado estas variables, el modelo devolverá los valores de la 
matriz de transición de estados (A), la matriz de probabilidad de símbolos (B), y la 
matriz de la probabilidad de estados iniciales (a. Este modelo h(A,B,.n), hará uso del 
procedimiento de Baum-Welch para su ajuste y maximización de las probabilidades de 
éxito de los patrones. 

En la siguiente etapa, se realizará el test, y en función de los resultados 
obtenidos, se va a determinar si los parámetros del clasificador son los más adecuados 
para maximizar la discriminación. De esta forma, se puede lograr ajustar los valores de 
funcionamiento del clasificador para aumentar la tasa de reconocimiento. 

., 
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5.6 Resultados de la clasificación de palabras manuscritas 

En este apartado se va a cuantificar el grado de eficacia que puedan tener los métodos 
de extracción de parámetros presentados en este capítulo, así como el ajuste de los 
parámetros del clasificador para su mayor discriminación. Por tanto las variables que se 
analizarán son: 

El número de estados de la cadena 
El método de extracción de los parámetros para HMM basado en el contorno 
(por codificación de las direcciones de la secuencia, por seguimiento en 
coordenadas polares, y por los altos, anchos y transiciones del contorno) 

e El número de escritores empleados durante el entrenamiento del clasificador 
o Discriminación por la corrección del aspecto cursivo de la palabra 

Para la realización de estas pruebas se han fijado unos parámetros ya estudiados 
para los dígitos y las letras manuscritas, extrapolando de esta manera un único método 
para reconocer las aplicaciones manuscritas. Por tanto, se hace uso, otra vez, del mismo 
clasificador, (HMM), y además, se establece que todas las pruebas se realicen con las 
muestras ligeramente reducidas y normaiizadas, para aumentar su parecido entre eiias, 
ya que todas provienen de diferentes escritores, Por otro lado, se van a realizar las 
pruebas con independencia del escritor, es decir, las muestras usadas para el 
entrenamiento, no se utilizarán para el test. 

Para todas las técnicas de extracción de parámetros se probó el beneficio o no, 
de corregir la inclinación de la palabra, ya que a priori se puede estimar una mayor 
correlación entre muestras y una mejor tasa de reconocimiento, y por tanto, se 
desarrollará experimentalmente. 

El primer experimento planteado es la variación del número de estados del 
HMM en función de las diferentes técnicas empleadas. Para ello, se fijó el número de 
escritores para entrenar en un 5096, que corresponden a 20 escritores para cada plantilla, 
y se probó sobre las diversas técnicas y sus variaciones. Estos resultados son los 
mejores obtenidos para cada técnica, determinando así su número de estados óptimo 
para maximizar su discriminación, y éstos se pueden observar en la siguiente tabla 5.2. 

Técnica de  extracción Número 1 Tasa 
de parámetros de estados 
secUeiicia < < 

J J 

Secuencia (corrección de cursiva) 
Polares 
Polares (corrección de cursiva) 
Altos, anchos 
Altos, anchos (corrección de cursiva) 
Altos, anchos y transiciones 

de reconocimiento 
72.85 % I 1.66 

Altos, anchos y transiciones (corrección de cursiva) 30 1 77.169512.45 

Tabla 5.2: Resultados de las diversas técnicas planteadas para reconocer palabras, corrigiendo 
y sin corregir el efecto de cursiva. 

Estas pruebas fueron hechas para diez palabras del total del vocabulario 
planteado. una vez se optimice el resultado para éstas, se extrapolará al resto de la base 
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de datos. Estas diez palabras fueron las diez primeras que se pueden encontrar, es decir, 
del uno al diez. 

Sobre ios resuitados de ia tabia 5.2 con respecto a la corrección de la inclinación 
se observa que para secuencia y altos-anchos mejora el resultado en algunos puntos, 
mientras que en polares y altos, anchos y transiciones el resultado casi se mantiene, sólo 
descendiendo en un punto. Por tanto, el hecho de aplicarlo es una mejora, en líneas 
generales. 

Ea técnica que mejor se adapta al HMM para discriminar palabras, es la de altos 
anchos y transiciones, ya que mantiene las máximas tasas tanto si se corrige como si no 
su inclinación, y al mismo número de estados (véase la tabla 5.2). A continuación le 
sigue la técnica de altos-anchos y la de secuencia, con unos puntos por debajo. Y a gran 
distancia se encuentran las coordenadas polares. 

Seguidamente se va a estudiar la cantidad de escritores más adecuada para 
entrenar, para las técnicas de extracción de parámetros de altos, anchos y transiciones y 
para la de secuencia, teniendo en cuenta la corrección de la inclinación de la palabra. Se 
va 2 dividir 12  ha^ & & ~ Q Y  ~q$fi fifi p r ~ p f i t ~ j p ,  q ~ p  y p  & t i f i ~ ~  p! pfitrpn~~ipntq 
el resto servirá para el test. Para la tabla anterior, se había fijado el entrenamiento al 
SO%, en este caso se va a fijar el número de estados (determinado con anterioridad) y se 
va a variar el porcentaje de entrenamiento. 

Para la técnica de seguimiento de la secuencia por codificación de sus 
direcciones y corregida su inclinación, se ha fijado el número de estados a 50 y a 65, y 
se han repetido las pruebas en dos ocasiones (véase el anexo C), mostrando en la 
siguiente tabla los valores promediados: 

' P - 1  1 C 3 r uom J . J :  Resuiiudos de los diversos entrenamientos aplicados a la técnica de secuencia, 
corrigiendo el efecto de cursiva. 

Número de estados % de entrenamiento 
50 40 

De esta tabla 5.3 se puede concluir que el mejor resultado se obtuvo para el 50% 
de la base de datos para el entrenamiento, por lo que se va desechar el seguir trabajando 
con la variación del porcentaje de muestras para entrenar el HMM. 

Tasa de reconocimiento 
71.07 % i: 1.5 6 

Para la técnica de altos, anchos y transiciones corrigiendo su inclinación, se han 
realizado en este caso, cuatro pruebas diferentes para cada experimento, fijando el 
número de estados a 30, según la tabla 5.2. Se ha escogido la opción de corrección de 
inclinación, ya que según las tablas del anexo C, la tendencia es a mejorar, y a la 
estabilidad, con este efecto. Los resultados promediados que se han obtenido, están 
registrados en la siguiente tabia: 
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Tabla 5.4: Resultados de los diversos entrenamientos aplicados a la técnica de altos, anchos y 
transiciones, corrigiendo el efecto de cursiva. 

% de entrenamiento 
40 

Por tanto, se va a continuar el estudio con esta técnica de altos, anchos y 
transiciones, con 30 estados para HMM, y con la corrección de cursiva, ya que si se 
remite a esta tabla, se puede observar que mejoran los resultados hasta el 80.13%, para 
un entrenamiento del 60%. 

Tasa de reconocimiento 
71.72 % + 1.33 

Por tanto, se ha encontrado la mejor técnica que maximiza el reconocimiento, 
pero aún se le va a aplicar una técnica de multietiquetado, ya que los valores obtenidos 
en la extracción de parámetros no estaban limitados por el número de símbolos por 
estado, como en la secuencia, sino que tiene un cierto grado de variación. Por esta 
razón, se va a estudiar este parámetro propio del clasificador HMM. Estas pruebas se 
han repetido en dos ocasiones, recogiéndose los siguientes resultados promediados: 

Multietiauetado (M) 1 . Tasa de reconocimiento 

Tabla 5.5: Resultados del multietiquetado aplicado a la técnica de altos, anchos y transiciones, 
corrigiendo ei efecto de cursivu. 

De esta tabla se observa, que los mejores resultados se encuentran para un 
multietiquetado de M=4 y M=5, llegando en media hasta el 83.24% de reconocimiento. 
?er tmte, se hm hdade !es pzfi~mt_r^s de! c!asificadnr m á  adecuados, para unas 
muestras totalmente optimizadas en su procesado. Antes de finalizar se va a comprobar 
con estos mismos parámetros el resultado para los altos, anchos y transiciones con y sin 
corrección de inclinación, para probar finalmente el beneficio de ésta. 

Técnica de extracción Multietiquetado 

Tohla 561 Resultados del multietiquetado aplicado a la técnica de altos, anchos y transiciones, 
con y sin la corrección del efecto de cursiva. 

Tasa de 
de parámetros 

Altos, anchos y iransiciones 4 
Altos, anchos y transiciones 5 
Altos, anchos y íransiciones (corrección de cursiva) 4 
Altos, anchos y tmnsiciones (corrección de cursiva) 5 

reconocimiento 
8 1 .O0 % t 2.89 
80.19 % + 4.34 
82.50 % 1: 0.73 
83.13 % -C 3.05 
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Se observa, y se puede concluir nuevamente, que el hecho de la corrección de la 
inclinación proporciona mejores resultados, llegando en este caso hasta 83.13%, muy 
cercmo 21 zi~tericr de 83.23%. D e  esta foma, defini:iuaiiente se p e d e  decir, p z  la 
mejor técnica de las estudiadas para la clasificación de palabras manuscritas es la de 
altos, anchos y transiciones, corrigiendo el efecto de cursiva, y utilizando un 
clasificador HMM con 30 estados, siendo entrenado con el 60% de la base de datos, es 
decir, con 24 escritores de los 40 posibles. 

Por tanto, este resultado optimizado se le va aplicar a toda la base de datos. Esta 
aplicación se le hace agrupando a las palabras por el mismo orden que se tiene de 
captura, indicado en las figuras 5.4, 5.5, 5.6 y 5.7. Esta prueba se ha realizado en cuatro 
ocasiones para cada grupo de palabras con la finalidad de validar el reconocimiento, y 
extraer ningún valor de pico, de esta forma los resultados promediados obtenidos son: 

Del uno al quince 
Del uno al veinte 
Del uno al treinta 

Del uno al cuatrocientas 
Del uno al doscientos 

Del uno a la v 

Grupos de palabras Número de palabras 
Del uno al diez 1 O 

Tabla 5.7: Resultados de los diferentes agrupamientos de las palabras para su reconocimiento. 

Tasa de reconocimiento 
83.19 % + 1.92 

Si se observa del agrupamiento establecido, las caídas más significativas vienen 
dadas cuando las palabras están más correladas, por ejemplo para 30 palabras, es 
cuando se incluyen los patrones del veintiuno al veintinueve (parecidos entre ellos) 
además de los anteriores, produciendo esa bajada significativa de las tasas. Lo mismo 
ocurre cuando se introducen el trece (parecido al tres), el catorce (parecido al cuatro) y 
del dieciséis al diecinueve, en el agrupamiento de 20, que tiene otra caída significativa. 

?m e! c s n t m i ~ ,  cumdc !as pa!ub:a intr~dUcidüs svn bastantes ineom!adas, la 
tasa de reconocimiento se mantiene, como en el agrupamiento del 40 al 50, cuyas 
palabras son del doscientas hasta el novecientas entre otras. 

5.7 Aplicación: segmentación y clasificación 

Como ya se comentaba en los inicios de este capítulo, otra forma de clasificar las 
cadenas manuscritas es mediante la segmentación de cada uno de los elementos que la 
componen. Quizás no es directamente el planteamiento de los objetivos de esta tesis, 
pero si indirectamente, ya que cada forma de la cadena se puede estimar mediante su 
información secuencial. Desde este punto de vista se ha trabajo, y se está trabajando en 
la segmentación de aplicaciones manuscritas, como pueden ser los códigos postales y 
las propias palabras. 
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5.7.1 Clasificación de códigos postales 

Los códigos postales estudiados corresponden al utilizado por el Estado español, cuya 
composición es totalmente numérica. Si se combinan con repetición cinco dígitos, se 
pueden obtener todas las posibles formas, aunque no todas tienen asignada una región 
geográfica. 

Esta clasificación es un problema muy cercano al del texto manuscrito, siendo 
igualmente difícil y muy abierto [Savicc99]. En una aproximación a su resolución, este 
proceso se ha dividido en varios problemas de análisis de imágenes [Govindaraju95]: 
detección de las direcciones, separación de las líneas de texto, división de las líneas en 
palabras, segmentación de las palabras en caracteres, y reconocimiento de letras y 
símbolos especiales. 

Además de estos problemas de procesado digital de imágenes, los desarrollos 
realizados de reconocimiento de direcciones manuscritas en cartas [Cohen94] 
[Govindaraju93] se han encontrado como dificultad añadida, la falta de uniformidad en 
el formato de las direcciones, lo cual dificulta el proceso automático de detección de los 
números del código postai. 

El primer y necesario paso en el desarrollo de los algoritmos para la detección 
automática de los códigos postales manuscritos en cartas es contar con una base de 
datos o colección de cartas con las direcciones manuscritas. La base de datos 
desarrollada consta de 400 cartas con dirección manuscritas todas por diferentes 
escritores en sobres de diferentes tamaños, colores claros y formatos, con uno o más 
sellos situados de formas diferentes, y direcciones con distinta colocación y formato 
(dirigidas a capitales de provincia, poblaciones, pedanías, particulares, empresas, etc.). 
Como simplificación del p-blema tan solo se ha tenido en cuenta cartas nacionales. Un 
ejemplo de carta perteneciente a la base de datos, puede verse en la figura 5.23. 

Figura 5.23: @emplo de sobre con código postal 51005 digitalizado. 
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Con el sobre en formato digital, se ha procedido a extraer la parte del sobre que 
contiene la dirección, y a dividir dicha zona del sobre en líneas. Como simplificación 
del problema, y tras observar en nuestra base de datos que el código postal siempre se 
encuentra en ia uitima o penuitima iínea, no se han extraído todas ias líneas, sino tan 
solo las dos inferiores. Evidentemente habrá que corregir la inclinación de las líneas 
para facilitar su posterior tratamiento. La zona de la dirección extraída del sobre del 
ejemplo de la figura 5.23, así como las líneas separadas, pueden verse en la figura 5.24. 

Figura 5.24: Zona de la dirección y líneas separadas extraídas del sobre 
con código postal 5 1005. 

Una vez obtenidas las líneas, se ha procedido a preprocesarla pasando cada línea 
a blanco y negro, y eliminando el ruido e invasiones de las líneas vecinas. El proceso de 
paso a blanco y negro se realiza con la línea, y no con el sobre, para obtener el umbral 
de paso a blanco y negro que maximice la nitidez del texto. En la línea en blanco y 
negro se separan las palabras y se coge la primera palabra de cada línea, como en el 
ejemplo de la figura 5.25. En los casos en que el código postal no está en la primera 
palabra, éste se encuentra tan pegado a la primera palabra que el algoritmo desarrollado 
para separar palabras, toma las dos primeras palabras como una, no perdiéndose así el 
código postal. 

Figura 5.25: Primeras palabras en blanco y negro sin ruido de las dos últimas 
líneas del sobre con código postal 51005. 

Una vez separadas las palabras se segmentan en caracteres, tal y como se ve en 
la figura 5.26. El algoritmo de segmentación tiene en cuenta que los caracteres de la 
palabra pueden estar conectados para separarlos (como en el caso de la figura 5.25), o 
que pueden estar inclinados (escritosen cursiva) para enderezarlos. Evidentemente los 
aigoritmos de segmentación de paiabras en caracteres están orientados a segmentar 
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correctamente cadenas de dígitos, no prestándose atención a errores en la segmentación 
de palabras. 

Figura 5.26: Primeras palabras de las dos últimas líneas del 
sobre con código postal 51005 segmentadas. 

La segmentación de una palabra o código postal no siempre será única; en los 
casos en que los dígitos del código postal se tocan, o el código postal contiene dígitos 
que presentan columnas con muy pocos píxeles, pueden originarse múltiples 
posibilidades de segmentación. 6sto se ilustra en e! ejemplo de !a figura 5.27. En estos 
casos será el reconocedor de dígitos, el que decidirá cual de las segmentaciones es la 
buena y el valor numérico del código postal. a 

N 
- - 
m n 

Figura 5.27: Líneas del sobre con código postal 44001 cuyas primeras palabras 
de las dos últimas líneas presentan múltiples posibilidades de segmentación. 

Como reconocedor de dígitos se utilizará el desarrollado por [Travieso99]. Este 
estudio aportó un reconocedor de dígitos basado en modelos ocultos de Markov, que 
tras adaptarlo a este proyecto, presenta una tasa de reconocimiento del 92.8% 
[ExpositoOl-pfc], lo cual supondrá una tasa teórica de reconocimiento de códigos 
postales (reconocimiento correcto de cinco dígitos consecutivos) del 68.82%. 

El funcionamiento del reconocedor es sencillo: para cada posible segmentación 
se pasan por el reconocedor sus cinco caracteres, asignando el reconocedor a cada 
posibilidad un código postal y una probabilidad logarítmica de acierto (véase la tabla 
5.8). Las posibilidades cuyos códigos postales asignados no existen en la guía de 
c6digos postales son descartadas. De las posibilidades cuyo código postal existe, en el 
ejemplo de la tabla 5.8, se tiene el código 21400 de Ayamonte. y el 44001 de León, se 
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toma como reconocido el código postal de mayor probabilidad logarítmica de acierto, 
que en el caso de la tabla 5.8, es el código postal correcto. 

Tabla 5.8: Ejemplo de reconocimiento del código postal. 

En el caso de que no exista ninguna posibilidad con código postal existente en la 
guía de códigos postales, o que la posibilidad con código postal válido tenga una 
probabilidad logarítmica muy pequeña por debajo de un umbral predefinido, el 
reconocedor devuelve código postal desconocido. 

Los resultados del reconocedor de códigos postales en cartas con direcciones 
manuscritas se presentan en la tabla 5.9. Como puede verse, la calidad real del sistema 
obtenido puede definirse con una tasa de error del 10% y una tasa de acierto del 67%. 
Estos resultados, que coinciden con los teóricos esperados, están a la par de los 
presentados en la literatura [Dzuba97] [Blumenstein97] sobre reconocimiento de códigos 
postales manuscritos, si se toman en consideración, tan solo, aquellos resultados que no 
utilizan la ciudad de destino para verificar el código postal reconocido. 

Resultados con la base de datos de 400 sobres 

Número de desconocidos 1 73 1 21.5% 

Número de aciertos 
Número de errores 

rabia 5.9: Resuitados dei reconocedor de códigos postaies manuscritos. 

Evidentemente, esta tasa no hace comercial la aplicación de este estudio 
[ExpositoO 1 -pfc], pero sí aportará una valiosa experiencia con datos que favorecerán en 
un futuro una apiicacion m& cercana a un uso práctico. 

243 
3 9 

5.7.2 Clasificación de palabras por segmentación 

67.75% 
10.75% 

En este capítulo se ha desarrollado el reconocimiento de las palabras, como'un solo 
elemento, aunque este constituido por un conjunto de letras. El problema que presenta, 
como ya se ha planteado, es la baja tasa de reconocimiento a medida que el tamaño del 
vocabulario de palabras va creciendo, y más acentuado en este caso que se intenta 
reconocer palabras muy parecidas o correladas entre sí, como son los valores numéricos 
que se pueden encontrar en un cheque bancario. 

La otra posibilidad planteada es el reconocimiento de las palabras a partir de sus 
componentes o las letras que lo forman. En este sentido se ha desarrollado y se está 
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trabajando en un sistema de segmentación de palabras incluidas en un texto, para su 
reconocimiento final. Aunque esta aplicación se sale de lo establecido en los objetivos, 
representa un sistema paralelo de reconocimiento y una línea de investigación que se 
deriva del trabajo de esta tesis iSuárez02-pfc]. 

Este proceso se inicia con la creación de una base de datos de párrafos 
manuscritos, que posteriormente fueron digitalizados a una imagen. Esta base de datos 
consta de 66 escritores, donde cada escritor ha desarrollado un formulario con texto. El 
texto en todos los casos es diferente, para contribuir a la variedad de palabras y por 
tanto de letras. En la siguiente figura se recoge un formulario tipo. 

Sero: O Hombro 1 a~uja  

edad: w del textoque ie proporcbna 
: && y Q L I t r 0  

Figura 5.28: Ejemplo de un formulario de un texto manuscrito. 

De esta base de datos inicial, se derivan otras bases de datos surgidas de la 
inicial. Para poder llevar a cabo el reconocimiento, es necesario entrenar al reconocedor. 
Por tanto, se necesitan muestras con las cuales el módulo de reconocimiento pueda 
aprender a discernir entre unas y otras. Por eso, a medida que se va descomponiendo el 
párrafo, se irán creando bases de datos de las líneas que surjan, de las palabras y de los 
signos de puntuación contenidos dentro de las líneas, y finalmente de las letras que 
componen las palabras. Las tres últimas sub-bases de datos, pueden proporcionar 
información para la ayuda al reconocimiento final de la palabra. 
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T 

Extracción de Extracción 
características de líneas 

~~ZZ-H-I caracteristicas 

v v 

binaria 

Extracción de 
características 

Párrafo 
de texto 

Extracción de + 

palabras , 

Líneas 
aisladas 

Palabras 
aisladas 

Letras 
aisladas 

Probabilidad 
de letras 

Palabra más 
probable 

Figura 5.29: Descripción del proceso de reconocimiento. 
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Si este proceso consiste en la digitalización de la base de datos a posteriori, se 
establece un sistema off-line, el cual, será sometido a un procesado digital de imagen. 
Estos procesos son los típicos de un sistema de reconocimiento manuscrito: 
binarización, eliminación del ruido, y normalización, tal y como se recogen a modo de 
ejemplo en la figura 5.12, pero aplicado al párrafo completo. 

Una vez que se tiene la imagen preprocesada, el proceso a seguir se establece 
con la localización de las líneas de texto, así como su inclinación y si procede la 
eliminación de dicha inclinación. Las líneas de texto se extraen a la vez que se obtiene 
información importante, tal como el grosor del trazo, inclinación de la escritura, 
separación de letras, etc. A partir de toda esta información global junto con la 
información obtenida localmente se pueden extraer las palabras de las líneas. 
Finalmente, las palabras hay que segmentarlas para extraer las letras. Todo este proceso 
puede derivar en el reconocimiento de la palabra a partir de sus componentes más 
simples. En la figura 5.29 se presenta el organigrama de todo este proceso, pasando a 
detallar cada parte más en particular. 

Eí primer paso a dar, una vez determinada la imagen del párrafo ya 
preprocesada, es la estimación y eliminación de la inclinación de las líneas. Se han 
estudiado los métodos existentes actualmente, tales como el de proyecciones, y Pa muy 
conocida transformada Hough. Tanto el uso de esta transformada como de las 
proyecciones consiguen un 100% en la corrección de las líneas extraídas. 

El siguiente paso es detectar las palabras existentes dentro de una línea. La 
primera labor a realizar es establecer dentro de una línea, los límites para separar las 
palabras. Para esta estimación se han utilizado tres métodos bien diferenciados, los 
polígonos convexos, las cajas acotadas, y la distancia horizontal. Los polígonos 
convexos se basa en cerrar una componente conectada con el menor polígono posible. 
Eas cajas acotadas se definen como el mínimo rectángulo que contiene a la componente 
conectada. Y por último el método de la mínima distancia horizontal que utiliza la 
medida de las cajas acotadas si éstas no están solapadas horizontalmente, y en caso de 
solape, calcula la distancia para cada línea de la imagen, y toma el mínimo de las 
distancias calculadas. 

Caias acotadas 

Figura 5.30: Ejemplos de medidas usando cajas acotadas y distancia horizontal. 
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Figura 5.31: Ejemplo de medida basado en polígonos convexos. 

En la siguiente tabla se recoge el éxito logrado con estos métodos. 

Método utilizado I % Segmentación % Palabras % Palabras 
correcta ~ar t idas  unidas 

Polígonos convexos 94 % 2 %  4 % 
Cajas acotadas 1 92% 3 % 5 % 
n:-~---:- L - - : - - - ~ - I  85 96 5 96 * A  nr 
UISL¿liIC;I¿l IIUI~lBVIIl5U 1 1U 70 

Tabla 5.10: Medidas de la separación de las palabras. 

En referencia a la estimación y eliminación de la inclinación de las palabras en 
su escritura, se ha utilizado el mismo algoritmo empleado en las palabras aisladas, 
encontrándose en [Bozinovic89]. 

Un paso previo a la separación de las palabras o componentes conectadas es la 
detección y eliminación de los signos de puntuación, ya que éstos actúan como 
separadores espaciales, reduciendo la distancia geométrica entre componentes. Como 
puede observarse en la figura 5.32 si se considera el signo de puntuación como 
cualquier otra componente, la distancia entre las componentes se reducirá y no se 
conseguirá separar las palabras. Sin embargo si se detecta el signo de puntuación no 
sólo se podrá eliminar sino, que ésto permitirá separar las palabras (sin necesidad de 
utilizar otras medidas). 

\- Signos de 
puntuación 

Figura 5.32: Detección de los signos de puntuación. 

Dentro del grupo de signo de puntuación, se incluyen los puntos de la "i" y la "j" 
y los acentos. En principio esta información puede ser útil para un reconocimiento 
posterior de la letra o de la palabra en su conjunto, pero en esta etapa se va proceder a su 
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eliminación. En resumen, se van a definir cinco clase en total, tal y como se recoge en la 
siguiente tabla. 

La última clase engloba todas las componentes no incluidas en los grupos 
anteriores, es decir, en ella estarían incluidas las letras y palabras, o dicho de otro modo, 
lo que no se considera signo de puntuación. De esta manera, una componente conectada 
siempre deberá estar asociada a una clase. 

Clase 
Clase 1 
Clase 2 
Clase 3 
Clase 4 
Clase 5 

Para clasificarlo se ha utilizado una red neurona1 perceptrón multicapa, con el 
a!ge:itm~ de entryzmimt~ Rack-prnpagntinn. Los resirltados se muestran en la tabla 
5.12. 

Descripción 
Puntos de la i y j 

Acentos y apóstrofe de la ñ 
Comas 

Punto fin de línea 
Otras componentes (letras, ...) 

1 Clase 1 Clase 2 Clase 3 Clase 4 Clase 5 ( Total 

Tabla 5.11: Distintos tipos de clases utilizadas. 

Clase 3 1 O0 
O o 1 O0 o 

o 99 
Reconocimiento medio 

Tabla 5.12: Tasas de reconocimiento de los signos de puntuación. 

Si se engloban las clases por sus parecidos, se podría unir la clase 1 y clase 2; y 
la clase 3 y clase 4. De esta forma se puede volver a recalcular la tasa de 
reconocimiento, dada en la tabla 5.12, obteniendo una nueva tasa de reconocimiento ciei 
99.8 %. 

EP siguiente paso, es el de mayor dificultad, ya que consiste en segmentar las 
palabras en letras. Para ello se han utilizado distintas técnicas de normalización para 
compensar la variabilidad de escritura entre distintas personas. Para fijar cuales han sido 
las características utilizadas para establecer los puntos de segmentación, se ha basado en 
la heurística y en la experimentación para determinarlos. En general: se han utilizado los 
lazos que pueda tener una palabra; así como del contorno de la misma se han usado los 
mínimos del contorno superior y los máximos del contorno inferior, zonas de cruces, 
concavidades y convexidades. Este conjunto de características provocará un corte 
vertical en el punto de segmentación, para el que se han utilizado seis ángulos fijos 
entorno a esta vertical para establecer los posibles cortes, que son de -20°, -lo0, O", 10°, 
20" y 30". Este carácter asimétrico lo justifica el hecho de que la escritura suele sufrir 
una inclinación positiva o hacia la derecha. 
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Figura 5.33: Aplicación del método de segmentación de palabras. 

Este proceso puede producir una sobre segmentación, que es la primera parte del 
proceso de segmentación. Como segundo término se determina si la segmentación 
propuesta es correcta o no. Las separaciones o ligaduras entre caracteres se detectan 
utilizando histogramas de píxeles en estos seis ángulos mencionados. Con este sistema 
se obtiene una tasa de éxito en la segmentación del 94.64%, con un 2.94% de sobre 
segmentación y un 2.42% de letras no segmentadas. 

Hay que indicar que la sobre segmentación no implica el error en el 
reconocimiento de una letra, sino un mayor coste en la posible determinación de la 
misma. Pero una "no segmentación" si implica un error en el reconocimiento de la letra. 

Por último, se ha establecido un proceso de obtención de la palabra más 
probable, sobre la base de datos de palabras de la que consta el párrafo. Todos estos 
procesos están investigándose, y mucho más este último, ya que el uso de diccionarios 
semánticos y léxicos, puede mejorar el reconocimiento. 

5.8 Conclusiones 

Si se observa el estudio del reconocimiento de palabras manuscritas aisladas no es muy 
usual en la literatura actual, y más si estas palabras son minúsculas. En este capítulo se 
ha descrito este estudio, obteniendo una tasa de reconocimiento del 83.2% para diez 
palabras diferentes, y si se siguen los resultados de la tabla 5.7, se obtienen las 
diferentes tasas para los diversos agrupamientos, hasta completar para cincuenta y 
nueve palabras, un 52.9% de reconocimiento. 

En particular para este ejemplo, hay que tener presente el gran parecido entre 
palabras, como a1 discriñiiñar entre "cuatrocientos" y "cuatrocientas", y como éste, hay 
muchos más ejemplos que se pueden observar en las plantillas de captación de muestras 
de este capítulo. Quizás si la naturaleza de las palabras fuese otra más incorrelada, la 
tasa de reconocimiento aumentase. 

Si se observa la literatura actual sobre este tipo de trabajo, se puede llegar a dos 
conclusiones. La primera denota la diferencia de naturaleza de los clasificadores 
utilizados, mientras en esta tesis se utilizan los modelos ocultos de Markov, como 
clasificador de secuencias extraídas de las palabras, mediante parámetros que siguen el 
trazo de escritura y las mediciones del contorno; en la literatura se usan clasificadores 
basados en características más geométricas. 

Y en segundo término, se observa que la diferencia entre las tasas de 
reconocimiento en el caso de no utilizar diccionario, son muy parecidas, algunas son 
mayores y otras menores, aunque no hay una prueba común o estándar, para poder 
establecer una comparación, ya que las palabras utilizadas no corresponden a las 



palabras provenientes de cheques bancarios. La única excepción viene marcada por 
[Saon97], que utiliza 26 palabras de cheques bancarios, con la particularidad, de que son 
palabras de la legua francesa, y las palabras están bastante incorreladas entre sí. Pero en 
líneas generales, se puede establecer que es un método novedoso y de buenos resuiiados 
para estas aplicaciones, tal y como se observa en la siguiente tabla. 

Reconocedor de 
palabras manuscritas 

[Buse1941 
[ChoisyOO] 
[Saon97] 
[Garris95] 
Esta tesis en media 
Esta tesis en media 
Esta tesis en media 
Esta tesis en media 
Esta tesis en media 
Esta tesis en media 

Número de 
patrones 

12 
25 
26 
38 
1 o 
20 
30 
40 
50 
59 

Tasas de 
reconocimiento 

81% 
83.1 % 
85.7% 
60.5% 
83.19% 
75.63% 
61.91% 
57.57% 
57.06% 
52.92% 

Tabla 5.13: Comparación de los sistemas reconocedores actuales para palabras manuscritas. 
:: 

Para esta tesis se ha aplicado el reconocimiento de palabras aisIadas proponiendo 
- 
m 
O 

como mejor técnica, la extracción de parámetros de altos, anchos y transiciones del = o 

contorno de la palabra, habiendo corregido su inclinación. Para esta técnica se propone 
m 

E 

como clasificador un modelo oculto de Markov de 30 estados y con 32 símbolos por O 

g 
estado, con un m~ltieti~uetado de 5. Este modelo debe de entrenarse con el 60% de la : 

E base de datos propuesta. Con estos parámetros se obtienen resultados promediados en a 

media del 83.2% para 10 palabras y 52.9% para 59 palabras. 2 

d 
D 

En este capítulo también se proponen otras técnicas para, el reconocimiento de 5 o 

cadenas manuscritas, como son las palabras o los códigos postales, a partir de la 
segmentación de cada uno de sus componentes, y el reconocimiento de los mismos, 
aplicado a un diccionario. Esta técnica es más usada en la literatura, pero igualmente 
puede ayudar a la mejora del reconocimiento. 
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Clasificación de manuscritos complejos: 
firmas 

6.1 Introducción 

Este capítulo trata sobre la adaptación de los parámetros para que sean clasificados 
mediante un modeio ocuito de Maricov, a partir de ia información que se pueda extraer 
de la secuencia de una firma. Ya se han visto en las aplicaciones anteriores que la forma 
de proceder es común, y para las firmas también será así. Por tanto, se va a crear una 
base de datos para la extracción de esta información. Lo primero es procesarla y 
adecuarla para las técnicas que se le aplicarán, para resaltar la secuencia. Y de dicha 
secuencia se crearán los vectores para-atacar a las funciones discriminantes. Finalmente, 
se pasa al proceso de reconocimiento, donde este clasificador debe ser adecuado a los 
vectores con esta información secuencia1 para optimizar la tasa de reconocimiento. 

En la literatura, la herramienta más usada en el reconocimiento de las 
aplicaciones manuscritas, van dirigidas a la extracción de las características geométricas 
[Neubauer96] [Cho97] [Hwang97] [Seiler96], y en el reconocimiento de formas en 
general [Kaewkongka99] [Buse194]. En este capítulo de clasificación de firmas, se hará 
énfasis en la información de la secuencia contenidas en las firmas. 
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6.2 Base de datos de firmas manuscritas 

La base de datos de firmas manuscrita puede estar formada por un universo 
relativamente ilimitado de patrones, ya que en el mundo hay más de seis mil millones 
de habitantes, y cada uno tiene su firma característica. Para usar esta aplicación, se ha 
limitado la base de datos a 60 patrones diferentes, lo que significa, que sólo se va a 
disponer de 60 escritores para su construcción [Caminogg-pfc]. 

Para el caso de esta base de datos de firmas, se han tenido presente dos aspectos 
fundamentales en el diseño de la plantilla de recogida de muestras. El primero es la 
cantidad de muestras recogidas por cada escritor para conseguir un eficaz entrenamiento 
del sistema, y al mismo tiempo, dejar algunas muestras para la realización del testeo del 
sistema. 

Y el segundo punto ha sido el tamaño seleccionado para que los escritores 
puedan dejar su firma de forina natural. Tampoco se puede dejar 9 espacio excesivo 
para cada firma, ya que se está liniitado por una plantilla de dimensión DIN-A4. Si se 
indaga sobre el tamaño tipo que se suele destinar al espacio de las firinas, se puede 
llegar a la conciusion, de que en ia mayoría de 10s casos, es& ocupa un tamaño 
rectangular, como se puede observar en los contratos de trabajo, documentos oficiales, 
documentos de identificación, o incluso tarjetas de crédito. Una muestra de ello se 
puede observar en los siguientes ejemplos gráficos: 

--. -.. -- , . .  . 

15egr.o alguno. E l  incurnplimi~n.to ue estos 
. i b n  cie v5a  ae apr.ernio (20 % )  y a i o s  intel  

20O/97 ( B . O . C .  20-08- 

.S 

Fd0.  : 
IS coiiSu NJ = así 

= 3pcion 

Figura 6.1: Ejemplos de recogida de firmas en documentos oficiales. 

Por tanto, el tamaño de la cuadrícula que se ha escogido para depositar cada 
muestra de firma del escritor, tendrá forma rectangular, y se plantearán dos tamaños 
diferentes para generalizar la cantidad de tamaños y modelos diferentes que existen en 
la sociedad. 

Como ya se señaló para la construcción de esta base de datos se han utilizado 60 
escritores (es decir, 60 patrones), y el número final de muestras que se recogió por 
escritor fue de 24 repeticiones de firmas, por lo que se obtiene un total de 1440 (60x24) 
rIi-uesiriw 
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6.2.1 Perfil de los escritores 

Se puede extraer una serie de características de los escritores que conforman esta base 
de datos, rasgos recapitulados en la misma hoja de plantilla, y cuyo resumen se muestra 
en la siguiente tabla: 

Diestro 
Mujer Diestra 

Diestro 
Hombre Diestro 28 

M 
1 

1 6 1 Muier 1 Diestra 1 22 1 

$ i i i l i i > m  ' y  
Hombre 31 

32 

'a- i , >? l,$ l 

* ,; 
Diestro 

3 3 
34 

281 

;,;:@m ' 
26 Hombre 

Muier 

35 
36 

Mujer 
Muier 

7 
8 

1 9 1 Muier 1 Diestra 1 25 1 

Diestro 
Diestra 

Mujer 
Muier 

37 
3 8 

73 
22 

Diestra 
Diestra 

Mujer 
Muier 

1 39 1 Muier 1 Diestra 1 43 1 

24 
5 1 

Diestra 
Diestra 

Mujer 
Muier 

39 
3 1 

Diestra 
Diestra 

e 

4 1 
23 

Diestra 
Diestra 

Zurdo 
Diestro 
Diestro 
Diestra 

10 
11 
12 
13 

40 
41 

65 
37 

25 
26 
22 
14 

Hombre 
Hombre 
Hombre 
Muier 

42 
43 

Mujer 
Hombre 

14 
15 

Mujer 
Hombre 

44 
45 

Zurda 
Diestro 

Mujer 
Muier 

16 
17 

14 
24 

Diestra 
Diestro 

Mujer 
Muier 

46 
47 

3 9 
43 

Diestra 
Diestra 

Hombre 
Muier 

18 
19 

38 
25 

Diestra 
Diestra 

Hombre 
Hombre 

48 
49 

13 
33 

Diestro 
Diestra 

Hombre 
Hombre 

20 
21 

27 
24 

Diestro 
Diestro 

Mujer 
Hombre 

50 
51 

24 
3 6 

Diestro 
Diestro 

Hombre 
Hombre 

22 
23 

22 
50 

Diestra 
Diestro 

Mujer 
Hombre 

52 
53 

3 1 
37 

Diestro 
Diestro 

Mujer 
Muier 

24 
25 

1 26 1 Hombre 1 Diestro 1 30 1 
1 27 1 Hombre 1 Diestro 1 29 1 

27 
28 

Diestra 
Diestro 

Hombre 
Hombre 

54 
55 

1 56 1 Hombre 1 Diestro 1 41 1 
1 57 1 Muier 1 Diestra 1 42 1 

24 
20 

Diestra 
Diestra 

Mujer 
Muier 

23 
3 1 

Diestro 
Diestro 

Mujer 
Muier 

22 
25 

Diestra 
Diestra 

28 
29 

Tabla 6.1: Muestrario de los escritores de la base de datos de firmas. 

3 3 
27 

Diestra 
Diestra 

58 
59 

De todos los escritores recogidos en esta base de datos, se puede establecer que: 

37 
24 

Hombre 
Hombre 

las edades de los mismos están comprendidas entre los 13 y los 74 años 
hay ligeramente más escritores femeninos que masculinos 
en general abundan los escritores diestros frente a los zurdos. 

Mujer 
Muier 

Materializando estas observaciones a valores estadísticos, se pueden obtener las 

Zurdo 
Diestro 

- 

siguientes figuras: 

2 1 
59 

Diestra 
Diestra 

67 
68 



I 

Porcentaje de Wjeres 
45% . Pocentaje de Hombres 

Figura 6.2: Porcentaje de Hombres vs. Mujeres de la base de datos de firmas. 

BPorcentaje de zurdos 

y: 

Pocentaje de Diestros 

Figura 6.3: Porcentajes de Diestros vs. Zurdos de la base de datos de firmas. 

De 21 a 30 años 
ODe 31 a 50 años 
O Más de 50 años 

Figura 6.4: Distribución por edades en la base de datos de firmas. 

6.2.2 Formato de la plantilla 

La plantilla utilizada para la captura de las muestras de los escritores firmantes, consta 
de las tres partes, al igual que en las aplicaciones de los anteriores capítulos. La primera 
son las líneas verticales y horizontales para la estimación de la inciinación. La segunda 
son los tres cajetines que aparecen en la parte inferior de la hoja de la plantilla, que se 
utilizan para recoger la información estadística de los escritores de la base de datos. Y 
por último, la rejilla que ocupa casi toda la plantilla y que se sitúa en la zona central de 
la misma. Esta rejilla toma dos formatos diferentes, y ambos son rectangulares, por los 
formatos usados más comúnmente en la práctica. Proponiendo esta variedad de tamaños 
para tener acceso a muestras bajo esta distinta circunstancia, ya que en la práctica no 
existen formatos estándares de recogida de firmas. Se han dispuesto de las 24 
repeticiones, 12 para un tipo de cuadrícula rectangular de 2.5x5.5 centímetros y las 12 
restantes en una cuadrícula de 3x5 centímetros. Eógicamente, cumpliendo el requisito 
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de poder realizar al trazo de la firma de forma natural. En las siguientes figuras se 
pueden observar la plantilla y un ejemplo de ésta, rellena. 

p z z q l  p q l  p z z z q l  
Figura 6.5: Plantilla de la base de datos de firmas. 
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Figura 6.6: Plantilla de la base de datos de firmas rellena. 
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También se ilustran, en la siguiente figura, el total de las muestras de cada una de las 
firmas que se han utilizado para construir esta base de datos. 

Firma 1 Firma 2 Firma 3 

Firma 4 Firma 5 Firma 6 

1 
Firma 9 Firma 7 Firma 8 

Firma 10 Firma 11 Firma 12 

Firma 16 Firma 17 Firma 18 

Firma 19 Firma 20 Firma 21 
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Firma 28 

Firma 31 

Firma 34 

Firma 37 

Firma 40 

Firma 23 

Firma 26 

Firma 29 

Firma 24 

Firma 27 

Firma 30 

Firma 33 Firma 32 

Firma 35 

Firma 38 

Firma 41 

1 
Firma 36 

Firma 39 

m 
Firma 42 
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Firma 43 

Firma 46 

Firma 49 

Firma 52 

Firma 55 

Firma 58 

Firma 44 

Firma 47 

Firma 50 

Firma 45 

Firma 48 

u., 
Firma 51 

Firma 53 Firma 54 

Firma 56 

Firma 59 

Firma 57 

Firma 60 

Figura 6.7: Muestrario de las firmas de las consta la base de datos. 
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6.2.3 Dificultades en la creación de las bases de datos 

Las dificultades que se han presentado en la elaboración de esta base de datos, además 
de las descritas en el capítulo tercero, apartado 3.2.5; se encontró alguna curiosidad 
más, y fue la desconfianza de algunos escritores en mostrar su firma auténtica, por 
miedo a falsificaciones, Po que motivó que éstas las realizaran con la escritura de su 
nombre y primer apellido, aunque fueron casos excepcionales [Camino99-pfc]. 

Quizás el hecho de no tener una compensación, ha propiciado esta desavenencia, 
pero finalmente la buena voluntad de todos ha proporcionado. la construcción de esta 
base de datos. 

6.3 Prepsocesado de imagen de la base de datos 

El preprocesado de datos aplicado a las firmas ha sido el mismo +e el realizado a las 
letras, a los dígitos y a las palabras manuscritas, descrito en el apartado 3.3 del tercer 
capítulo y en el 5.3 del capítulo quinto, respectivamente. 

Este proceso consta de los siguientes pasos; 

Extracción de muestras de la plantilla de firmas 
e Binarización de las muestras 

Eliminación del ruido 
e Normalización y reducción de las firmas 

6.4 Parametrización de los patrones manuscritos complejos 

Una vez que las firmas ya han pasado por el preprocesado correspondiente, ya se les 
puede aplicar la extracción de parámetros, estas técnicas que se van a utilizar para tal 
efecto son: 

Técnica de envolvente vectorizada por agrupación de regiones 
Técnica de envolvente vectorizada por polares 

e Técnica de envolvente vectorizada su secuencia 
e Técnica de envolvente vectorizada por altos, anchos y transiciones 
e Técnica de esqueletización, vectorizada por su secuencia - Técnicsl de! grsldiente p m  N_N 

Algunas de ellas ya han sido utilizadas con anterioridad, aplicadas a las 
anteriores aplicaciones manuscritas, en particular, la única técnica novedosa es la 
agrupación de regiones a partir de la envolvente, que se describirá a continuación. 

Otra peculiaridad añadida, es el uso de la envolvente, que no del contorno, 
aunque proviene a partir de éste. El cálculo de la envolvente puede tener diversa 
naturaleza, pero finalmente se ha optado por el uso de la morfología matemática para su 
obtención. 

Si se parte de una imagen, ya se ha visto en múltiples ocasiones en esta tesis 
como se ilega a caicuiar su contorno. En el caso ae las firmas ocurre io mismo (véase la 
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figura 6.8), y obsérvese el sencillo proceso que se aplica para obtener su envolvente, 
según la figura 6.9. 

(a) Imagen original (b) Contorno de la imagen 

Figura 6.8: Imagen de una firma y su contorno. 

Otra variable presente en este estudio es el hecho de disminuir el tamaño de la 
firma para el cálculo de su envolvente, por un lado se pueden observar ventajas desde el 
punto de vista del coste computacional, ya que la imagen es menor. Pero por otro lado, 
como cada escritor sólo realizar un patrón, el tamaño puede ser un elemento 
discriminante para su posterior reconocimiento. La respuesta final, la tendrá el 
clasificador que dará los mejores resultados, para firmas reducidas o sin reducir. 

morfológica 

Relleno de 
huecos 

Cálculo de la 
envolvente 

Figura 6.9: Proceso del caicuio de la envolvente. 

Básicamente la envolvente, es lo mismo que el contorno exterior, salvo que se ha 
dilatado. Pero se puede presentar el caso que una firma dilatada, que presente varias 
componentes o regiones. En ese caso, se procederá a unir dichas regiones, tal y como se 
observa en la figura 6.10, hasta conseguir una única envolvente. Para ello, se introduce 
un módulo de dilatación horizontal, y se aplica dicho módulo hasta que la firma es un 
solo elemento. 

Una vez ya se tiene la envolvente, se le puede aplicar las diferentes técnicas para 
extraer los parámetros, y construir así los vectores. Por último y para la técnica del 
gradiente [Cho97], se aplican los conceptos ya vistos en capítulos anteriores y 
explicados en el anexo E, concerniente a la información geométrica en las firmas. 



Figura 6.10: Proceso del cálculo de la envolvente con varias regiones aisladas. 

6.5 Vectorización de los patrones manuscritos complejos 

La primera técnica descrita en el apartado anterior es la vectorizaclón de la envolvente 
por agrupación de regiones. Esta técnica se basa en el concepto de centroide, y consiste 
en agrupar la firma en regiones según un criterio de conexiones de los vecinos 
horizontales y verticales a ambos lados, y posteriormente se calcula un punto 
característico del interior de la misma, que será dicho centroide. fiste se calcula 
promediando la localización de los pixeles en la región. Se determinarán tantas regiones 
e m x  e! cri:eriu & cufiexibs refleje, y !u e x t r ~ c i h  & !̂S p&v-~frcx a un vp.r.tnr se 

realiza con las coordenadas cartesianas de los centroides. En la siguiente figura se 
observa un ejemplo del cálculo de los centroides: 

Imagen original Envolvente de la imagen Cálculo de los centroides 

Figura 6.1 1: Determinación de los centroides a partir de su envolvente. 
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La segunda técnica para obtener vectores es una ya estudiada, el seguimiento de 
la envolvente en coordenadas polares. Como se ha visto en las aplicaciones de dígitos, 
letras y palabras manuscritas, los mejores resultados se encuentran si se utiliza como 
sistema de referencia el centro de masas de ias misma, y por tanto, se desecha el sistema 
de referencia de inferior izquierda, por extensión de los cálculos de las tasas de 
reconocimiento recopiladas. Un ejemplo de esta técnica para las firmas, se puede 
observar en la siguiente figura. 

Imagen original 

270 

Envoivenie 

Figura 6.12: Técnica de vectorización por coordenadas polares de la envolvente. 

En esta vectorización con coordenadas polares, se ha introducido un nuevo 
matiz, y es el número de píxeles a negro existentes desde el centro de masas de la firma 
hasta el extremo de la envolvente. Como ya se estudiará, este nuevo parámetro mejorará 
los resultados, y se ilustra un ejemplo de éste en la siguiente figura; 

Figura 6.13: Número de púceles a negros por ángulo para las coordenadas polares. 

La siguiente técnica descrita en el cálculo de parámetros para firmas, es la 
vectorización de la envolvente por su secuencia, al utilizar la matriz de 3x3 de saltos, 
que registra las variaciones que sufre en su dirección la secuencia. 

Figura 6.14: Extracción del vector de la secuencia de la envolvente de una firma. 
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Otra técnica usada para calcular parámetros de vectores son los altos, anchos y 
transiciones de una firma. El procedimiento es el mismo al empleado en las palabras 
manuscritas, y un ejemplo con firmas se puede observar en la siguiente figura; 

lmagen original 

1 m 

Altos y anchos 
i 

Transiciones 

Figura 6.15: Cálculo de los altos, anchos y transiciones de u n a f l m .  

Otra técnica estudiada para las firmas, y con antelación para las aplicaciones 
manuscritas más simples, es la de esqueletización. La forka de obtener el 
adelgazamiento es la misma, no varía en nada, y los resultados de su aplicación, se 
ilustran en la siguiente figura; 

Imagen original Imagen esqueletizada 

Figura 6.1 6: Firma original y esqueletizada. 

Y por último queda la técnica del gradiente, parece acertado discutir este tipo de 
técnica ya que en la mayoría de los casos estudiados en el estado del arte del segundo 
capítulo, sobre firmas en un sistema off-line, se utiliza información geométrica y no 
tanto de la envolvente. Esta discusión puede llegar a establecer alguna buena conclusión 
en el posterior estudio. 

La técnica del gradiente, cuyo algoritmo se ha aplicado en las aplicaciones 
anteriores, devuelve parámetros geométricos sobre las variaciones de la inclinación de 
la firma, en la horizontal, la vertical, el lado oblicuo derecho y el lado oblicuo izquierdo. 
Finalmente, también se incluye una reducción de firma para incluir como parámetro. El 
desarrollo de este algoritmo se encuentra en el anexo E, y un ejemplo del mismo queda 
ilustrado en la figura 6.17. 

Una vez conocidas todas las técnicas empleadas para la extracción de parámetros 
' de las firmas, ya sólo queda definir el clasificador que se va a utilizar y la descripción de 
los experimentos planteados, para averiguar cual es la técnica más discriminante. 



Clasijicación de manuscritos complejos: firmas 

Gradiente oblicuo derecho Gradiente reducido 

Gradiente oblicuo izquierdo Gradiente reducido 

Firma inicial 

Reducción Reducción reducida 

Gradiente vertical Gradiente reducido 

Gradiente horizontal Gradiente reducido 

Figura 6.17: Aplicación de la técnica del gradiente en lasj%-mas. 

6.6 Clasificación de las firmas manuscritas 

Se han planteado dos tipos de vectores de información diferentes, uno que provienen de 
infmmaeión de !a see~eneia y !os otros de ki gezliliSiBea. ES~GS e:asificadoies ya fueron 
usados con las aplicaciones manuscritas anteriores. Para modelar las fuentes 
secuenciales, se utilizarán los modelos ocultos de Markov (HMM) [Rabiner93], y para 
las fuentes geométricas redes neuronales (NN) [ChoW] [Lee96]. 

En ambos casos la clasificación será supervisada, y constará de una etapa de 
entrenamiento y otra de test. En la etapa de entrenamiento se optimizarán los parámetros 
del clasificador. Para el HMM serán el número de estados, el número de símbolos de 
observaciones por estado y la salida del algoritmo por umbral, utilizando un sistema 
BAKIS. Para NN serán el número de neuronas de la capa oculta y el coeficiente de 
aprendizaje inicial. 

Al igual que en la aplicación de letras, para las técnicas de coordenadas polares y 
de altos, anchos y transiciones; el número de símbolos de observaciones por estado se 
ha fijado en 32, ya que se ha calculado de forma experimental como un óptimo valor 
[GómezO 1 -pfc] . 
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La etapa de test devolverá los mejores resultados para las técnicas empleadas, 
basados en las probabilidades calculadas por los clasificadores. De esta forma, se 
averiguará cual de los anteriores métodos es más discriminante. 

6.7 Resultados: optimización de los parámetros del clasificador 

Las firmas manuscritas forman parte de la identificación que puede hacerse a una 
persona. La base de datos de firmas manuscritas estaría formada por cada una de las 
personas que viven en este mundo, pero en esta aplicación se va a ceñir a la descrita en 
este capítulo. El caso de las firmas tiene la peculiaridad de que siempre deben de crearse 
los modelos dependientes de escritor, ya que la firma es personal para cada escritor, sino 
se estaría hablando de una falsificación. Por tanto, estos modelos siempre serán 
dependientes del propio escritor, unas muestras se usarán para la etapa de entrenamiento 
y otra parte de las muestras del mismo escritor para la etapa de evaluación. 

Otro dato importante a tener presente en la aplicación de las firmas es la doble 
clasificación que ofrece, el reconocimiento y la verificación. Mientras el reconocimiento 
identifica a un firmante entre una cierto número de patrones de firmas, la verificación 
identifica una firma como la de un cierto escritor, siendo conocida la identidad dei 
firmante y su firma. Este capítulo centra su estudio en el reconocimiento, auque se está 
investigando la verificación y se han llegado a implementar algunos casos. 

Las pruebas efectuadas para las firmas, se realizaron con la base de datos de 
firmas detallada en el apartado 6.2, con un total de 60 firmantes y 24 repetición por cada 
escritor, recogiéndose todo el estudio de la optirnización de los clasificadores para el 
conjunto de las pruebas planteadas en el anexo D. 

En esta aplicación de firmas las pruebas que se han realizado son las mismas 
planteadas en el apartado 6.4. En estas pruebas se ha realizado la optimización para el 
HMM con detección de la envolvente. Pero el primer paso es ver si la reducción de la 
envolvente mantiene mayor discriminación que el tamaño original de la misma, ya que 
las firmas son únicas por cada escritor, y el tamaño en esta aplicación, puede llegar a ser 
una forma de diferenciarse. 

Para este experimento se ha trabajado una técnica muy utilizada a lo largo de 
esta tesis, como es la detección por la secuencia de la envolvente, y se ha llevado a la 
práctica con 20 firmas de la base de datos, dando como resultado: 

Tamaño de la envolvente al Número Número de pruebas 1 Tasa de 

Tamaño original 35 5 1 82.25% + 1.57 

detectarla por la secuencia de estados en el promedio 
Tamaño reducido 18 5 : 

Tabla 6.2: Estudio sobre el tamaño de la envolvente para 20Frmas. 

reconocimiento 
79.08% + 2.26 

Tras promediar el experimento en 5 ocasiones, se puede deducir de esta tabla, 
que el tamaño reducido puede ofrecer una disminución del coste computacional pero no 
un mayor éxito que el tamaño original de la envolvente. 
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Por tanto, a continuación sólo se van a utilizar las firmas sin comprimir su 
tamaño, y se va a experimentar para las diferentes técnicas mencionadas anteriormente. 
El siguiente factor a distinguir es la amplia gama de posibilidades de vectorización a 
partir de ia envoivente que se proponen, y se extienden con mayor cietaiie en eí anexo D. 
Para este experimento se ha utilizado el total de la base de datos, es decir, las 60 firmas 
de las que consta, para evaluar cual de los métodos es más discriminante. Con respecto 
a la envolvente los métodos aplicados han devuelto los siguiente resultados, recogidos 
en estas dos tablas. 

Técnica de extracción Número Pruebas de 
de parámetros de estados promediado 

Envolvente por agrupación de regiones 25 8 
Envolvente por coordenadas polares 35 8 
Envolvente por polares y píxeles negros 35 10 
Envolvente por secuencia 35 5 
Envolvente por altos, anchos y transiciones 35 10 
Envolvente por esqueletización 35 1 

Tasa de 
reconocimiento 
69.93% I 1.82 
85.44% + 0.70 
92.52% i 2.01 
74.94% I 2.06 
92.76% + 1.67 
67.50% + 0.00 

Tabla 6.3: Tasas de reconocimiento para o.ntimizar el clasijficador HMM 
con la técnica del contorno para3rmas manuscritas. 

Técnica de extracción Número Pruebas de 1 Tasa de 
de parámetros de neuronas promediado 

Técnica del gradiente por NN 135 1 
reconocimiento 

72.60% 

Tabla 6.4: Tasa de reconocimiento para optimizar el clasificador NN 
con la técnica del gradiente para firmas manuscritas. 

Se puede extraer de estas tablas que la diferencia entre las tasas de resultados es 
significativa, teniendo valores de hasta el 92% de éxito para la pararnetrización de la 
envolvente con coordenadas polares en conjunto con los píxeles a negro, y a altos, 
anchos y transiciones. 

Por otro lado, el resto de las técnicas aplicadas a la envolvente, están bastante 
por debajo de las tasas máximas, la agrupación de regiones en la envolvente 
[SánchezOl], la secuencia y la esquelización registran entre sí, aproximadamente los 
mismos órdenes de reconocimiento, empeorando en más de quince puntos. 

Rpcnprtn A.VVyVu.V 2 !a infcmLa~iSn gecmétri,ca, 12 t,p,cnica &! grzdiente es infericr 2 12s 
máximas encontradas con información de la envolvente. El enfrentamiento de estas dos 
informaciones puedan dar un reflejo de la importancia de la extracción de información 
de la envolvente para estas aplicaciones manuscritas, tal y como se muestra en la tabla 
6.5. Finalmente, la peor de las técnicas queda reflejada en la esqueletización de la firma, 
con 25 puntos por debajo del máximo valor. 

Tipo de 
Información 1 R e c ~ ~ ~ i ~ e n t o  
Geométrica 72.60% 
Secuencia1 1 92.76% 

Tabla 6.5: Tasas de reconocimiento según el tipo de información paraBrmas. 
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son: 

e 

e 

Por último, se han implementado, algunos sistemas híbridos, compuestos por las 
técnicas mencionadas con anterioridad, para lograr aumentar la tasa de reconocimiento. 
Se han planteado de las posibles combinaciones dos casos, ya que experimentalmente, 
fueron las que mejores resultados dieron. En particular, estos dos experimentos hechos 

La combinación de la envolvente por agrupación de regiones con coordenadas 
polares. 
La combinación de la envolvente por altos, anchos y transiciones con 
coordenadas polares y píxeles a negro. 

En el primer caso, la arquitectura implementada no es más que una combinación 
lineal de ambas técnicas, como se ilustra en la siguiente figura: 

Figura 6.18: Combinación lineal de centroides y coordenadas polares de la envolvente 
para reconocerfirmas manuscritas. 

Con este sistema las tasas de reconocimiento han aumentado, tal y como se 
presentan en la siguiente tabla. 

Número Envolvente por Envolvente por 1 Sistema lineal 
de prueba 

1 
II 
m 
IV 
v 
VI 

vm 

coordenadas polares 
85.00% 
86.48% 
Si74% 
85.93% 
85.00% 
85.93% 
QC <&o/, 
U J . J U  IV 

83.89% 

centroides 
71.67% 
71.67% 
71:30% 
67.22% 
72.22% 
67.22% 
69.63% 
68.52% 

Media i Varianza 85.44% + 0.70 69.93% i 1.82 

combinado 
89.07% 

Tabla 6.6: Tasas de reconocimiento del sistema combinado de polares y centroides. 

Se ha logrado una tasa del 89.84% de éxito para reconocer firmas, lo cual no 
llega a superar a los métodos presentados de forma aislada, pero nos da la idea que 
combinando distintas fuentes de información que provienen de la envolvente, se mejora 
la clasificación. 

El siguiente sistema combinado que se presenta, surge a partir del método de 
- lb--  ---LA- +r--n:ir:r.-irn -nrn I n  s-r.rrl..a-tn r, A n  Inri , - n n + r l a n m r l m c  n n l ~ r n o  m n  ~nnLintn dlua, aublIVD y LlQ1131blVlIGJ y414 14 G l I V U l V U I I L U  y UU 145 UUUiUWllUUrW Y V L C U W D  -11 W V I & J U l I b U  
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con los píxeles a negro, también para la envolvente. La arquitectura de combinación 
utilizada es exactamente igual a la reflejada en la figura 6.18, con la salvedad de que 
está especificada para estos métodos ya mencionados. A continuación se muestra dicho 
diagrama de combinación en la siguiente figura; 

Figura 6.19: Combinación lineal de altos, anchos y transiciones con coordenadas polares y 
pheles negros de la envolvente para reconocerfirmas manuscritas. 

Los datos de esta arquitectura se han recogidos en la siguiente tabla: 

Media I Varianza 92.52% I 2.01 92.76% I 1.67 1 95.96% I 0.60 

Tabla 6.7: Tasas de reconocimiento del sistema combinado de altos, anchos y transiciones 
con coordenadas polares y púceles negros. 

Si se observa este resultado con respecto a la tabla 6.3, se superan todos los 
resultados de los clasificadores de forma aislada en más de tres puntos. Por tanto, la 
información de la envolvente al combinarla mejora el éxito y en este caso reduce la 
varianza, presentando un resultado más estable. 

Aún se puede optirnizar más los parámetros del clasificador, jugando con el 
multietiquetado, es decir, el número de etiquetas por símbolo que se puede tener para 
cada parámetro. Se ha realizado con esta última combinación, ya que presenta el mejor 
resultado y la mayor estabilidad, se ha variado este parámetro, obteniendo las siguientes 
tasas de reconocimiento: 

Número de Parámetros del reconocedor 
Etiquetado pruebas 1 Polares y pixeles Altos, anchos y 1 Sistema lineal 

Tabla 6.8: Tasas de reconocimiento del sistema combinado de altos, anchos y transiciones 
con coordenadas polares y píxeles negros variando el etiquetado. 

realizadas 1 negros transiciones 
1 1 O 92.52% i 2.01 92.73% I 1.67 

combinado 
95.96% I 0.60 



Capítulo 6 

De esta última tabla, se puede establecer que aún se mejora la tasa de 
reconocimiento para reconocer firmas, hasta llegar a un 98.5%. Por lo que se puede 
volver a la misma conclusión dictada con anterioridad, la supremacía del clasificador 
HMM aplicándole las técnicas de la envolvente. 

6.8 Verificación en las firmas manuscritas 

Otra tendencia del estudio y.  la investigación, es Pa verificación de firmas, un 
campo que está en proceso' de investigación por parte de esta tesis, pero de los que se 
puede extraer algunos datos. Por ahora, sólo se ha planteado para algunas de las técnicas 
comentadas con anterioridad, en particular para la técnica de altos, anchos y 
transiciones, y para la envolvente de la envolvente de la firma con el número de píxeles 
negros. 

En la figura 6.20, se puede apreciar la verificación en régimen de falsa 
aceptación, es decir, a una firma que no corresponde un escritor se la asigna como tal; y 
en régimen de falso rechazo, definido como una firma que es de un cierto escritor y no 
la reconoce como tal. 

S Falso Rechazo (FR) 

4 - -  - -  - 

520 540 560 

Umbral (-logP(Wh, )) 

Figura 6.20: Curvas de error en ver@cación. 

De esta figura, se puede concluir que teniendo en cuenta la variación del umbral 
de la probabilidad asignada aún cierto modelo de firma, si se disminuye el umbral de 
prohahilida;dj aumenta el falso rechazo a medida que disminuye la falsa aceptación. Y si 
se aumenta dicho umbral, justamente ocurre el efecto contrario. En función de cual sea 
la aplicación se ejecutará de una manera u otra. 

6.9 Conclusiones 

En referencia a la literatura actual [Deng98] [Rigoll98] [JainO 1 ] , los datos alcanzados 
llegan a ser comparables y hasta superiores, que los datos que se pueden encontrar en el 
estado del arte de las firmas manuscritas actual. Con respecto a esta tesis, Pos datos 
vuelven a desprender la misma conclusión, que a la llegada en los capítulos anteriores, 
que la información procedente de la envolvente es útil para reconocer y verificar las 
firmas manuscritas, y que tiene mejor comportamiento la información secuencial que la 
geométrica, con estas técnicas estudiadas (véase el anexo D), y comparabies a ia 
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literatura actual. En la siguiente tabla se van a establecer los valores recogidos durante 
el estudio de la revisión del estado de la técnica frente a los alcanzados en esta tesis. 

Reconocedor de 
firmas 

[Rigo1198] 
[Rigo1198] 
[Deng98] 
[JainO 11 
[JainO 11 
[JainOl] 
Esta tesis en media 

Sistema Número de firmas Tasas de 
reconocimiento 

98.1% 
99% 

91.71% 
97% 
98% 
95% 

98.52 % 

Tabla 6.9: Comparación de los sistemas reconocedores actuales parafirmas. 

La conclusión resulta clara, en esta tesis se consiguen mejores resultados de 
cuanto al reconocimiento, y en cuanto al número de firmas a reconocer. Ambos factores 
en conjunto hacen que los sistemas con información de la envolvente propuestos en este 
caíikalu su~repaseii ;a las SiSiS.maS 2Stu&i&jS 2fi 1% lkerakia a2&izi, (UgGíiOS de sistema 

on-line y otros de sistema 08-line, con información geométrica. 
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Conclusiones y líneas futura de trabajo 

7.1 Introducción 

Este último capítulo resume las conclusiones más importantes obtenidas en esta tesis. 
Estas conclusiones van a compactar todo el planteamiento realizado en el primer 
capítulo, analizando los diferentes métodos y técnicas estudiadas sobre los resultados de 
las tasas de reconocimiento calculadas. 

Para finalizar este capítulo, se propondrán cuales son los puntos fundamentales 
sobre los que se pueden incidir, y cuales son los posibles nuevos puntos a introducir, 
para usar las ventajas que plantea el HMM y su combinación, ya sea con diferentes 
técnicas aplicadas al mismo HMM o con otro tipo de adquisición de información. 



7.2 Conclusiones 

Antes de pasar a describir las conclusiones, se va a repasar el objetivo de la tesis, 
comprobando así, el cumplimiento de la idea. trazada sobre la investigación que se ha 
desarrollado. Según se puede 'extraer en cita del primer capítulo; 

"El principal objetivo de esta tesis es estudiar el alcance los modelos ocultos de 
Markov para modelar patrones de formas manuscritas para el reconocimiento de los 
mismos. " 

Si se remite al apartado de resultados de los capítulos cuarto, quinto y sexto de 
esta tesis, se puede comprobar de forma cuantitativa, que realmente se cumple el 
objetivo principal de esta tesis, ya que mediante el contorno; y la información 
secuencia1 que se encierra en su trazo, se puede reconocer en las aplicaciones 
manuscritas. 

En primer lugar se puede observar de forma clara que la extracción de 
parámetros a partir del contorno produce muy buenas tasas de reco-cimiento en todas 
10- nml;eao;nnac A~POV;+PP e c \ m m ~ & n A n l o  rnn l o  l i t p r o t i i r g  gptiigl. 1, nnr tgntn r p  Aphp d p  
L C L J  U ~ I L W U W L U I I W O  UWOWLI&CW, W V L L L ~ C U ~ I U W I U  VVl l  1- I I L V I U I . U I U  UVCUUI, J y ~ i  buiibv, u-r urur r iw  

considerar a la información proveniente del contorno como muy útil para el 
reconocimiento de las aplicaciones manuscritas, en general. Como se puede observar en 
la figura 7.1, donde se comparan los resultados obtenidos en esta tesis, con algunos de 
la literatura, se podría decir que a medida que se complica la aplicación manuscrita, 
mejores resultados se obtienen. En los dígitos funciona algo mejor los resultados 
recabados en la literatura, y para letras y palabras se mantienen, y en el caso de las 
firmas mejora con respecto a la literatura. 
I 

Dígitos Letras Letras Palabras Firmas 
minúsculas mayúsculas 

Tipo de aplicación 
P o l i n ó m i c a  (Datos de la tesis) 
-Polinómica (Literatura actual) 

Figura 7.1: Comparativa en las aplicaciones manuscritas según su tasa de reconocimiento. 

Por tanto, el uso del contorno para clasificar, es una técnica que se puede 
extender a muchas aplicaciones manuscritas, y mejor resultado se obtiene, cuanto más 
compleja es la aplicación a reconocer. 
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También se puede concluir que la información geométrica es muy utilizada en la 
práctica y tan efectiva como la información secuencial, pero a medida que se complica 
la aplicación o se aumenta el número de patrones a discriminar, baja su eficacia. Pero lo 
importante es que la combinación de los clasificadores a partir de distintos métodos de 
extracción de parámetros, siempre y en todos los casos estudiados, mejora las tasas de 
reconocimiento, debido a la incorrelación de los métodos empleados y por tanto de los 
vectores obtenidos. Por lo que no se plantea la elección de un tipo de información, sino 
el uso combinado entre ellos. 

Y por último, estas técnicas de reconocimiento, y en particular, las referidas a la 
extracción de parámetros del contorno clasificándolo con HMM, pueden ser extensibles 
a otras aplicaciones manuscritas, tales como el reconocimiento de código postal de una 
carta manuscrita, o el reconocimiento de palabras segmentadas, entre otras, como ya se 
ha venido comentando en el capítulo quinto. 

7.3 Líneas futuras de trabajo 

A lo largo de esta tesis se han comentado algunas aplicaciones relacionadas con los 
datos manuscritos y otras técnicas que usan información geométrica, con la finalidad de a 

optimizar los procesos. Estos campos de actuación, resumirán las líneas futuras de - O m 

trabajo que se quieren proponer, se pueden concretar en los siguientes puntos: - 
0 
m 

Mejora en la extracción de parámetros 
Utilización de sistemas clasificadores híbridos 
Expansión del ámbito de las aplicaciones usando las técnicas propuestas 

La mejora de la extracción de parámetros va en referencia del uso de sistemas 
n 
n 

cada vez más eficientes para crear vectores de características más discriminantes entre 3 O 

patrones. Se puede observar como a medida, que la aplicación manuscritas aumentaba 
de complicación, las técnicas utilizadas eran más numerosas y complejas, pero 
proporcionaban mayor tasa de clasificación, por tanto ésto es una línea que hay que 
seguir potenciando e investigando. 

7.3.1 Sistemas clasificadores híbridos 

Los sistemas híbridos o combinados han surgido de la idea de la propia variedad de 
información, partiendo de que se tienen dos informaciones de distinta naturaleza. Por 
tanto, resultaría lógico pensar que ambas informaciones están incorreladas, ya que 
proceden de distinta extracción de datos, a pesar de que la fuente de partida sea la 
misma, la imagen del patrón manuscrito. Continuando con el proceso, esta información 
en forma de vector se introduce en el clasificador y finalmente éste devuelve unas 
probabilidades, siendo la máxima de éstas el valor estimado por el clasificador como 
cierto. Pero en los casos que ésta sea errónea por parte de una cierta técnica aplicada a 
un reconocedor, se pueden intentar corregir a partir de las informaciones de éxito de 
otras técnicas. 

b s  sistemas hibridov, iyvm c m  cnmhinx-iSn de infom-aciones diversas, y ,ésto 
reaImente es un acierto. El hecho de tener varias fuentes de información, con varios 
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clasificadores diferentes es una mayor riqueza en la aportación de parámetros 
discriminantes, que faciliten Pa diferenciación entre patrones. 

Se ha venido desarrollando una simple arquitectura, basada en la heurística, pero 
que puede ser el inicio de sistemas más complejos y con mejor resultado. En la 
siguiente gráfica se presenta el modelo. 

Vect,ores de entrada 

robabilidades + P~.JN(XII 

Patrón 
Estimado 

Figura 7.2: Combinación de sistema: de clasij7cadores de diferente tiPo de información. 

Lo que se pretende con este combinador es tomar una regla ae decisión para que 
pueda corregir fallos, dados por el clasificador HMM, para que sean corregidos por el 
clasificador NN y viceversa. Por tanto, se plantea la construcción de esta red 
combinadora, a partir de los clasificadores de forma aislada, tomando sus tres mejores 
probabilidades de éxito y combinado estas probabilidades con un cierto peso, para 
tomar como regla de decisión el mayor valor dado por la suma de las probabilidades por 
su peso. Este sistema de combinación se puede observa en la anterior figura 7.2. 

Una vez definido el sistema de combinación, se va a experimentar para algunas 
de las aplicaciones manuscritas que se han abordado, en particular, para los dígitos, las 
letras y las firmas. Como los clasificadores aislados ya están o6timizados y se han 
realizado unas pruebas de promedio para verificar su buen funci'onamiento, se va a 
hacer una prueba extensible a este sistema combinador, pkra probar así su 
funcionamiento. 

Dadas las tablas 4.4, 4.7, 4.8, 6.5 y 6.6, en las que se reflejan los valores 
promedios en media y varianza para cada una de las aplicaciones, se va a implementar 
este sistema para ver la aportación que puede reflejar. 
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No de Test 1 Clasificador Clasificador Clasificador 
de dígitos 

Test 1 
Test 2 
Test 3 
Test 4 
Test 5 
Test 6 
Test 7 
Test 8 
Test 9 
Test 10 

Media f Varianza 

HMM NN Combinado 

Tabla 7.1: Sistema combinado para los clasificadores HMM y NN con dígitos. 

Para los dígitos, tal y como se observa en la tabla 7.1, se produce un incremento 
en la tasa media de resultados, y en todos los casos, el clasificador combinado siempre 
estima mejor resuitacio que ei mejor ciasiíicador de forma aisiada. inciuso se mantiene 
el resultado más estable, ya que su varianza también es menor. a N 

= m 
O 

Para las letras, se ha realizado esta prueba tanto para minúsculas como para 
- 

mayúsculas, y su resultado se recoge en las siguiente tablas. 0 m 

E 

No de Test de letras 1 Clasificador Clasificador Clasificador 

Test 2 
Test 3 
Test 4 
Test 5 

minúsculas 
Test 1 

Media f Varianza 1 72.79 % f 1.29 59.84 % f 0.80 75.22 % f 1.16 

HMM NN Combinado 
73.63 % 61.06 % 75.54 % 

Tabla 7.2: Sistema combinado para los clas@cadores HMM y NN con letras minúsculas. 

No de Test de letras 1 Clasificador Clasificador Clasificador 

Test 2 
Test 3 
Test 4 
Test 5 

mayúsculas 

Media f Varianza 1 85.52 % f 1.34 68.77 % f 0.95 87.19 % f 1.29 

HMM NN Combinado 

Tabla 7.3: Sistema combinado para los clasificadores HMM y NN con letras mayúsculas. 

Test ! 1 8S.03 9% 67.40 9% u/ .Ju  Q C ~  <A Y&. 

Para cada una de las dos tablas, 7.2 y 7.3, el resultado que se ha obtenido en 
media es mayor, a las tasas de los clasificadores de forma aislada, si se observa de 
forma individual para cada uno de las evaluaciones, el resultado también es siempre 
superior, al de los clasificadores de forma aislada, y ocurre tanto para las letras 
minúsculas como para las letras mayúsculas. 
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Por último, se va a ejecutar este sistema para la aplicación de las firmas, pero se 
va a realizar con los dos sistemas de detección de contorno propuestos en el capítulo 
sexto. Se va a realizar con el reconocimiento dado por la clasificación del contorno por 
agrupamiento de regiones y por la clasificación dei contorno a partir de sus coorcienacias 
polares, en primer lugar y de la envolvente expresada por centroides y en coordenadas 
polares en segundo término. 

No de Pruebas 1 Contorno por Contorno por Clasificador 

Test 2 
Test 3 
Test 4 
Test 5 
Test 6 
Test 7 
Test 8 

h?lediz + Vuiw-zr 

de firmas 
Test 1 

Tabla 7.4: Sistema Combinado I para el clasijkador HMM para la técnica 
de contorno para firmas manuscritas. 

agrupación de regiones coordenadas polares Combinado 
85.00% 7 1.67% 89.07% 

Diez pruebas Envolvente por Envolvente por 1 Sistema lineal 

Tabla 7.5: Sistema combinado II para el clasijkador HMM para la técnica 
de contorno. para firmas manuscritas. 

promediadas coordenadas polares centroides 
Media rr Varianza 92.52% rr 2.01 92.72% rr 1.67 

Observando los resultados de estas últimas tablas (7.4 y 7.9, la mejora 
establecida con respecto a los clasificadores aislados es considerable, tanto en 
promedio, como en los valores individuales de cada uno de las evaluaciones, y con la 
correspondiente disminución de varianza, lo que implica un sistema más estable en el 
recnnncimient~. 

combinado 
95.96% I 0.60 

En conclusión de los sistemas combinados, se podría decir que en todos los 
casos establece una mejora, en mayor o menor medida, frente a los valores del mejor 
clasificador de f~m:, is!adu. Si se pme de una exfracci6fi de paU,mtrs h ~ 0 ~ d 2 d 8 ,  !a 
tasa de reconocimiento final se puede incrementar si se utiliza esta combinación de los 
clasificadores. Por tanto, hay que profundizar las investigacio&s entorno a estos 
sistemas y las arquitecturas que se puedan utilizar. 

7.3.2 Expansión del ámbito de aplicación 

Parece lógico pensar que del contorno de las aplicaciones manuscritás se pueden extraer 
parámetros secuenciales discriminantes para clasificarlos con HMM, llevando esta idea 
a otras aplicaciones manuscritas y de otra naturaleza, podría conseguirse que el sistema 
funcionase. Siguiendo esta extrapolación, en esta tesis se está investigando sobre 
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diferentes ámbitos que responden a resultados preliminales, mientras se indaga en las 
técnicas más apropiadas. Estas aplicaciones son; 

Aplicaciones manuscritas 
Aplicaciones biométricas 
Aplicaciones biológicas 
Aplicaciones del lenguaje dactilológico 

Si se extiende el estudio realizado sobre estas aplicaciones manuscritas, se 
podría plantear la creación de un OCR (Object Character Recognition) para 
documentos manuscritos, de tal forma que con un escáner se pudiera recuperar los 
textos manuscritos que contuviera. Este OCR para manuscritos, se puede particularizar 
para formularios que hay que rellenar a mano, muy típicos de la Administraciones 
Pública o de la adquisición de datos con distintas finalidades (estadísticas). 

También se podría crear una aplicación para reconocer la dirección exacta y la 
persona a la que va dirigida una carta, mediante la lectura de los datos de un sobre 
postal. Y por comentar otra aplicación, se podría hacer la verificación de un cheque 
bancario, tanto de ia cifra que contiene, como de ia firma de ia persona que io ha 
extendido. 

Dentro de las aplicaciones biométricas se está trabajando en la identificación de 
personas a partir de algunas de sus características biométricas, en particular, de los 
labios [GómezOl -pfc] y de las manos. 

Si se indaga en la literatura sobre el reconocimiento de labios, se puede 
encontrar que esta aplicación se venía desarrollando como complemento al 
reconocimiento automático de voz, y no específicamente al reconocimiento de labios 
[Zhang97]. La pretensión de este sistema, es la identificación de las personas a partir de 
sus labios, como garámetro biométrico. Se basa en los principios establecidos para las 
aplicaciones manuscritas. Se parte de una base de datos a la que se le aplica un 
preprocesado de imagen antes de calcular su contorno. Una vez establecido, se extraen 
sus parámetros y se usa un sistema híbrido, en este caso formado por un HMM y una 
NN, para obtener la decisión final del sistema clasificador. En la siguiente figura: se 
ilustra este proceso, en un diagrama de bloques. 

Figura 7.3: Sistema de reconocimiento biométrico mediante labios. 
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Entrando más en detalle, la base de datos está formada por 50 personas 
diferentes con 10 imágenes por personas, teniendo un total de 500 muestras. Los labios, 
en cada imagen, ocupan una posición distinta, ya que las diez imágenes fueron tomadas 
mientras se leía una frase. 

Cada una de estas muestras es una imagen con formato RGB, a la que se le 
aplica la transformación de Chang, Huang y Novak [Chang94], con la finalidad de 
conseguir una imagen independiente de la luminosidad, y del bello facial que pueda 
existir en los rostros, ya que son los principales problemas que se han encontrado. En la 
siguiente imagen, se puede observar estos ejemplos; 

Figura 7.4: Efecto de independencia de luminosidad y bello facial. 

Una vez, detectado la zona de los labios, se centra el estudi'o en el cálculo de la 
envolvente de los labios, que se realiza en dos pasos. Por un lado, la imagen es 
binarizada mediante el establecimiento del umbral adaptativo de' Ridler and Calvar 
[RidlerOl]. Y en segundo lugar, se aplican algunos operadores morfológicos para 
producir un suavizado en el contorno del labio, logrando finhmente, obtener la 
envolvente de los mismos. 

Figura 7.3: Detección de la envolvente de los labios. 

Ya finalmente, queda obtener los parámetros a partir del contorno, tal y como se 
observa en la figura 7.3, con las mismas técnicas ya analizadas en esta tesis. Estos 
parámetros son clasificados con la arquitectura presentada en dicha figura, usando el 
50% de la base de datos para entrenar y el resto para testear; y se" logran alcanzar las 
tasas de reconocimiento que se muestran en la siguiente tabla. 
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Con esta ejecución, se observa que se llegan a alcanzar un alto nivel de 
reconocimiento ya que en la literatura no se encuentran referencias, para el 
reconocimiento de personas, utilizando la información de la secuencia y geométrica que 
existe en los labios. 

Sistema clasificador 
HMM (altos y anchos) 
N N ( c ~ ~ r A e n x ! ~  pdares) 
Sistema combinador (HMM y NN) 

Del mismo modo se ha realizado el mismo experimento para las manos. 
Basándose en la forma de las manos, se sigue la secuencia del contorno de la misma, y 
se puede llegar a establecer un sistema de identificación de personas según la biometria 
de sus manos. 

Tasa de reconocimiento 
86.1 % -i 2.8 
96.2% f 2.5 
96.9% I 1.2 

Este estudio se está cjesarrollando para información geométrica, tales como las 
medida entre ~ E ~ Q S  . czrzztcr?'s?ic~~ . de !a mano, y se estudiará, para la información 
extraída del contorno, llegando al uso de un sistema híbrido como en la figura 7.3. Para 

a 
esta aplicación se parte de una base de datos de 50 manos diferentes con 6 muestras por 
mano. Una vez que se captura se establece la extracción de parámetros, para crear el 

- 
m 
O 

vector de características, tal y como se indica en la figura 7.6. Una vez, ya se tenga el 
- O m 

vector, se utiliza una red neurona1 con funciones radiales (RBF), llegándose a lograr un E 

éxito del 95.8 1 %. 
O 

o 
n 

E 
a 

n n 

n 

3 
O 

Tabla 7.6: Tasas de reconocimiento de los diversos sistemas para clasificar labios. 

Figura 7.6: Extracción de parámetros en las manos. 

La propuesta está en implementar lo mismo visto para las aplicaciones 
manuscritas en el reconocimiento por la biometría de las manos, usando el contorno de 
!a rnisrriur y sus vzri-riones modeladas con las diferentes técnicas propuestas. 



Capítulo 7 

En las aplicaciones. biológicas se está investigando en el reconocimiento de 
especies endémicas arbóreás .de Canarias a partir de las hojas de las mismas. El uso de 
la información secuencial en esta aplicación que se está desarrollando es básica, para su 
reconocimiento como se observa en ia tabía 7.6. Se esta intentando diferenciar entre í6  
especies diferentes con 20 muestras por especie, y el esquema que se ha establecido, 
guarda mucha similitud con los ya estudiados, tal y como se ilustra en la siguiente 
figura: 

Figura 7.7: Sistema clasificador de especies arbóreas por su hoja. 

La extracción de parámetros se basa en el cálculo del contorno a partir de la 
aplicación de los mismos algoritmos que en las aplicaciones manuscritas. El 
seguimiento del contorno se ha hecho por la secuencia con la matriz de saltos por la 
variación de la dirección para clasificarlo con HMM. Y para NN se ha usado la técnica 
de altos, anchos y el valor del perímetro. Para esta base de datos, estos algoritmos 
dieron el resultado mostrado en ];tabla 7.7. 

Imágenes originales, 
5 
1 

Contorno de las hojas preprocesadas 

Figura 7.8: Cálcylo del contorno de las hojas. 
a 

.?, 



Conclusiones y líneas futuras de trabajo 

Bajo las condiciones de la figura 7.7, y estableciendo un entrenamiento con el 
50% de las muestras por especie, se han logrado las siguiente tasas: 

Sistema  combinad&-(^^^ y NN) 1 78.35% 

Sistema clasificador 
HMM (secuencia) 
NN(Altos, anchos y perímetro) 

Tabla 7.7: Tasas de reconocimiento de los diversos sistemas para clasificar 
árboles endémicos de Canarias. 

Tasa de reconocimiento 
75.41% 
43.2% 

Estableciendo varias etiquetas a los símbolos contenidos..en un estado del HMM, 
hasta un total de ocho, el sistema mejora, lográndose los siguientes valores: 

Sistema clasificador 
HMM (secuencia) 

Tabla 7.8: Tasas de reconocimiento de los diversos sistemas para clasijkar 
árboles endémicos de Canarias con multietiquetado. 

Tasa de reconocimiento 
78.37% 

NN(Altos, anchos y perímetro) 
Sistema combinador (HMM y NN) 

Estos resultados se consideran buenos como primera aproximación, ya que se 
sigue investigando al respecto, y al no disponer de referencias técnicas en la literatura, 
ya que sólo se encuentran del tipo biológico [Im98]. 

43.2% 
80.2% 

Por último se ha llevado esta técnica también al ámbito del alfabeto 
dactilológico [Ladrón-01-pfc], utilizado por personas con problemas de audición. En 
esta aplicación, se ha buscado la información del contorno que deja la mano, cuando 
ésta describe una letra de dicho alfabeto. En particular, hay un total de 25 letras que se 
representan con 20 muestras por patrón, ya que algunas de ellas se logran con 
movimiento, y en una imagen estática es muy difícil de registrar. 

El procesado aplicado a esta aplicación lleva a la imagen de un formato RGB 
L^^L^ Ii:...-.-.. ".....,:n..b -1 ..Pn,r\.. ,-1 ., ,..-m,-. P P  ,-.I.ICP,..,,, Pn l o  f;',,,;m-,t~ 
I I ~ S L ~  U I I ~  I I I I ~ ~ C I I  ulucula, ~ U G  ~VIILIGIIG GI V Q ~ L V L  L Q ~  y ~ V L L L V  JU u u a w i  v u  w i i  iu u i g u i u i i r u  

figura. 

Figura 7.9: Procesado de imagen aplicado a la letra "C". 



Capítulo 7 

Una vez se tiene el elemento principal (el contorno), se pasa a extraer los 
parámetros. Las investigaciones que se están realizando, se han centrado en la técnica 
de la secuencia para modelar los HMM y la técnica de altos, anchos y transiciones para 
modeiar ia NN. Estos resuitados, son preiiminaies, y ni siquiera se ha estudiado el 
sistema de forma combinada. Los resultados obtenidos hasta ahora se muestran en la 
siguiente tabla: 

Sistema clasificador I Tasa de reconocimiento 
-- 

HMM (secuencia) 1 93.6% 
NN(A1tos. anchos v transiciones) 1 91.2% 

Tabla 7.9: Tasas de reconocimiento sobre el alfabeto dactilológico. 

Un primer comentario sobre estos resultados, es el buen nivel que ofrece 
nuevamente la información secuencia1 del contorno, al igual que la información 
modelada por la red neuronal, lo que hace presagiar un aumento del resultado si se 
investiga sobre las técnicas de parametrización y las de la arquitectura a utilizar. A 
m& de reffimefi, re P~I&!PCP fifi diqyum. cip h ! ~  j f i ~ r  q ~ p .  y p q p .  P.SI- anal j i r ,  ~ q y f n  
las mencionadas técnicas que se están utilizando para reconocer el alfabeto 
dactilológico; y podría responder a la siguiente figura: 

Figura 7.10: Sistema de reconocimiento del alfabeto dactilológico. 

Como se refleja en estos estudios, el diagrama de bloques es el mismo, y se 
arnoida con un buen grado de sirniiitud, a estas apiicaciones comentadas, aunque poseen 
una diversa naturaleza. Todas tienen en común el uso de la clasificación con HMM 
aplicadas al contorno, como parte fundamental para su reconocimiento. Por tanto, sólo 
hay que buscar aplicación desde este punto de vista, del uso del HMM, para hacer que 
este método sea de utilidad en el complejo mundo de la clasificación. 

Como conclusión, se ve que la técnica de extraer información del contorno 
clasificada con HMM, se puede hacer extensible a muchos campos, quizás no radique 
en buscar campos de actuación sino en buscar donde se encuentra la información 
secuencial de una aplicación, para aplicar este reconocedor. Al igual que hay que 
profundizar y seguir investigando sobre las aplicaciones que se han presentado, para 
buscar la secuencia más discriminante de las formas a clasificar. 
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Anexo A 

Pruebas realizadas con los dígitos manuscritos 

A.1 Introducción 

Este anexo contiene el planteamiento de las diferentes pruebas realizadas para optimizar 
los parámetros del clasificador y de la extracción de características, con el propósito de 
lograr la mayor tasa de reconocimiento posible. Se ha partido de la base de datos que se 
ha construido sobre dígitos manuscritos. La extracción de características se realiza 
principalmente con la información del trazo de la secuencia debido al uso del HMM, 
aunque también se ha utilizado la geométrica, aplicada a NN. A partir de la 
interpretación de los resultados, se han buscado los valores óptimos para el mejor 
funcionamiento de cada clasificador. De esta forma se han realizado un total de seis 
experimentos, para fijar y concluir con la mejor propuesta. 



Anexo A 

A.2 Optimización del clasificador para dígitos manuscritos 

El uso de los modelos ocultos de Markov marcan de forma clara la tendencia en el 
planteamiento de la extracción de parámetros, centrando la atención en la información 
extraída del trazo de las imágenes. 

Para esta información del trazo se han utilizado dos técnicas para extraer sus 
parámetros, la detección de contorno y la esqueletización. Los vectores que se van a 
obtener por ambos métodos van a pasar por las mismas pruebas, con la finalidad de 
obtener cual de los dos sistemas devuelve mejores resultados en la tasa de 
reconocimiento. Como ya se ha comentado anteriormente, se pretende variar el número 
de estados, las muestras por escritor, y los escritores empleados en el entrenamiento 
para determinar cuales dan mejores resultados. Una vez determinados estos valores, ya 
se puede decir que se ha optimizado el uso del clasificador HMM para esta aplicación 
en particular. 

-Con respecto a la información geométrica, aunque no es el objetivo de esta tesis 
se va a realizar una simple prueba. Se expondrá la extracción ck parámetros por la 
tecnica del gradiente [Chog17j, y ei ajuste del ciasificador i ~ I 4  se reaiizai-8 variando, el 
número de neuronas de la capa oculta, el número de escritores por entrenamiento, así 
como las muestras que se utilizan por cada uno, y el coeficiente de aprendizaje. De esta 
forma se puede intentar mejorar la tasa de reconocimiento mediante el planteamiento de 
un sistema clasificador híbrido, con fuentes de parámetros incorreladas. 

Las pruebas que se van a realizar para los dígitos manuscritos serán pruebas 
dependientes e independientes de escritor. Esto no es más que el uso de las mismas 
muestras con las que se han entrenado, para realizar el test. De esta forma se puede 
apreciar si el clasificador es capaz de discriminar las muestras en el caso de que no las 
haya conocido antes; y también da información de que la base de datos logra tener una 
buena constitución, ya que con algunas muestras de un escritor se es capaz de reconocer 
el mismo patrón de diferentes escritores. 

La estructura de las pruebas realizadas seguirá la siguiente secuencialización: 

Optimización realizada para HMM con detección de contornos interior y 
exterior para dígitos de tamaño original 
OptimizziciriSn redizada parira HMM con detección de contornos exteriores 
para dígitos de tamaño original 
Optimización realizada para HMM con detección de contornos exteriores 
para dígitos de tamaño reducido 
Optimización realizada para HMM con detección de contornos exteriores 
parametrizado con coordenadas polares para dígitos de tamaño reducido. 
Optimización realizada para HMM con la técnica de esqueletización para 
dígitos de tamaño reducido 
Optirnización realizada para NN con la técnica del gradiente 
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A.2.1 Optimización realizada para HMM con detección de contornos 
interior y exterior para dígitos de tamaño original 

La primera prueba ha sido variar el número de estados. Para ello, se han tenido 
que fijar los demás parámetros, se han escogido 30 escritores para las muestras de 
entrenamiento y 10 escritores para las muestras de test. A partir de estos datos, se ha 
escogido de las 12 repeticiones que hay por patrón y escritor, tres para crear el 
entrenamiento y nueve para el test. Esto se ha invertido, usando nueve repeticiones para 
entrenamiento y tres para el test, como se muestran en las tablas A.l  y A.2 
respectivamente. La extracción de los datos se ha realizado con la técnica del contorno, 
usando el contorno interior y exterior de los dígitos con tamaño original. Los resultados 
que se obtuvieron fueron [Moralesgg-pfc]: 

N" de 
Estados 

Tasa de reconocimiento Tasa de reconocimiento 
(test dependiente de (test independiente de 

escritor) escritor) 

Tabla A.1: Tasas de reconocimiento para 3 muestras en el entrenamiento 
variando el número de estados. 

escritor) escritor) 
86.33% 83.65% 

N" de 
Estados 

87.44% 
85.55% 
90.44% 
nn riqm 
YU. 1 1-70 

92.33% 
89.77% 
9 1.44% 
89.33% 

Tasa de reconocimiento Tasa de reconocimiento 
(test dependiente de (test independiente de 

Tabla A.2: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de estados. 

A continuación se exponen las gráficas que permiten relacionar la tasa de 
reconocimiento con los valores de las variables anteriormente citadas, de manera más 
intuitiva: 
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(test dependiente de 
escritor) 

+Tasa de reconocimiento 
(test dependiente de 

NQ de estados 

Figura A. 1: Tasa de reconocimiento enfunción del no de estados (3 muestras por escritor). 

NQ de estados 

+~asa.dg reconocimiento (test 

+Tasa de reconocimiento (test 
independiente de escritor) 

I 
n 

Figura A.2: Tasa de reconocimiento enfunción del no de estados (9 mu2stras por escritor). 
n 
n 

3 
O 

En las figuras A.l  y A.2 se puede observar como las tasas de reconocimiento al 
realizar el test dependiente de escritor son superiores a las obtenidas al realizar el test 
independiente de escritor. Este resultado es un tanto lógico de esperar, ya que el 
clasificador funcionará mejor con las' propias muestras con las que se entrenó, que con 
otras diferentes, aunque los resultados siguen mis o menos ia misma tendencia. Otra 
característica importante es que los mejores resultados se centran entorno al número de 
estados situados entre 40 y 60. 

Del cruce entre las dos gráficas, se observa que al incrementar las muestras por 
escritor usadas para entrenar el modelo, las tasas de reconocimlento mejoran. Esto 
ocurre excepto para los modelos con muy pocos estados, donde el exceso de muestras 
puede provocar un sobreentrenamiento, provocando la pérdida de generalización y por 
tanto, la bajada de tasas de éxko. 

Otra de las variables a analizar es la influencia del número de escritores usados 
durante el entrenamiento del modelo. Para ello se ha preparado una prueba utilizando de 
la base de datos un agrupamiento de 10, otro de 20 y un último de 30 escritores. Y cada 
agrupamiento utiliza 3 6 9 muestras por escritor para el entrenamiento. El test realizado 
se ha hecho con las muestras restantes hasta completar las 12 repeticiones por escritor. 
Las tasas de reconocimiento obtenidas son: 
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No de 
Estados 

1 o 
20 
30 
40 
50 
60 
70 
80 
90 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

No de 
Estados 

10 
20 
30 
40 
50 
60 
70 
80 
90 

Tabla A.3: Tasas de reconocimiento para 3 muestras en el entrenamiento 
variando el número de escritores. 

Reconocimiento indevendiente de escritor 

(1  0 escritores) (20 escritores) (30 escritores) 
83.66% 75.33% 72% 

89.33% 94.11% 94.77% 
abla A.4: Tasas de reconocimiento para 9 muestras en el entrenamiento 

variando el número de escritores' 

Las gráficas que se pueden obtener a partir de estas tasas de reconocimiento se 
muestran en-las siguientes figuras, ya que su interpretación se hace más visible: 

a 7 0 0  
10 20 30 40 50 60 70 80 90 

N V e  estados 

+Tasa de 
reconocimiento (1 0 
escritores) 

+Tasa de 
reconocimiento (20 
escritores) 

+ Tasa de 
reconocimiento (30 
escritores) 

Figura A.3: Tasa de reconocimiento en función del no de escritores (3 muestras por escritor). 
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70 / , , I I 

10 20 30 40 50 60 70 80 90 

N* de estados 

+Tasa de reconocimiento (1 O 
escntoresj 

+Tasa de reconocimiento (20 
escritores) 

 asa de reconocimiento (30 
escritores) 

'igura A.4: Tasa de reconocimiento en función del no de escritores (9 muestras por escritor). 

En las últimas dos figuras, se observa como para un número reducido de estados 
(130) los modelos entrenados con menos escritores obtienen mejores tasas de 
reconocimiento. En cambio, para un mayor número de estados la situación es la inversa. 
r, ~ o n  estas gigfica se demesku que existe un. re!2cih eri.m el entrenamiento necesario 
para obtener las mejores tasas y el número de estados de la cadena. Es decir, para un 
número de estados dado existe un cierto de entrenamiento óptimo, por encima y por 
debajo del cual caen las tasas de reconocimiento. 

Haciendo resumen, la tasa de entrenamiento, al usar los vectores que contienen 
el contorno interior y exterior de los dígitos originales en las fases de entrenamiento y 
test del clasificador aumenta al: 

e Incrementar el número de estados del modelo, encontrándose el máximo 
aproximadamente en 80 estados. 
Incrementar el número de muestras por escritor empleadas en el entrenamiento. 
Increwntar el número de escritores empleados en el entrenamiento. 

.' . 

De las gráficas anteriores se puede observar que la tasa de reconocimiento 
máxima al realizar el test independiente responde a: 

Tabla AS: Mejor resultado para la optimización realizada para HMM con detección de 
contornos interior y exterior para dígitos de tamaño original. 

Tasa de reconocimiento 
No de estados 
N h e m  de escritores usados en el entrenamiento 

A.2.2 Optimización realizada para HMM con detección de contorno 
exterior para dígitos de tamaño original 

97.22% 
70 
30 

Las pruebas a realizar serán las mismas que se efectuaron con anterioridad, para poder 
comparar ambos métodos y decidir cual de las dos técnicas de extracción de parámetros 
tiene una mejor respuesta frente al HMM. 

Número de muestras rior escritor en el entrenamiento 1 3 
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I 

Dichas pruebas se han realizado para un test dependiente e independiente de 
escritor, variando el número de estados y las muestras utilizadas para crear los modelos. 
En las siguientes tablas se muestran los resultados obtenidos: 

No de 
Estados 

Tasa de reconocimiento Tasa de reconocimiento 
(test dependiente de escritor) (test independiente de escritor) 

76.66% 67.22% 
83.77% 78.44% 
91.1 1% 85.88% 
90.22% 82.33% 
83.44% 77.44% 
89.66% 85.88% 
95.33% 88.33% 
90.1 1% 83.33% 

93% 85.44% 

Tabla A.6: Tasas de reconocimiento para 3 muestras en el entrenamiento , 

variando el número de estados. 

N" de 1 Tasa de reconocimiento Tasa de reconocimiento 

Tabla A. 7: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de estados. 

Estados 
10 

Para estas tablas con las tasas de éxito, se pueden realizar las siguiente gráficas: 

(test dependiente de escritor) (test independiente, de escritor) 
9 1 % 86.55% 

-t Tasa de reconocimienio 
(test dependiente de 
escritor) 

+Tasa de reconocimiento 
(test independiente de 
escritor) 

10 20 30 40 50 60 70 80 90 

N q e  estados 

Figura AS: Tasa de reconocimiento enfunción del no de estados (3 muestras por escritor). 



 asa de reconocimiento 
(test dependiente de 
escritor) 

+Tasa de reconocimiento 
(test independiente de 
escritor) 

1 O0 

.- 

.E 80 - O 

Figura A.6: Tasa de reconocimiento en función del no de estados (9 muestras por escritor). 

O 
8 75- 
O 

70- 

65 

De estzs g:Ufica 0 5  y A.6, se p ~ d e  deducir que !a tasa de reconocimiento van 

I U I , 

aumentando a medida que se eleva el número de estados, alcanzando el máximo entre 
los 70 y 80 estados; tanto para los vectores del test dependiente como independiente. 
Otra observación encontrada, es la mayor tasa dada en las muestras dependientes, lógico 
de pensar ya que han sido esos vectores los que han definido el modelo. Y también se 
puede observar, que entre más muestras se usen para él entrenamiento mejor será la tasa 
de éxito. 

10 20 30 40 50 60 70 80 90 

NQ de estados 

Con la siguiente tabla, se pretende estudiar la evolucidn de la tasa de 
reconocimiento en función de la cantidad de escritores usados para entrenar. 

Tabla A.8: Tasas de reconocimiento para 3 muestTs en el entrenamiento 
variando el número de escritores. 

No de 
Estados 

Representando los valores de la tabla A.8, se obtiene esta figura: 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

(1  0 escritores) (20 escritores) (30 escritores) 
!O , 67.22% 77.33% 79.66% 
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N* de estados 

+Tasa de reconocimiento 
(1 0 escritores) 

+Tasa de reconocimiento 
(20 escritores) 
Tasa de reconocimiento 
(30 escritores) 

Figura A. 7: Tasa de reconocimiento enfunción del no de escritores (3 muestras por escritor). 

De esta grifica A?, se plieden ~hservx  des purtes bier? difere~ciadas, c u m d ~  e! 
número de estados es menor a 50, la tendencia es a mejorar la tasa de éxito al aumentar 
el número de escritores. Pero para un número de estados mayor a 50, la tasa de 
reconocimiento se mantiene por igual y con indiferencia del aumento de escritores. 

Haciendo un resumen de la tasa de reconocimiento usando vectores que 
contienen el contorno exterior de los dígitos originales, se puede comentar que al: 

Incrementar el número de estados del modelo se localiza los valores máximos de 
reconocimiento entre.50 y 80 estados. 
Incrementar el número de muestras por escritor y de escritores empleados en el 
entrenamiento, mejora la tasa de éxito. 

De las gráficas anteriores se puede observar que la tasa de reconocimiento 
máxima al realizar el test independiente responde a: 

Número de muestras por escritor en el entrenamiento 19 

Tasa de reconocimiento 
No de estados 
Número de escritores usados en el entrenamiento 

Tabla A.9: Mejor resultado para la optimización realizada para HMM con detección de 
contorno exterior para dígitos de tamaño original. 

91.77% 
50 
10 

A.2.3 Optimización realizada para HMM con detección de contorno 
exterior para dígitos de tamaño reducido 

Las pruebas que se van a realizar en este caso son las mismas que los otros dos 
casos anteriores, se pretende optimizar los parámetros del HMM para esta extracción de 
parámetros con los digifos reducidos. Ésto se quiere obtener variando el rimero de 
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estados, las muestras por escritor usadas para el entrenamiento y el número de escritores 
utilizados para entrenar. 

e .  

Las siguientes tablas muestran los vaiores de la tasa de re&iiocimiento al vmar 
el número de estados para los casos de usar 3 y 9 muestras por escriior. 

No de 
Estados 

10 
20 
30 
40 
50 
60 
70 
80 

Representando los valores de las tablas A.10 y A. 11 en las ;iguientes gráficas se 

Tasa de reconocimiento Tasa de reconocimiento 
(test dependiente de escritor) (test independit& de escritor) 

89.22% 84.77% 
93% 89%' 

95.44% 92.77% 
94.33% 9 1.77% 
92.22% 90.55% 
94.55% 93.77% 
91.33% 90.22% 
84.44% 83.33%-.' 

No de 
Estados 

10 
20 
30 
40 
50 
60 
70 
80 

obtiene: 

Tabla A. 10: Tasas de reconocimiento para 3 muestras en el entrenamiento 
variando el número de estados. 

Tasa de reconocimiento Tasa de reconocimiento 
(test dependiente de escritor) (test independiente de escritor) 

9 1 % 82% 
. 94.66% 88.33% 

96% 93.66% 
95% 94.88% 
98% 94.1 i% 
96% 94.55% 

93.33% 91.55% 
76.33% 75.44% 

75 f 1 
10 20 30 40 50 60 70 80 

Ns de estados 

Tabla A.11: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de estados. 

A rii- A, .,,,,,, :,:,,r, 
V I ciaQ UP IGCiUIIUbIIIIIGIIlV 

(test dependiente de 
escritor) 

+Tasa de reconocimiento 
(test independiente de 
escritor1 

Figura A.8: Tasa de reconocimiento enfunción del no de estados (3 muestras por escritor). 
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10 20 30 40 50 60 70 80 

N* de estados 

+Tasa de reconocimiento 
(test dependiente de 
escritor) 

-9- Tasa de reconocimiento 
(test independiente de 
escritor) 

Figura A.9: Tasa de reconocimiento enfunción del no de estados (9 muestras por escritor). 

De las figuras A.8 y A.9 se obtiene que el número de estados donde se obtiene mejores 
resultados entre ~ Q S  A0 y 60 ertador, ccmc conseccenciu de qlue !os ~ : ~ ~ t = : ~ s  
parámetros son más pequeños, al usar dígitos más reducidos. Ésto también implica.una 
menor velocidad de procesado y clasificación. También se puede observar como las 
tasas de reconocimiento a partir de 80 estados caen exageradamente debido a que la 
longitud de los vectores es demasiado pequeña para entrenar con 80 o más estados, ya 
que es comparable casi al tamaño del vector. Por último, se muestra como con el 
aumento de muestras para entrenar, mejora la tasa de reconocimiento. 

A continuación, se analiza la tendencia de la tasa de éxito frente al número de 
escritores y el número de las muestras de éstos utilizadas en el entrenamiento. 

Tabla A. 12: Tasas de reconocimiento para 3 muestras en el entrenamiento 
variando el número de escritores. 

No de 
Estados 

1 O 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

(20 escritores) (20 /?s-r!:t~rgs,) (30 osrritnre~) 
84.77% 90.66% 87.66% 



Anexo A 
í 

Reconocimiento independiente de escritor 

10 82% 90.1 1% 85% 

A continuación se ieuestran las gráficas A. 10 y A. 1 1, que han sido compuestas a 

20 
30 
40 
50 
60 
70 
80 

partir de estas tablas, las A. 12 y A. 13. 
I 

88.33% 90.66% 94% 
93.66% 95.22% 93% 
94.88% 93.55% 95% 
94.11% 95.33% 95.11% 
94.55% 95.22% 95.1 1% 
91.55% 96.22% 93.55% 
75.44% 92.88% . 95.88% 

I NQ de estados 

Tabla A. 13: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de escritores. 

-t Tasa de reconocimiento 
(1 0 escritores) 

+Tasa de reconocimiento 
(20 escritores) 

- +*-- Tasa de reconocimiento 
(30 escritores) 

,Figura A.lO: Tasa de reconocimiento enfunción del no de escritores (3 muestras por escritor). 

75 ! I 1 I 1 

10 20 30 . 40 50' 60 70 80 

N'-' de estados 

-+Tasa de reconocimiento 
(1 O escriioresj 

+Tasa de reconocimiento 
(20 escritores) 

--&- 

Figura A.11: Tasa de reconocimiento en función del no de escritores (9 muestras por escritor). 
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De las figuras A. 10 y A. 1 1, se desprende que la tasa de reconocimiento, excepto 
en algún pico, aumenta a medida que se incrementa el número de escritores y el número 
de muestras por cada escritor en el entrenamiento. Se percibe la existencia de un rango 
dei número de estados de los modelos, entre los 30 y los 60 estados; en el que la tasa de 
éxito es bastante estable y de mayor valor que en el resto de los números de estado. 

Resumiendo, la tasa de reconocimiento al entrenar el HMM con la extracción de 
parámetros del contorno exterior de la base de datos de los dígitos reducidos, se 
aumenta al: 

Establecer el número de estados en la creación de un modelo, en la franja de 40 
a 60. 
Aumentar el número de muestras por escritor empleadas en el entrenamiento. 
Aumentar el número de escritores empleados en el entrenamiento. 

La mejor tasa de reconocimiento independiente de escritor se presenta en 
diferentes casos, con el mismo valor del 96.22%, como se muestra en la siguiente tabla; 

- -  - -  - . ~  - 
I 

No de estados 1 60 1 50 1 '70 
Número de escritores usados en el entrenamiento 1 20 1 30 1 20 
Número de muestras por escritor en el entrenamiento 1 3 1 3 1 9  

Tabla A.I4: Mejor resultado para la optimización realizada para HMM con detección de 
contorno exterior para dígitos de tamaño reducido independiente de escritor. 

A.2.4 Optimización realizada para HMM con detección de contornos 
exteriores parametrizado con coordenadas polares para dígitos 
de tamaño reducido 

Para determinar lo discriminante que va a ser la vectorización con coordenadas polares 
del contorno exterior de tamaño reducido en los dígitos, se van a determinar dos 
experimentos. En el primero se va a establecer el número de estados más acertado, y en 
segundo término, a partir de este número de estados determinado, se fija el valor para 
variar el entrenamiento. De esta forma el clasificador quedará definido. 

Ambas pruebas se van a mostrar gráficamente, y sus valores se recogen en las 
dos siguientes tablas. En ellas se diferencia entre los distintos orígenes de coordenadas 
del sistemas en polares, para ver cual de ellos responde mejor a la clasificación, si con 
sistema de referencia en el centro de masas, o en la parte inferior izquierda. 

No de 
Estados 

30 
40 
50 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

(40 escritores) (45 escritores) (50 escritores) 
60.56 % 65.35 % 60.63 % 
70.28 % 71.89 % 74.28 % 
63.72 % 67.23 % 69.49 % 

Tabla A.15: Tasas de reconocimiento para 12 muestras en el entrenamiento variando 
el número de escritores en coordenadas polares con referencia al centro de masas. 
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 asa de'reconocimiento 
(40 escritores) 

 a asa de reconocimiento 
(45 escritores) 
 asa de reconocimiento 

: -(50 escritores) 

, 

1 .  

40 50 

NQ de estados 

No de 
Estados 

30 
40 
50 

Figura A. 12: Tasa de reconocimiento en polgres con origen en el &ritro de masas. 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

(40 ~ c r i t ~ r e r )  (45 escritores) .f50 escritores) 
53.17 % 53.26 % 57.34 % 
55.62 % 57.93 % 61.45 % 
55.64 % 56.42 % 59.39 % 

50,00% ! I I 

30 40 50 

N9 de estados 

Tabla A.16: Tasas de reconocimiento para 12 muestras en el entrenamiento variando 
el número de escritores en coordenadas polares con referencia a la parte inferior izquierda. 

.. 
+Tasa de reconocimiento 

(40 escritores) 
+Tasa de reconocimiento 

(45 escritores) 
+Tasa de reconocimiento 

(50 escritores) 
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La conclusión más inmediata de ambas gráficas, es el mejor funcionamiento del 
clasificador con origen en el centro de masas, frente a la parte inferior izquierda. Y en 
segundo iugar, es ei bajo rendimiento de este tipo de vectorización frente a las 
estudiadas con antelación. 

Por tanto, se va a dejar de simular con este tipo de técnica, debido 
fundamentalmente a las bajas tasas de reconocimiento encontradas. 

A.2.5 Optimización realizada para HMM con la técnica de 
esqueletización para dígitos de tamaño reducido 

De las pruebas realizadas en los casos anteriores, se puede concluir que con los 
dígitos reducidos se obtiene mejores resultados de reconocimiento, por eso, se va a 
utilizar en la extracción de parámetros la técnica de esqueletización sólo para la base de 
datos con los dígitos reducidos, y no para los de tamaño original. 

¿os d o r e s  a optimizar para ei HMM son ios mismos, por tanto se presentan las 
tasas de reconocimiento en función del número de estados y las muestras utilizadas por 
escritor, recogidas en las tablas A.17 y A. 18. 

No de 1 Tasa de reconocimiento Tasa de reconocimiento 

Tabla A. 17: Tasas de reconocimiento para 3 muestras en el entrenamiento 
vnrinndn o! númern de estndm. 

Estados 
10 

No de 1 Tasa de reconocimiento Tasa de reconocimiento 

(test dependiente de escritor) (test independiente de escritor) 
95.11% 89% 

Tabla A. 18: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de estados. 

Representando estas tablas a gráficas, se obtienen las siguientes: 
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NQ de estados 

+ Tasa de reconocimiento 
(test dependiente de 
escritor) 

+Tasa de reconocimiento 
(test independiente de 
escritor) 

Figura A.14: Tasa de reconocimiento en función del no de estados (3 muestras por escritor). 

50 ! N l , l , 1 
1 O 20 30 40 50 60 

N* de estados 

+Tasa de reconocimiento 
(test dependiente de 
escritor) 

-m- Tasa de reconocimiento 
(test independiente de 
escritor) 

Figura A. 15: Tasa de reconocimiento enfunción del no de estados (9 muestras por escritor). 

Debido al tamaño reducido de los vectores de parámetros piara el entrenamiento 
y el test, se obtiene que para 20 y 30 estados se registran los mejores valores en la tasa 
de reconocimiento. Mientras que para los modelos creados con 50 y 60 estados, el 
HMM proporciona tasas de reconocimiento muy bajas, debido a que la longitud de íos 
vectores de parámetros es comparable al número de estados. 

También se observa como al aumentar las muestras en los vectores de 
entrenamiento, la tasa de éxito responde con otro aumento, adaptando mejor los 
modelos a los vectores a discriminar. 

A continuación, se plantea como varía la respuesta del clasfkcador a partir de la 
variación del número de escritores y del número de muestras que aporta cada uno al 
vector de parámetros de entrenamiento, recogido en las tablas A. ¡9 y A.20. 
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Tabla A.19: Tasas de reconocimiento para 3 muestras en el entrenamiento 
variando el número de escritores. 

No de 
EstíiUos 

10 

- 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimimt~ Tnrn de remnncimionte 

( 1  O escritores) (20 escritores) (30 escritores) 
89 88.55 89.33 

Tabla A.20: Tasas de reconocimiento para 9 muestras en el entrenamiento 
variando el número de escritores. 

No de 
Estados 

10 

Los valores de estas tablas se representan en las figuras A. 16 y A. 17. 

Reconocimiento independiente de escritor 
Tasa de reconocimiento Tasa de reconocimiento Tasa de reconocimiento 

( 1  0 escritores) (20 escritores) (35) gscr!.f~j-pr) 
92.1 1 89.1 1 91.44 

+Tasa de reconocimiento 
(1 0 escritores) 

+Tasa de reconocimiento 
(20 escritores) 

+Tasa de reconocimiento 
(30 escritores) 

1 O 20 30 40 50 60 

NP de estados 

Figura A. 16: Tasa de reconocimiento en función del no de escritores (3 muestras por escritor). 
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50 1 I N , I 1 
10 20 30 40 50 60 

NQ de estados 

4- Tasa de reconocimiento 
(1 0 escritores) 

+Tasa de reconocimiento 
(20 escritores) 

+Tasa de reconocimiento 
(30 escritores) 

Figura A.17: Tasa de reconocimiento en función del no de escritores (9'$uestras por escritor). 
e "  

De estas dos gráficas anteriores se puede deducir que al k&entar el número de 
escritores en el entrenamiento prácticamente no varía la tasa de reconocimiento, desde 
10 hasta 40 estados. Este fenómeno puede deberse a que la técnic? de esqueletización 
produce un a~ieei~~í~iieiito entre !a famüs de !es diversos dfgitcs, PS decir, aumenta la 
similitud entre ellos, por lo que las tasas de éxito no se verán inflhidas al aumentar el 
número de escritores. Pero a partir de 40 estados la tasa disminuye, debido a la similitud 
del tamaño del vector de parámetros con este número de estados. 

Donde se ve un ligero aumento es al incrementar el número de muestras por 
escritor, debido a un mayor entrenamiento de muestras más parecidas, que disminuyen 
la dispersión del modelo creado. 

La optimización de los parámetros del HMM se obtiene con la extracción de los 
parámetros, usando esqueletización a los dígitos reducidos cuando; 

Se establece el número de estados del modelo entre el intervalo de 20 y 40. 
e Se aumenta el número de muestras por escritor empleadas en el entrenamiento. 

La mejor tasa de reconocimiento obtenida en este proceso para &I test independiente 
de escritor, usando esta vectorización de esqueletización de los dígitos reducidos es: 

Tasa de reconocimiento (93.55% 

Número de escritores usados en el entrenamiento ' 130 
Número de muestras por escritor en el entrenamiento , 1 9 

. . 

Tabla A.21: Mejor resultado para la optimización realizada para HMM con la técnica de 
esqueletización para dígitos de tamaño reducidos. 

A.2.6 Optimización realizada para NN con la técnica del gradiente 

En esta sección se realiza la optimización de la topología de' la red neurona1 con 
parámetros geométricos, para obtener la mayor tasa de reconocimiento posible. Este 
tipo de técnicas no es objetivo de esta tesis, aunque se ha indagado por razones de 
arquitecturas de clasificadores hfbridas, entre HMM y Ni(, como ya se ha ~orrieíiiad~. 
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Se pretende determinar los valores que realcen la tasa de éxito del coeficiente de 
aprendizaje, y del número de neuronas óptimo de la capa oculta, ya que se considera fijo 
el número de neuronas de la capa de entrada (dado por el vector de parámetros) y de la 
capa de salida (dado por el número de patrones diferentes que se quieren discriminar). 
El valor- óptimo del coeficiente de aprendizaje varía durante la creación del modelo 
debido al uso de la técnica de coeficientes de aprendizaje adaptativos, por lo que sólo se 
podrá determinar el valor inicial de éste. 

A tal efecto, se muestran las tasas de reconocimiento en función del número de 
neuronas de la capa oculta para cada valor del coeficiente de aprendizaje inicial, y el 
efecto del número de muestras usadas por escritor para el entrenamiento. 

N0de 1 Coeficiente de aprendizaje 
Neuronas 

45 

Tabla A. 22: Tasas de: reconocimiento con 1 O escritores y 3 muestras por 
escritor para el entrenamiento .para dígitos. 

1 O-' lo-6 lo-8 
86.44% 87.33% 86.66% 88.77% 

75 
100 
300 

86.66% 86.66% 87.66% 86.77% 
86.44% 88.22% 86.44% 87.33% 
diverge 85.33% 84.22% ' 85.,66% 

% 1 91% 92% 8:; 
90.66% 91% 89.33% 

89.66% 90.33% 90.33% 
300 diverge 90% 89.33% 88.33% 

No de 
Neuronas 

Tabla A.23: Tasas de reconocimiento con 10 escritores y 9 muestras por 
escritor para el entrenamiento para dígitos. 

Coeficiente de aprendizaje 
1 1 o-6 1 O-' 1 o-8 

Pasando estos valores números de las tablas a gráficas, se obtienen las figuras 

45 75 1 O0 300 

N* de neuronas de la capa oculta 

Figura A.18: Tasas de reconocimiento en función del número de neuronas de la capa oculta y 
el coeficiente de aprendizaje para 10 escritores y 3 muestras por escritor. 
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, ! 

45 75 1 O0 300 

NQ de neuronas de la capa oculta 

Figura A. 19: Tasas de reconocimiento en función del número de neuronas de la capa oculta y 
el coeficiente de aprendizaje para 1 O escritores y 9 muestras por escritor. 

Observando las tablas A.22 y A.23, se puede ver que páta 300 neuronas en la 
5 c2pa ~cc!ta y c m  m mp.ficiente de aprendizaje de 10- la red neuronal diverge, y el 

algoritmo no encuentra solución. De estas tablas y sus correspondientes figuras se puede 
sacar la conclusión: 

e Las tasas de reconocimiento mejoran al disminuir el número de neuronas de la 
capa oculta, obteniéndose las mejores tasas para 45 neuronq en dicha capa. Ésto 
puede deberse al fenómeno denominado sobre-entrenamiento o ovefltting que 
se produce cuando hay demasiadas neuronas en la capa oculta. 

" < 

Al aumentar el número de muestras usadas en el entrenamiento por escritor, la 
media de las tasas de reconocimiento mejora sensiblemente debido 
posiblemente, a que el número de pesos existente en la red neuronal necesita 
más entrenamiento para ajustarse adecuamente. 

Se observa como comenzando con valores iniciales de coeficiente de aprendizaje 
más pequeños, la red obtiene prácticamente las mismas tasas, al realizarse los 
cambios en los pesos y polarizaciones a saltos menores. 

Otra de las variables a optimizar es el efecto del número de escritores utilizados en 
el entrenamiento, sobre la tasa de reconocimiento. Las pruebas realizadas se basan en 
variar este número de escritores con la variación del coeficiente de aprendizaje para dos 
valores fijos de neuronas en la capa oculta. 

Tabla A.24: Tasas de reconocimiento variando el número de escritores y 
con 100 neuronas de capa oculta. 

No de 
Neuronas 

1 O 
20 
30 

Coeficiente de aprendizaje 
1 O-> 1 o-6 1 O-' 1 o-8 

86.44% 88.22% 86.44% 87.33% 
87.66% 85.83% 86.38% 86.38% 
88.19% 87.37% 87.41% 87.37% 
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Tabla A.25: Tasas de reconocimiento variando el número de escritores y 
con 300 neuronas de capa oculta. 

Representando estos valores numéricos en una gráfica se obtiene; 

manuscrito. 

10 20 30 

N V e  escritores 

Figura A.20: Tasas de reconocimiento enfunción del número de escritores y el coeficiente de 
aprendizaje para 100 neuronas en la capa oculta. 

1 '9 

1 1 

10 20 30 

N W e  escritores 

Figura A.21: Tasas de reconocimiento enfunción del número de escritores y el coeficiente de 
aprendizaje para 300 neuronas en la capa oculta. 

Se puede comentar en primer lugar, que en la tabla A.25 no aparece los 
resultados para un coeficiente de aprendiza!e de y 300 neuronas en la capa oculta. 
porque la red divergía. Por otro lado, se descubre de las figuras A.20 y A.21, que las 



Anexo A 

tasas de reconocimiento aumentan al incrementar el número de escritores usados en el 
entrenamiento del clasificador, posiblemente por ser entrenado con una mayor 
diversidad. 

Como mejores resultados en la aplicación de las redes neuronales al 
reconocimiento de dígitos manuscritos, se recoge que: 

Tasa de reconocimiento 91.67% 
Número de neurona en la capa oculta 
Número de escritores usados en el entrenamiento 
Número de muestras por escritor en el entrenamiento 
Coeficiente de a~rendizaie 1 

Tabla A.26: Mejor resultado para la optimización realizada para NN con la técnica del 
gradiente para dígitos manuscritos. 

A.3 Conclusiones 

En las pruebas con ei -HMM como ciasificador, hay que destacar ia mejora en 10s 
resultados para los dígitos reducidos, ya que mantienen los niveles en la tasa de éxito 
con mayor uniformidad en los resultados (véase las figuras A.8, A.9, A.10 y A.ll). En 
contraposición, las pruebas hechas con los dígitos de tamaño original mantiene mayor 
irregularidad, marcando y valles en la tasa de reconocimiento (véase las figuras 
A.3, A.4, AS, A.6 y A.7). Con respecto al nivel de la tasa de reconocimiento alcanzado, 
destaca un pico para los dígitos originales, pero los valores en media de los dígitos 
reducidos mejora y crea un sistema de reconocimiento más estable en media y varianza. 
Por lo que se llega a la conclusión de que los vectores de parámetros obtenidos a partir 
de la base de datos de dígitos reducida, tienen un mejor comportamiento frente al 
HMM. Esta mejor respuesta en el comportamiento, se debe a la eliminación de un gran 
número de características particuIares de los escritores, que existen en los trazos de la 
escritura de los dígitos de tamaño original, y que en el proceso de reducción han sido 
eliminadas. Este proceso de reducción equivale a un filtro paso bajo, ya que se eliminan 
las características particulares de la escritura, tendiéndose a una generalización de los 
dígitos de los diferentes escritores. 

Otra cuestión a tratar es la técnica de extracción de parámetros que optimiza al 
HMM. Hay dos técnicas bien diferencias en el uso de la información de la secuencia de 
les tr7m. La diferencia es clara, y e! mejor comportamiento lo registra la técnica del 
contorno frente a la de esqueletización, como se puede observar en las tablas AS, A.9 y 
A. 14 frente a la tabla A.21. Si solamente se centran los resultados con respecto a los 
dígitos reducidos ya que ofrecen mejores tasas de éxito, la diferencia entre las tablas 
A. 14 y A.21 se hace más marcada. Por tanto, la decisión está clara, una cadena oculta de 
Markov se puede modelar mejor, con el método de extracción de parámetros de 
contornos. 

Con respecto a las técnicas del contorno, se ha probado coh la extracción de la 
secuencia en coordenadas polares, pero los resultados no son comparables con los 
encontrados al seguir la secuencia con la matriz de saltos de direcciones (véase las 
tablas A. 15 y A. 16). Por tanto, no se van a tener en cuenta a la hora del análisis de la 
información dei trazo de ia escritura. 
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Por otro lado, se utilizó la información geométrica, modelada con NN, como 
contraste para comparar el estado actual del arte con los valores calculados, aunque hay 
que indicar que no se ha profundizado mucho en esta técnica, ya que se sale de los 
objetivos establecidos. También esta información geométrica, va a usarse como 
complemento a la información secuencial, para el posible uso de arquitecturas de 
clasificadores híbridas entre informaciones con distinta naturaleza. 

Si se fija la observación en la mejor tasa de resultados para HMM (véase la tabla 
A.14) y para NN (véase la tabla A.26), se puede llegar a la conclusión de que la 
información secuencial tiene un mejor comportamiento que la información geométrica, 
de cara a la clasificación de dígitos manuscritos en esta tesis. Pero lo importante es que 
esta fuente de información, se pueda tener en cuenta a la hora de reconocer este tipo de 
patrones. 

Para demostrar que estas tasas de reconocimiento no responden a picos aislados 
de éxito, se va a realizar una prueba de promediado de los resultados. Se ha escogido 
una serie de parámetros de optimización del clasificador HMM y de NN, y a partir de 
tedu !u buve de dztes, se hm rediz~do diez veces !u mismu pmeba, p m  findmente 
obtener un resultado promedio del éxito del reconocimiento. 

Para el clasificador de HMM se ha fijado como extractor de parámetros la 
técnica de contorno exteriores siguiendo la secuencia por la codificación de las 
direcciones, aplicados a la base de datos de dígitos reducidos. Y para el clasificador NN, 
se ha escogido los parámetros de la técnica del gradiente que maximizan el 
reconocimiento, dados por el apartado anterior. Finalmente se han observado los 
siguientes resultados: 

No de Test de dígitos 
Test 1 
Test 2 
Test 3 
Test 4 
T,-c C 
IGbL J 

Test 6 
Test 7 
Test 8 
Test 9 
Test 10 

Clasificador HMM Clasijkador NN 
94.48% 87.33% 
93.89% 89.5 1 % 
94.2 1 % 86.94% 
93.42% 85.96% 
A A  A O ~  O L  r n m  
YL).L)O-/O O U . J Y 7 0  

94.98% 89.5 1 % 
93.86% 86.94% 
94.35% 
r . ' A . H  

85.96% 
~ 4 . ~ 4 7 0  88.iO% 
94.77% 86.7 1 % 

Media rt Varianza 1 94.27% f 0.21 87.35% f 1.23 

Tabla A.27: Establecimiento de los reconocimientos medios para los clasificadores HMM y NN. 
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Pruebas realizadas con las letras manuscritas 

B.1 Introducción 

Este anexo B contiene las pruebas realizadas a la aplicación de las letras manuscritas. Se 
recuerda que este grupo de patrones esta formado por el conjunto de las letras 
manuscritas mayúsculas y minúsculas. Las pruebas se han realizado tanto de forma 
aislada como de forma conjunta para cada uno de los tipos de letras. Las técnicas 
empleadas para vectorizar son las mismas que se usaron en los dígitos manuscritos, y 
los parámetros a fijar para cada clasificador, también han coincidido. En este anexo, se 
ha pretendido plantear una réplica de las pruebas realizadas a los dígitos, pero usando 
como patrón las letras manuscritas, para finalmente obtener las conclusiones oportunas. 
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B.2 Optimización del clasificador para letras manuscritas 

El objetivo de este anexo es evaluar el clasificador HMM según ios tipos de parárneiros 
que se empleen. La primera cuestión es la determinación de los parámetros óptimos de 
los clasificadores, ya que no hay'ninguna fórmula matemática que permita calcularlos 
directamente. La única forma de determinar sus valores es de manera empírica, se crean 
los clasificadores dando valores diferentes a sus parámetros y se evalúan, para elegir 
aquellos que proporcionan la mayor tasa de reconocimiento [PeinadoOO-pfc] . 

Las pruebas que se han realizado, han tenido en cuenta que la base de datos está 
compuesta por letras mayúsculas y letras minúsculas, explicada y detallada en el 
capítulo tercero. Por tanto los clasificadores se han organizado para cubrir las diferentes 
posibilidades, que son: 

Clasificador para letras minúsculas 
Clasificador para letras mayúsculas 
Clasificador mixto, para letras minúsculas y mayúsculas 

Dependiendo de la aplicación práctica puede tener sentido el uso de unos 
clasificadores u otros, pero el principal sentido que tiene para esta tesis, es corroborar 
que para el HMM, la información secuencia1 se adapta para el reconocimiento de letras. 
En el clasificador de letras, minúsculas y mayúsculas, se encontrarán 27 patrones 
diferentes, y en el clasificador mixto, se tendrán justo el doble, 54 patrones, el conjunto 
de las minúsculas y las mayúsculas. 

La mayoría de las evaluaciones de los clasificadores son independientes de 
escritor, es decir, se usan muestras de letras de escritores diferentes para entrenar y para 
evaluar el clasificador. Para entrenar se utilizarán las 12 repeticiones que hay en la 
plantilla de cada letra, y se varía el número de escritores entre plantillas diferentes que 
conforman la base de datos. Para la realización de la etapa del test, se utilizan 40 
plantillas de escritores diferentes a los utilizados en la etapa de entrenamiento. 

Las pruebas dependientes de escritor se hacen sólo en el modelo mixto. Usando 
las nueve primeras muestras de un escritor para entrenar y las tres muestras restantes 
para la etapa de test. 

Las parámetros a estimar para cada uno de los clasificadores son los siguientes: 

Para el clasificador basado en HMM 
> Número de estados 
> Número de escritores en la etapa de entrenamiento 

Para el clasificador basado en NN 
> Número de neuronas de la capa oculta 
> Número de escritores en el entrenamiento 

Por tanto, esta combinación de pruebas, según cada clasificador, servirá para 
optimizar sus parámetros con la finalidad de obtener mayor tasa de reconocimiento. Con 
respecto al clasificador HMM modelado con la información de la secuencia del trazo, 
hay que introducir otras variabies, como son ias dos técnicas de vectorización, que ya 
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han sido vistas en el capítulo 4, la esqueletización y la detección de contornos. Por 
tanto, para el clasificador basado en HMM, hay que introducir algunas pruebas más, que 
son las que a continuación se detallan: 

Vectorización del contorno 
9 Contorno exterior e interior para letras de tamaño reducido y 

normalizado 
9 Contorno exterior para letras de tamaño reducido y normalizado 

Vectorización del esqueleto 

El número total de combinaciones de estas pruebas se ha reducido con respecto 
al planteamiento inicial. Debido a los siguientes argumentos: 

1. Se utilizarán sólo las letras normalizadas para realizar las pruebas, ya 
que poseen una mayor correlación entre letras proporcionales en 
tamaño que entre las originales [Moralesgg-pfc], ya que en cada 
P"n..:tA.. A:*:PCP -1 tnmnñn Aa ni. ann..:4i...n DA.. Ir. ri.. 0 "0 ....Orlr. ..e..nnr 
C . J ~ I L L U I  U L L L U L  t a u l a u u  UG J U  r j J u l w 1 a .  1 U L  LU ~ U G  JG ~ U G U G  ~ G I I J P L  

que ofrecerán mayor tasa de reconocimiento, como ya se demostró con 
la aplicación de los dígitos manuscritos, en el anexo A. 

No se realizarán pruebas con la vectorización del contorno exterior e 
interior, ya que se han obtenido mejores resultados de reconocimiento 
en la aplicación de dígitos manuscritos con sólo contorno exterior, que 
con contorno exterior e interior [Moralesgg-pfc], según se recoge en el 
anexo A. 

Por tanto, después de observar estos argumento, el global de las pruebas a 
realizar son las siguientes: 

1. Optimización realizada para HMM con detección de contorno exterior 
para letras de tamaño normalizado vectorizado por la variación de la 
dirección de la secuencia 

2. Optimización realizada para HMM con detección de contorno exterior 
para letras de tamaño normalizado, vectorizado en coordenadas polares 

3. Optimización realizada para HMM con la técnica de esqueletización para 
letras de tamaño normalizado 

4. Optimización realizada para NN con la técnica del gradiente 

B.2.P Optimización realizada para HMM con detección de contorno 
exterior para letras de tamaño. normalizado vectorizado por su 
secuencia 

Las pruebas realizadas intentan definir el valor óptimo de los dos parámetros del 
clasificador ya comentados, lo que se ha hecho es fijar uno de ellos y variar el otro 
parámetro hasta definir su valor que maximiza la tasa de reconocimiento. De esta forma, 
se ha fijado el número de estado a 60 estados, como primera aproximación, que por 
similitud para el reconocimiento de dígitos manuscritos es un buen resultado, y se ha 



variado el número de muestras utilizadas en el entrenamiento del clasificador. Estas 
pruebas se han realizado independientes de escritor y se han utilizado las doce 
repeticiones de cada escritor para el entrenamiento. Los resultados aportados en esta 
prueba se recogen en la siguiente tabla, y ha sido impleimntado para las levas 
minúsculas: 

No de  Escritores ( Tasa de reconocimiento 

Tabla B. 1: Tasas de reconocimiento con vectorización del contorno para 
letras minúsculas variando el número de escritores. 

Si se registran estos datos en una gráfica se obtiene: 

66 O8 1 
2' 3 2  4' 50 60 

NQe escritores 

1 +Tasa de reconocimiento 

Figura B. 1: Tasa de reconocimiento en función del no de escritores 
con contornos para letra minúscula. 

Se observa de forma clara en la gráfica B.l, para 40, 50 o 60 escritores se 
obtienen los mejores resultados. Se creó un nuevo modelo para 40 escritores y 60 
estados con el fin de verificar el primer resultado, y se obtuvo una tasa de 
reconocimiento medio del 75%. 

El siguiente paso es determinar el valor óptimo del número de estados, para ello 
se fija el valor del número de escritores a 40, ya que los valores de la tasa de 
reconocimiento no variaban mucho y la simulación con menos muestras de 
entrenamiento es más rápida. Y a continuación, se varía el número de 'estados, 
resuitando ias siguientes tasas: 
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Tabla B.2: Tasas de reconocimiento con vectorización del contorno 
para letras minúsculas variando el número de estados. 

No de Estados 
40 

66 ! N , , I 

40 50 60 70 80 

N V e  estados 

Tasa de reconocimiento 
70.87% 

1 +Tasa de reconocimiento 1 

Figura B.2: Tasa de reconocimiento enfunción del no de estados 
con contornos para letra minúscula. 

El número de estados que proporciona una tasa de reconocimiento superior es - - -  

60, que coincide con el número de estados ideal que se supuso desde el inicio de las 
pruebas. Por tanto, para la vectorización producida por la técnica del contorno y para 
letras minúsculas normalizadas, se han obtenido como parámetros óptimos: 

Tasa de reconocimiento 1 75.04% 

Tabla B.3: Mejor resultado para la optimización realizada para HMM con detección de 
contornos exterior para letras minúsculas normalizadas. 

No de estados 
Número de escritores usados en el entrenamiento 
Tipo de evaluación de los escritores 
Tipo de letra 

Las siguientes simulaciones se orientan a medir la tasa de reconocimiento del 
clasificador de letras mayúsculas y del mixto. Estas simulaciones se hicieron con los 
parámetros óptimos que se obtuvieron para el clasificador de minúsculas, indicados en 
la tabla B.3. Con la finalidad de obtener robustez en los resultados se repitieron las 
pruebas dos veces, variando de forma aleatoria los escritores participantes, y 
manteniendo su cantidad. Para el clasificador mixto se hizo una prueba dependiente de 
escritor, entrenando con 9 muestras por escritor y evaluando con las 3 muestras 
restantes. 

' 60 
40 
Independiente 
Minúscula 
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De esta última tabla se deriva, que las mejores tasas de reconocimiento están 
para letras minúsculas, y es de  75.04%, para las mayúsculas es de 86.06% y para el 
modelo mixto es de 69.59%. 

B.2.2 Optimización realizada para HMM con detección de contorno 
exterior para letras de tamaño normalizado vectorizado por 
coordenadas polares 

Modelo dependiente 
de escritor 

70,45% 
--- 
--- 

En vistas de los resultados alcanzados con los dígitos manuscritos descrita en el anexo 
A, se va realizar el estudio para la vectorización de1 contorno para coordenadas polares, 
usando como referencia ei centro cie masas de ia ietra. 

Tabla B.4: Tasas de reconocimiento vectorizando con contornos para las combinaciones 
de agrupamiento de los patrones de letras manuscritas. 

Modelo II 

68,03% 
86,06% 
75,04% 

Clasificador 

Mixto 
Mayúscula 
Minúscula 

En primer lugar se intentó calcular el número de estados más discriminante para 
el HMM, partiendo de un mismo entrenamiento con 50 escritores para las letras 

Modelo I 

69,59% 
84,9% 

74,39% 

minúsculas. La tabla y su gráfica se muestran a continuación. 

- 

Tabla B.5: Tasas de reconocimiento con vectorización del contorno para polares en 
letra minúscula variando el número de estados. 

No de Estados 
40 

46,00% 1 , , 

40 50 60 

N V e  estados 

Tasa de reconocimiento 
49.72 % 

j+~asa de reconocimiento 1 

Figura B.3: Tasa de reconocimiento enfunción del no de estados 
con contornos para polares en letra minúscula. 
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Esta gráfica muestra los valores tan bajos encontrados para este tipo de 
vectorización, hasta 30 puntos por debajo, por lo que se va a desechar el seguir 
trabajando con esta técnica. 

A pesar de ésto, se probó para las letras mayúsculas, aunque se prevé 
inicialmente los posibles resultados. La prueba realizada fue exactamente la misma, se 
fijó el entrenamiento para 50 escritores y se averiguó con que número de éstos, el HMM 
es más discriminante. Estos valores se recogen en la siguiente tabla: 

No de Estados 1 Tasa de reconocimiento 

Tabla B.6: Tasas de reconocimiento con vectorización del contorno para polares en 
letra mayúscula variando el número de estados. 

NB de estados 

1 +Tasa de reconocimiento 1 

Figura B.#: Tasa de reconocimiento enlnción del no de estados 
con contornos para polares en letra mayúscula. 

Para este análisis, también se ha visto que la tasa de reconocimiento para las 
letra m a y ~ s - ~ l ~ ,  tam-bién i n f ~ . f i ~ r  a la &teni& por la r-ru-nria, en 
aproximadamente 20 puntos, por lo que finalmente se decide dejar este tipo de técnica 
por su rendimiento tan bajo a la hora de discriminar letras. 

B.2.3 Optimización realizada para HMM con la técnica de 
esqueletización para letras de tamaño normalizado 

Como ya se comentó anteriormente se van a utilizar los patrones de letras normalizados 
y en esta ocasión se van a extraer sus parámetros con la técnica de esqueletización. Las 
pruebas realizadas siguen el mismo esquema que con la técnica del contorno, se fija el 
valor del número de estados y se varía el número de escritores para observar cual 
devuelve la mejor tasa de reconocimiento. El número de estados se ha fijado a 60 y los 
datos obtenidos se han recogido en la siguiente tabla. 
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Tabla 8.7: Tasas de reconocimiento con vectorización por esqueletización 
para letra minúscula variando el número de escritores. 

No de Escritores 
30 

N8 de escritores 

Tasa de reconocimiento 
62.12 % 

1 - t    asa de reconocimiento 

Figura B.5: Tasa de reconocimiento enfunción del no de escritores 
con esqueletización para letra minúscula. 

La tasa máxima de éxito fue del 66.77%, por lo que el reconocimiento que 
ofrece los vectores calculados con esqueletización, queda más de- 10 puntos por debajo 
de las tasas obtenidas con detección del contorno. Ésto despeja dudas sobre la 
conclusión a tomar, la técnica del' contorno clasifica rnejo que la técnica de 
esqueletización usando HMM, por lo que se desecha el realizar más pruebas con el 
esqueleto de las letras. 

- ~ ~ 2 . 4  Vptimización reaiizada para NN con ia técnica de1 gradienie 

En este apartado se trabaja con la información de carácter geométrica, utilizando para 
ello la técnica del gradiente que extrae este tipo de parámetros, ya explicado en el 
capítulo cuarto. Como clasificador se utiliza un red neuronal, que hay que optimizar en 
parámetros para encontrar la mejor tasa de reconocimiento que caracterice a este tipo de 
vectores. Los parámetros que se tienen que estimar estos patrones, son el número de 
neuronas de la capa oculta y el número de escritores empleados para entrenar. 

La estrategia usada para calcular los parámetros del clasificador es la misma 
usada en este anexo para otras pruebas. Se realizarán las pruebas para las letras 
minúsculas, para extrapolar este buen resultado a las letras mayúsculas y el modelo 
mixto. Y por otro lado, se fijará el valor de las neuronas en la capa oculta y se variará el 
número de escritores empleados para entrenar. Las tasas de reconocimiento calculadas 
se incluyen en la siguiente tabla. 
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Tabla B.8: Tasas de reconocimiento según las variaciones de número de escritores 
y neuronas en la capa oculta para letras minúsculas. 

No de  
Escritores 

20 

NQ de neuronas en la capa oculta 

Neuronas en la capa oculta 
40 80 120 160 200 240 280 

58.44% 61.48% 62.94% 61.21% 

+Tasa de reconocimiento 
para 20 escritores 
Tasa de reconocimiento 
para 30 escritores 

m "  %.. Tasa de reconocimiento 
para 40 escritores 

+Tasa de reconocimiento 
para 50 escritores 

+Tasa de reconocimiento 
para 60 escritores 

Figura B.6: Tasa de reconocimiento de la técnica del gradiente para letras minúsculas. 

Tanto de la tabla B.8 como de la figura B.6, se puede observar como la máxima 
tasa de reconocimiento se encuentra para un total de 60 escritores y 200 neuronas en la 
capa oculta, con un resultado del 67.4%. Pero si se presta atención entre el intervalo de 
80 y 280 neuronas; y para 40, 50 y 60 escritores, los valores de reconocimiento son 
bUSt&?tPy purvcidGs y m y  pequeñu .íLU+u,qza. ?=r que cuu!r;uier dentrQ de 
este intervalo podrá servir como válido, en particular, se va a utilizar los parámetros de 
50 escritores para entrenamiento y 120 neuronas en la capa oculta, donde se obtuvo una 
tasa del 67.28%. Esta aproximación se ha hecho para reducir los tiempos de simulación. 
Para verificar dicha propesta, se ha repetido e: iiiodeh pero coii Giros escritores 
diferentes, y se obtuvo una tasa de reconocimiento del 68.22%. En la siguiente tabla se 
resumen los valores considerados como óptimos. 

Número de escritores usadosen el entrenamiento 1 50 

Tasa de reconocimiento 
Número de neurona en la capa oculta 

Tipo de evaluación de los escritores 1 Independiente 

68.22% 
120 

Tipo de letra ( Minúscula 

Tabla B.9: Mejor resultado para la optimización realizada para NN con la técnica 
del gradiente para letras minúsculas normalizadas. 
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Una vez definidos los parámetros óptimos se crean los clasificadores de letras 
mayúsculas y mixto para 120 neuronas en la capa oculta y 50 escritores para el 
entrenamiento. Para el clasificador mixto se ha realizado la ~rueba  dependiente de 
escritor, con 9 muestras para entrenar y 3 para evaiuai. Lris iesükidos de las 
simulaciones se presentan en la siguiente tabla. 

Modelo III Modelo IV 111 Modelo IV 

Tabla B.lO: Tasas de'reconocimiento para NN de las combinaciones 
de agrupamiento de los patrones de letras manuscritas. 

dependiente de escritor 
85.25% 

Mayúscula 
Minúscula 

Para la base de datos de letras manuscritas descrita en el capítulo tercero, se han 
rea!izadu cuat:t:c experiencius bien diferentes, y ovisindn !as tabla R,?, R,S, B.7 y 
B.lO, se puede concluir que con gran diferencia, la vectorización de la información 
secuencia1 siguiendo la variación de las direcciones por la codificación de la matriz de 
saItos de 3x3, a partir del contorno exterior, ofrece mejores resultados que las otras 
pruebas realizadas. 

dependiente de escritor 
85.25% 

1 escritor 
I ' 
1 83.16% 

Ésta es la misma conclusión que se obtuvo para dígitos manuscritos, por tanto, la 
tendencia es seguir usando este tipo de técnicas para el resto de las aplicaciones 
manuscritas. 

dependiente de escritor 
83.16% 

1 

1 65.61% Mixto 
77.62% 
67.28% 

Modelo II 

65.61% 
1 

1 68.88% 

Clasificador 

Mixto 

Modelo Z 

68.88% 
76.05% 
68.22% 

--m 

--- 
--m 

--- 
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Pruebas realizadas con las palabras manuscritas 

C.1 Introducción 

En este anexo se va a tratar la discusión planteada al desarrollar las pruebas y 
experimentos para reconocer la palabras manuscritas aisladas. Se ha partido de la base 
de datos descrita en el capítulo quinto, así como del clasificador HMM para crear los 
patrones de las diferentes palabras, a partir de las técnicas de extracción de parámetros 
de la secuencia, que en dicho capítulo se detallan. Es decir, este anexo va a contener 
todo el desarrollo para el ajuste de los parámetros del clasificador y de la extracción de 
parámetros. 
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C.2 Optimización del flasificador para palabras manuscritas 

A continuación se va a desarrollar el estudio de las diferentes técnicas para optimizar el 
valor del número de estados del HMM, estas técnicas son: 

Seguimiento de la secuencia a través de la codificación de sus direcciones 
Seguimiento de la secuencia en coordenadas polares 

e Seguimiento de la secuencia por el valor de los altos, anchos y sus transiciones 

El planteamiento que se va a seguir es la optimización de las técnicas de 
extracción parámetros para un determinado entrenamiento, y su posterior variación para 
tal efecto. En este estudio se va a incluir la posible mejora que introduzca la corrección 
de la inclinación de la palabra cuando ésta es escrita de forma cursiva. Es una 
característica intrínseca de cada escritor, y puede ser que el hecho de su corrección 
posibilitaría que las palabras fuesen más parecidas entre sí, y podría mejorar el 
reconocimiento. 

Una vez, se determine la mejor técnica para este clasificador HMM, se tratará de 
averiguar cuando se debe de entrenar para modelar mejor los pgrones. Finaimente se 
tratará de optimizar la técnica seleccionada como la más discriminante. 

Estas pruebas se realizaron con una parte de los patrones de palabras, con el fin 
de ajustar los parámetros y finalmente extrapolarlos al resto. También hay que señalar 
que para cada experimento se han realizado dos pruebas del mismo (Prueba 1 y Prueba 
H), con la finalidad de validarlo y promediarlo, para evitar picos aislados de las tasas. 

C.2.1 Análisis de las técnicas de extracción de pasámetros según el 
H r n  

Las variables que se han estudiado en este apartado, intentan descubrir el 
número de estados para el que mejor funciona el HMM. También se ha barajado la 
importancia del efecto que produce la letra cursiva y su corrección. En primer lugar se 
va a realizar esta prueba con la técnica be la secuencia codificada sus direcciones. 

Número 
de 

estados 
25 
30 
35 
40 
45 
50 
5 5 
60 
65 
70 

Prueba 
I 

óG.59 % 
67.84 % 
70.78 % 
65.10 % 
68.82 % 
69.22 % 
74.51 % 
74.12 % 
68.63 % 
72.55 % 

Prueba 
11 

59.22 % 
64.71 % 
69.61 % 
65.69 % 
74.51 % 
67.84 % 
71.18 % 
69.6i % 
70.78 % 
61.96 % 

Media f 
Varianza 

r n  ni m n r n  
3Y.Y 1 7'0 i V.O0 

66.28 % i 1.57 
70.20 % 1 0.58 
65.40 % 1 0.30 
71.67 % 1 2.85 
68.53 % t 0.69 
72.85 % 1 1.66 
7 1.87 % 1 2.26 
69.71 % 1 1.08 
67.26 % + 5.30 

Secuencia- Corrección Cursiva 
Prueba 

I 
~n qn 
4V.37 /o 

57.65 % 
65.88 % 
69.22 % 
68.82 % 
75.10 % 
69.02 % 
72.94 % 
73.14 % 
72.55 % 

Prueba 1 Media f 
Varianza 

n n  c i  m- . n i r >  
't7.31 /O I Y . I L  

Tabla C. 1: Variaciones del númei-o de estados para la secuencia codificada por la matriz de 
saitos, corrigiendo y sin corregir el efecto de cursiva. 
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En esta tabla C. 1 se ha establecido para la secuencia con y sin la corrección de la 
inclinación de la palabra, véase en la siguiente figura, como varía el reconocimiento con 
los números de estados y con la corrección: 

45,00% 1 I , I , , I l I , 1 
25 30 35 40 45 50 55 60 65 70 

Número de estados 

+Tasa de reconocimiento 
(secuencia sin corrección)- 

+ Tasa de reconocimiento 
(secuencia con corrección) 

Figura C. 1: Tasa de reconocimiento de la secuencia con y sin corrección de la inclinación. 

A continuación se realiza el mismo proceso para la secuencia medida en 
coordenadas polares. En este estudio se han tomando dos criterios como origen de 
coordenadas, en el centro de masas y el otro en la izquierda inferior. Se presenta en la 
tabla C.2 y C.3 sus valores y seguidamente, la representación gráfica de estos valores 
medios. 

Número 
de 

estados 

1 Polares (con centro de masas) 

Tabla C.2: Variaciones del número de estados para la secuencia en coordenadas polares a 
iiiiL:ii 2-1 ----Ai-^ 2 -  ^̂ iiii:i:-iiiÎ  -. -:-- -^------Jii - 7  -fa-*- 2 -  --iii-:ii- yurur U ~ L  ceruru ue rrLuJu3, curllgLerwu y JLrt c u ~ ~ e g i ~  el e j e ~ ~ u  ue L U I J L V U .  

Polares (con centro de masas) 
Corrección Cursiva 

P r 2 b a  Media 2 
Varianza 

47.65 % 48.73 % + 1.08 
52.35 % 49.80 % + 2.55 
r e  4 n  m r m c> A -  
33.1U 70 3 1 .O 1 70 = 3.43 

53.33 % 

Tabla C.3: Variaciones del número de estados para la secuencia en coordenadas polares a 
partir dei margen Inferzor zzqulerdo, corrlglendo y sin corregir ei ejécto de cursiva. 

56.08 % + 2.74 

Número 
de 

estados 

30 

Polares (sin centro de masas) 
Polares (sin centro de masas) 

Corrección Cursiva 
Prueba 

I 
44.31 % 

Prueba 
I 

38.82 % 

Prueba 
II 

34.51 % 

Prueba 
II 

41.96 % 

Media f 
Varianza 

39.41 % t 4.90 

Media f 
Varianza 

40.39% t 1.57 
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Número de estados 

-+-Tasa de reconocimiento 
(polarescm sin 
corrección) 

-m- Tasa de reconocimienta 
(polares-cm con 
corrección) 

+Tasa de reconocimiento 
(polares sin corrección) 

-m- Tasa de reconocimiento 
(polares con corrección) 

Número de estados 

Figura C.3: Tasa de reconocimiento de la secuencia en coordenadas polares a partir del 
margen inferior izquierdo, corrigiendo y sin corregir el efecto de cursiva. 

La técnica que ahora se estudia es la de altos y anchos sin tener en cuenta las 
transiciones, de esta forma se observa si el hecho de introducir las transiciones es una 
cuestión discriminante o por el contrario es una mayor carga computacional. Se 
presentan estos resultados en la tabla C.4, y la representación de la misma en la figura 
siguiente. 
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73.33 % 
73.14 % 
75.29 % 
73.14 % 

Tabla C.4: Vari~ 

Número 
de 

72.35 % 
68.43 % 
70.39 % 
71.18 % 
71.37 % 

riones del i 

Varianza I 
7n <o % 2 g.?g ,72.?0 % , .V.", 

Altos y anchos 
Prueba ( Prueba ( Media f 

I Varianza 

Altos y anchos-Corrección Cursiva 
Prueba ( Prueba 1 Media f 

72.05 % I 0.10 
75.10 % I 0.59 
70.30 % I 2.26 
71.08 % I 1.28 
72.55 % I 0.78 

del contorno, úmero de estados para los altc 
corrigiendo y sin corregir el efecto de cursiva. 

I 

+Tasa de 
reconocimiento (altos y 
anchos sin corrección) 

-Pb Tasa de 
reconocimiento (altos y 
anchos con corrección) 

I Numero de estados 

Figura C.4: Tasa de reconocimiento para los altos y anchos del contorno, 
corrigiendo y sin corregir el efecto de cursiva. 

Y finalmente, se representa los resultados de la técnica de altos, anchos y 
transiciones con su correspondiente gráfica: 

Número 
de 

estados 

15 
20 
25 
3 O 
3 5 
40 
45 
50 
5 5 
60 
65 
Tabla ( 

Altos, anchos y transiciones Cursiva 
Media f 

Correcciór 
Prueba 1 Prueba Prueba 

I 
Prueba 

II 
Media f 
Varianza Varianza 

73.83 % i 1.08 74.12 % 
73.92 % 
72.16 % 
76.67 % 
75.49 % 
76.86 % 
74.51 % 
73.53 % 
69.61 % 
72.79 % 
74.90 % 
5: Variac 

contorno, corrigiendo y sin corregir el efecto de cursiva. 

207 



-+-Tasa de reconocimiento 
(altos, anchos y 
transiciones sin 
corrección) 

+Tasa de reconocimiento 
(altos, anchos y 
transiciones con 
corrección) 

15 20 25 30 35 40 45 50 55 60 65 

Número de estados 

Figura C.5: Tasa de reconocimiento para los altos, anchos y transiciones del contorno, 
corrigiendo y sin corregir el efecto de cursiva. 

a 

De todas estas tabla y sus correspondientes figuras, se puede deducir que el - m 

mejor funcionamiento para HMM, los ofrece los altos, anchos y transiciones, tanto si se 
O 

corrige la inclinación como si no. Por tanto, el hecho de introducir las transiciones 
- 
0 
m 

E 

aumenta la discriminación, y se seguirá utilizando en los sucesivos experimentos. 
o 
n 

A continuación en el mayor éxito alcanzado, le sigue la secuencia, que además E 

mejora con la corrección de la inclinación de la cursiva. Y a más distancia le siguen las 
a 

polares, que al tener el resultado más bajo, se van a desechar como técnica de obtener n n 

n 

parámetros, independientemente de donde se considere el punto de inicio, si con centro 3 

de masas o en la parte izquierda inferior. 
O 

En líneas generales, y observando las figuras anteriores, se puede decir que la 
corrección de la inclinación puede ser beneficiosa en el reconocimiento, siempre que se 
ceíiire bien su miga de ~~iUfieiSii, ya. qüe eii otras ocasiones f~nc iom peor. 

C.2.2 Análisis de las técnicas de extracción de parámetros según el 
entrenamiento 

Para este siguiente experimento, se van a establecer como valores fijos los adquiridos en 
la prueba anterior, y se va a variar el porcentaje de entrenamiehto, para los casos 
mejores encontrados en el apartado anterior. Estas técnicas son la de altos, anchos y 
transiciones, que funciona mejor que la de altos y anchos, y la de la secuencia, ya que 
las polares no han dado buenas tasas de reconocimiento. 

El primer caso que se plantea es la variación del entrenamiento para la técnica de 
altos, anchos y transiciones, usando la corrección de la inclinación d'e la palabra, y como 
se determinó anteriormente, para 30 estados en el HMM. El uso de la corrección de 
cursiva es debido a que en líneas generales, .. . se observa una cierta mejoría con su uso. ! 
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Para este experimento en particular, se realizó en cuatro ocasiones, promediando 
el valor de todas ellas, tal y como se muestra en la tabla C.6 y su representación gráfica. 

-- 

% de entrenamiento 
Prueba 1 

os. anchos v transiciones - Corrección Cursiva , - - .  

Prueba II Prueba III Prueba N Media f Varianza 
69.84 % 73.28 % 72.62 % 7 1.72 % + 1.33 

Tabla C.6: Variaciones de1 porcentaje de entrenamiento para los altos, anchos y transiciones 
del contorno, corrigiendo el efecto de cursiva. 

+Tasa de 
reconocimiento 
(altos, anchos y 
transiciones, con 
corrección) 

7O,OO% 
40 50 55 60 70 80 

% de entrenamiento 

Figura C.6: Tasa de reconocimiento para los altos, anchos y transiciones del contorno, 
al variar el porcentaje de entrenamiento. 

Se puede concluir de esta gráfica, que la mejor tasa de reconocimiento se 
encuentra para el 60% de la base de datos como entrenamiento, llegando hasta el 80.1 %. 
Para el resto de porcentajes de entrenamiento, se muestra claramente que este valor es 
inferior. 

Por otro lado también se realizó el experimento con la técnica de la secuencia, 
para los números de estado con mayor éxito, encontrados para 50 y 65 estados (véase la 
tabla C.l). Los datos calculados se han promediado con dos pruebas, para ambos casos; 
y la gráfica que describe la variación promediada, se muestra en la figura C.7. 
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Tabla C. 7: Variaciones del porcentaje de entrenamiento para la secuencia del contorno 
codijicando sus direcciones, corrigiendo el efecto de cursiva. 

% de 
entrenamiento 

40 
50 
60 
70 

1 +Tasa de reconocimiento 
(para 50 estados) 

+Tasa de reconocimiento 
(para 65 estados) 

Número de estados = 65 

% de entrenamiento 

Número de estados = 50 

Figura C. 7: Tasa de reconocimiento para la secuencia del contorno codificando sus 
direcciones, al variar el porcentaje de entrenamiento. 

Media f 
vnrianzn 

70.91 % +. 0.57 
76.18 % + 3.04 
72.50%10.50 
70.84 % 12.83 

Prueba 
A .  
r 

70.33 % 
73.14 % 
72.00% 
68.00 % 

Se puede observar que la variación entre ambas es mínima, y mantienen la mejor 

Prueba 
11 

71.48 % 
79.22 % 
73.00% 
73.67 % 

Media f 
TI,,:,,,, v U1 LUICCU 

71.07 % sr 1.5 6 
75.69 % sr 0.58 
72.50%rr.1.75 
71.84 % I 0.83 

Prueba 
I 

69.51 % 
75.10 % 
70.75% 
72.67 % 

tasa de éxito para el 50% destinado al entrenamiento. Como su resultado es inferior y no 
mejora al de altos, anchos y transiciones, se va a desechar esta técnica, siendo ésta 
última, la más adecuada para el HMM. 

Prueba 
11 

72.62 % 
76.27 % 
74.25% 
71.00 % 

C.2.3 Optimización de Ba extracción de par5metros y su generalización 

Una vez determina la técnica que maxirniza el resultado, se le va a aplicar a ésta un 
último experimento. Debido a que los valores numéricos en la extracción de los altos, 
anchos y las transiciones pueden variar de forma continua en tomo a un cierto grado, no 
se ha fijado en el número de símbolos por estado un valor a este respecto, sino que se 
delimitó este valor a 32, debido a los buenos resultados alcanzados experimentalmente. 
Por tanto, la forma de etiquetado a cuakpiera de los 32 símbolos de un estado puede ser 
mayor de 1, como se había fijado. Por tanto, se va a cambiar esta variable por medio de 
un multietiquetado, y los resultados que se han logrado se describen en la tabla C.8 y su 
í-epreseniacih ea la figuia C.8. 
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Multietiquetado 
1 Altos, anchos y transiciones - Corrección Cursiva 

con 30 estados v 60% de ontrpnnrnion_tn 
Prueba I Prueba 11 Media f Varianza 
77.75 % 78.25 % 78.00 % + 0.25 

Tabla C.8: Variaciones del multietiquetado para altos, anchos y transiciones del contorno, 
corrigiendo el efecto de cursiva. 

10 15 20 30 40 50 59 10 12 

Número de etiquetas 

+Tasa de reconocimiento 1 (rnultietiquetado) 

Figura C.8: Tasa de reconocimiento para las variaciones del multietiquetado aplicadas a 
altos, anchos y transiciones del contorno, corrigiendo el efecto de cursiva. 

Se observa de esta gráfica que para M=4 y M=5 se obtienen los dos mejores 
valores, maximizando el reconocimiento hasta el 83.2%, con lo que supone una mejora 
en esta estimación. 

Finalmente, y para no dejar dudas, se va realizar este mismo experimento a esta 
misma técnica, pero sin aplicarle la corrección de la inclinación de las palabras. Las 
pruebas que se hicieron se muestran en las siguientes tablas, C.9 y C.lO. Estas pruebas 
se repitieron en cuatro ocasiones, promediando las tasas resultantes, y sólo para los dos 
mejores casos de etiquetado, dado por la tabla C.8. 
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S A ~ A - -  1  zsiciones - Sin corrección Cursiva 
Multietiquetada 

Tabla C.9: Resultados del multietiquetado para altos, anchos y transiciones del conto 
sin corregir el efecto de cursiva. 

n w s ,  cincno3 y rrur-- - - . _ - - - 

- -+ 

El resultado de ambas tablas se va a representar en la 'siguiente gráfica para 

.Media f Varianza 
-8J.C)I) % I 2.89 
80.19 % + 4.34 

' Prueba I 1 Prueba 11 ( Prueba ZIZ, 

1 .  
. . . . .?  . . . ;*-.1 . .-. X";i*" . . I: , 

apreciar las diferencias de las respuestas: 

XIE* 
- , *  

PruebalV 

Multietiquetado 

4 
5 

(sin correccion) 

79.75 % ' 85.35 % 78.00 9% 80.50,% ' 1 86.00 % 1 82.00 % 1 78.50 % 1 74.25 % 

I l +Tasa, de reconocimientc 
(con corrección) 

. - - , . . , .. , f .  ,. , .i. ,. ,.,.,,. -: ,.e,.. .'h. ..: ,* ....,, \;:, .. .,'<4." >'" ,,, >', ""' , " , ' " ' 

. . ,;, .,1 

Tabla C. 1 O: Resultados del multietiquetado para altos, anchos y transiciones del cohtorno, 
corrigiendo el efecto de:cersiva. 

-Altos, anchos y transiciones - .Corrección .Cursiva 

Número de etiquetas 

Figura C.9: Tasa de reconocimiento para las variaciones del multietiquetado 
aplicadas a altos, anchos y transiciones del contorno, con el efecto y sin el efecto 

de la corrección de la cursiva. 

:Media f Varianza 
: 8 % 0  % + Oi73 
. 83.13%3.05 

Para finalizar este estudio, sólo queda extrapolar este resultado, logrado con diez 
palabras, al resto de la base de datos. Para ello, se han agrupado las palabras de diez en 
diez, hasta completarlas todas. Las pruebas de reconocimiento se han repetido cuatro 
veces para promediar el resultado, y se recogen en la siguiente tabla. 

:Prueba JV. 
83.59% '! 
83.00% 

Prueba I 
8 2 7 5 %  
84.00% 

prueba II. 
82.21 % 

7 8 . 5 0 1  

prueba IfI 
8 1.5+g.% ! 

87.008% 
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Tabla C.11: Resultados de los diferentes agrupamientos de las palabras 
para su reconocimiento. 

La variación del grupo de palabras con respecto a su reconocimiento se observa 
gráficamente en la siguiente-figura: 

Agrupamiento de palabras 

+Tasa de reconocimiento 
(agrupamiento de 
palabras) 

- Polinómica (Tasa de 
reconocimiento 
(agrupamiento de 
palabras)) 

Figura C. 1 O: Tasa de reconocimiento para la agrupación de palabras. 

Se observa que la caída en la tasa de reconocimiento va disminuyendo en 
función del aumento del número de palabras, también hay que tener presente que a 
medida que las palabras introducidas tienen mayor parecido, la tasa cae en relación con 
el aumento de la pendiente de la línea polinómica, que cuando las palabras son más 
diferentes entre sí. Para observar ésto, se ha trazado una línea de tendencia polinómica 
de quinto grado, que se adapta muy bien a las variaciones indicadas por los valores 
promediados. 

Si se observa la figura C.lO, al introducir los patrones del veintiuno al 
veintinueve (muy parecidos entre ellos) además de los anteriores patrones, en el 
agrupamiento del 30, se produce esa bajada significativa de las tasas. Lo mismo ocurre 
cuando se introducen el trece (parecido al tres), el catorce (parecido al cuatro) y del 
&eci;& d en e! agmpuEie.i?to de 20, nyiie tiene cui& sigr?ificutixsa. 



Por el contrario, cuando las palabras introducidas son bastantes incorreladas, la 
tasa de reconocimiento se mantiene, como en el agrupamiento del 40 al 50, cuyas 
palabras son del doscientas hasta el novecientas, entre otras. Aquí se observa como la 
caída del reconocimiento se ve frenada, por este efecto. Por tanto, se puede intuir que 
para palabras con ciertas diferencias se puede reconocer con mayor éxito. 

C.3 Conclusiones 

La conclusión de este anexo es bastante clara, la mejor técnica que se adecua al 
clasificador HMM para 30 estados, un multietiquetado de 5,  y entrenado con el 60% de 
la base de datos, es técnica de altos, anchos y trakiciones siempre que se le corrija la 
inclinación de la palabra, pudiendo llegar en valores promedi,ados al 83.2% de 
reconocimiento para diez palabras, y un 52.9% para 59 palabras. ' 
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Pruebas realizadas con las firmas manuscritas 

D.1 Introducción 

La aplicación que se quiere reconocer en este anexo son las firmas manuscritas. Para 
realizar este estudio, se ha partido de la base de datos descrita en el capítulo sexto. El 
contenido de este anexo consta de las pruebas realizadas con dichos patrones para 
determinar los parámetros óptimos de los clasificadores a partir de las diferentes formas 
de obtener la información. Una vez establecidos dichos valores, se podrá observar si 
mediante el HMM se puede reconocer usando la información del trazo de la secuencia, 
y comparar la tasa de reconocimiento de todas las pruebas propuestas para ver cual de 
los sistemas resulta de mayor utilidad en el reconocimiento de las firmas manuscritas. 
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D.2 Optimización del clasificador para firmas manuscritas 

Se persigue continuar con la línea de los anteriores anexos, y por tanto, se sigue 
clasificando los patrones a partir de la información que éstos contienen. En este caso, 
son las firmas manuscritas las que están sujetas a estudio. 

Se podría indicar que una firma manuscrita caracteriza a una persona, y por 
tanto, habrán tantas firmas como personas. Para esta aplicación se han creado una base 
de datos con 60 firmas y 24 repeticiones por firma, descrita en el capítulo sexto. Las 

0 firmas se pueden clasificar mediante el reconocimiento o mediante la verificación. En 
pocas palabras, se puede definir el reconocimiento de firmas como el acto de identificar 
una firma con respecto a las almacenadas en la base de datos; y la verificación como el 
hecho de confirmar la identidad de una firma en concreto, siendo conocida la firma y la 
identidad del firmante, es decir, si la firma es o no de dicho firmante. En el caso de la 
verificación, se suele trabajar no sólo con la probabilidad dada por el clasificador, sino 
con la probabilidad de falsa aceptación y la probabilidad de falso rechazo, tal y como se 
detalla en el capítulo sexto. 

En este anexo se ha trabaje para aigunas de las técnicas que se plafirzafi d 
reconocimiento con reservas, es decir, no solo trabajar con la máxima probabilidad 
dada por el clasificador, sino con los segundos o terceros valores de probabilidad más 
cercana dada por dicho clasificador. Se suelen coger estos valores de probabilidad 
cercanos al éxito, como resultados de reserva por si falla el propio reconocimiento. Ésto 
se realiza, porque si el número de firmas es muy grande, la probabilidad de tener éxito 
es cada vez menor, y por eso se miran los siguientes casos más probables, como 
reservas del fallo. El número de reservas va en función del tamaño de la base de datos 
[Caminogg-pfc] . 

En la clasificación con HMM se van a optimizar los parámetros concernientes al 
número de estados y el número de repetición por cada patrón de firma usado para el 
entrenamiento. Este proceso'se va a repetir para diferentes grupos de firmantes, desde 
grupos reducidos hasta el total de la base de datos. Las técnicas empleadas en la 
extracción de parámetros son las ya usadas, proceso de esqueletización y detección de 
contorno para obtener esta información secuencial. 

En la clasificación con NN, los parámetros a optimizar son el número de 
neuronas en la capa oculta y el número de repeticiones de cada firma para el 
cntrcnamiento, ya que e! núrnem de entradas viene dado por el tamaño del vector, en 
este caso es un valor fijo de 300 parámetros, obtenido a partir de la técnica del gradiente 
(véase el anexo E), y el número de neuronas de salida. 

Para el caso de las firmas nq cabe decir si las simulaciones realizadas son 
dependientes o independientes de escritor, ya que un escritor sólo puede ofrecer una 
muestra y por tanto, siempre van a ser dependiente de escritor. Es una característica 
intrínseca de la propia aplicación del reconocimiento de firmas. 

Para realizar estas tareas, se va a utilizar información proveniente de la 
secuencia y la envolvente, además de variaciones en la dirección. Con esta información 
se elaboran los vectores para discriminar los patrones con los clasificadores HMM para 



Pruebas realizadas con las firmas manuscritas 

la información extraída de la envolvente y NN para información de las variaciones de la 
dirección. 

Y por último, el tamaño de las firmas usado para clasificar el HMM, a partir la 
de la información secuencial, se ha tomado reducido y normalizado, ya que si no, el 
tamaño de los vectores de Pas firmas es excesivamente grande para su procesado y 
clasificación. 

A partir de todas las consideraciones anteriores, las pruebas que se van a 
proponer para optimizar los parámetros del clasificador son las siguientes: 

1. Optimización realizada para HMM con detección de contorno exterior 
para firmas 

2. Optimización realizada para HMM con la técnica de esqueletización para 
firmas 

3. Optimización realizada para NN con la técnica del gradiente 

La primera prueba a ejecutar antes de probar con cada una de las técnicas citadas 
es la  o ~ e l v a c i ~ i ,  de :a =ayoí discíir~i,aci~li & la  envo:venie ied-Ucida o sili 
Esto viene inducido por que cada escritor sólo puede realizar una firma, y el tamaño en 
este caso, al ser una particularidad de cada escritor puede ser una variable a favor del 
aumento de la discriminación entre patrones. Para comprobarlo, se va a usar el método 
de la detección de la secuencia a partir de envolvente, realizando cinco pruebas con el 
mejor número de estados que se ha logrado del HMM. Se han utilizado un total de 20 
firmas para esta comprobación, y los datos conseguidos se muestran en la siguiente 
tabla. 

No de 
Prueba 

1 
II 

Tabla D. 1: Estudio sobre el tamaño de la envolvente para la secuencia con 20firmas. 

1 
- -~ 

I 

De esta tabla se puede concluir que la envolvente de tamaño original es más 
discriminante que la reducida. Y por tanto, se va a utilizar este tipo de tamaño, ya que si 
se reduce en exceso, pierde algo más de información. 

Tamaño de la envolvente 

Media Varianza 1 82.25% + 1.57 

Una vez aclarado este paso previo, se va a investigar y averiguar las diferentes 
tasas de reconocimiento para la técnicas descritas anteriormente. 

Original 
Número de estados = 35 

84.16% 
8 1 .25% 
80.83% 
84.16% 

V 80.83% 
79.08% I 2.26 

Reducida 
Número de estados = 18 

80.83% 
76.26% 
82.50% 
77.9 1 % 
77.9 1 % 
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D.2.1 Optimización realizada para HMM con detección de contorno 
exterior para firmas 

La realización de la optirnización del clasificador HMM usando la detección de 
contornos, ha presentado alguna dificultad, debido al gran tamaño del vector resultante. 
Por eso se ha optado por calcular la envolvente de la firma, que es una generalización 
del cálculo del contorno, y se obtiene directamente a través del contorno, para reducir el 
tamaño que provocan los mayores detalles del contorno, atenuado con la generalización 
de la envolvente. 

Se han empleado diferentes métodos para la vectorización de la envolvente, 
tanto usando parámetros globales como locales de la misma. Esta vectorización se ha 
hecho mediante la agrupación de regiones, mediante la parametrización por 
coordenadas polares [SánchezO 1 -pfc], usando la misma anterior pero introduciendo el 
número de píxeles a negro, mediante la secuencia y por último, mediante los altos 
anchos y transiciones. 

La agrupación de regiones se basa en el concepto de centroide, y consiste en 
agrupar la firma en regiones según un criterio de conexiones de los vecinos horizontaies 
y verticales a ambos lados, y posteriormente se calcula un punto característico del 
interior de la misma (centro de masa de la región), que en este caso será el centroide. 
Este centroide se calcula promediando la localización de los píxeles en la región. Se 
determinarán tantas regiones como el criterio de conexión refleje, y la extracción de los 
parámetros a un vector se realiza con las coordenadas de los centroides. 

Se han realizado una prueba con toda la base de datos, que se ha repetido en 
ocho ocasiones para determinar el éxito de la misma. Se han utilizado 12 repeticiones 
por firma para el entrenaento, y se han utilizado 25 estados en el HMM. Para el test, 
se utilizaron el resto de las firmas. Las 12 repeticiones elegidas para el entrenamiento se 
escogieron aleatoriamente, para cada una de las pruebas, y el resto se utilizó para la 
etapa de evaluación. Bajo estas condiciones las tasas obtenidas fueron; 

--  - 

No de urueba 1 Tasa de reconocimiento 

Media I Varianza 1 69.93% + 1.82 

Tabla 0 .2:  Tasas de reconocimiento con la detección de envolvente 
por agrupación de regiones. 

La siguiente técnica empleada para parametrizar la firma en función de su 
contorno o envolvente, se basa en el cálculo de las coordenadas polares. A partir de 
centrar la envolvente y establecer el sistema de referencia como su centro de masas, se 
vectoriza la envolvente según la disposicion de íos pixeies respecto a dicho sistema de 
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referencia, extrayendo de esta manera el recorrido polar de los trazos. Se recorre el trazo 
para cada posición de píxel, extrayendo el modulo y la fase de las coordenadas polares 
respecto al sistema de referencia. Por tanto, este sistema de vectorización usa como 
parámetros del vector, el módulo y la fase a partir de la posición de los trazos respecto a 
su centro de masas. 

Las pruebas realizadas para la mencionada técnica de coordenadas polares, 
fueron realizadas con 12 repeticiones de las firmas para el entrenamiento, y otras 12 
para la etapa de evaluación. El número de estados para el clasificador HMM fue de 35, 
y se utilizó toda la base de datos (60 firmas), para la ejecución de estas pruebas. El 
proceso se repitió en ocho ocasiones, cambiando en cada proceso el número de 
repeticiones para el entrenamiento de forma aleatoria. Las tasas de reconocimiento 
obtenidas se recogen en la siguiente tabla. 

No de prueba 
1 
2 
3 
4 
5 
6 
7 
8 

Tasa de reconocimiento 
85.00% 

Media + ~arianza 1 85.44% I 0.70 

Tabla 0 .3:  Tasas de reconocimiento con la detección de envolvente por coordenadas polares. 

Una variación de la técnica anterior, es aumentar el número de parámetros 
incluyendo el número de píxeles a negro que se encuentran entre el centro de masas y el 
extremo de la envolvente. Este parámetro junto con el anterior, resulta más 
discriminativo, ya que bajo las mismas condiciones anteriores, los resultados que se 
obtuvieron fueron mejores, tal y como se indica en la siguiente tabla. 

_NO de prueba 
P 
2 
3 
A 
7 

5 
6 
7 
8 
9 
10 

Tasa de  reconocimiento 
90.96% 

Media I Varianza 1 92.52% I 2.01 

Tabla 0 .4:  Tasas de reconocimiento con la detección de envolvente por 
coordenadas polares y el número de píxeles a negro. 

A continuación sigue la técnica de la vectorización de la envolvente por su 
secuencia. Este método establece el seguimiento de la envolvente a partir de una matriz 
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de 3x3, que indica las posibles ocho direcciones a seguir en la secuencia de la firma, de 
forma que se codifica en un vector, la información de variación en función de dicha 
matriz y las direcciones que vaya tomando la envolvente. , 

Las pruebas realizadas se hicieron con las 60 firmas, usando 12 para el 
entrenamiento y 12 para el test. El clasificador se fijó con 35 estados, para las cinco 
veces que se hizo la misma prueba, y en todas ellas, variando aleatoriamente las 
muestras en las dos etapas del clasificador. Los datos que se obtuvieron fueron; 

Por último, la técnica que queda por analizar es la técnica de altos, anchos y 
transiciones, al igual que se realizó para las palabras manuscritas. Con esta técnica se 
captan los altos de la mitad superior y de la mitad inferior, con respecto al centro de 
masas de la firma. De los anchos se realiza el mismo proceso, pero hacia la izquierda y 
la derecha. Y finalmente las transiciones que tiene la firma tanto en sus altos como en 
sus anchos, tal y como se indica en el apartado 6.5 del capítulo sexto. 

No de prueba 
1 
2 
3 
4 
5 

Media + Varianza 

Las pruebas que se realizaron se repitieron en diez ocasiones, usando la mitad de 
las muestras de una firma para el entrenamiento y la otra mitad para el test. El número 
de estados del HMM se determinó en 35 estados, y finalmente se obtuvo; 

Tasa de reconocimiento 
75.00% 
76.67% 
76.80% 
71.11% 
75.13% 

74.94% + 2.06 

Tabla D.5: Tasa de reconocimiento de la envolvente vectorizada por la secuencia. 

Media 2 Varianza 1 92,76% i 1.67 

No de prueba 
1 

Tabla 0.6: Tasaj de'reconocimiento con la detección de envolvente por 
altos, anchos y transiciones. 

Tasa de reconocimiento 
92,78% 

Se puede concluir este análisis que las mejores técnicas, vienen dadas por 
aquellas tasas mayores, ya que los valores han sido promediados, para evitar valores de 
pico. En este caso son las técnicas de altos, anchos y transiciones y de coordenadas 
polares con los píxeles a negro. 
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En las dos primeras técnicas de reconocimiento para firmas a partir de su 
envolvente descritas en este apartado, las pruebas realizadas para la optimización de los 
valores del HMM, se recogen en [SánchezOl -pfc]. 

D.2.2 Optimización realizada para HMM con la técnica de 
esqueletización para firmas 

Se van a plantear las dos posibilidades de cara al reconocimiento, por un lado el 
reconocimiento habitual de una firma entre el total de patrones (la más probable), y la 
por otro lado aceptando que la firma a reconocer es una de las más probable. 

En primer lugar se va a analizar el caso habitual, que la firma sea la más 
probable, y para optimizar los parámetros del clasificador en este reconocimiento se va 
a dividir la base de datos en tres grupos elegidos aleatoriarnente. Se van a hacer 
simulaciones con 10, con 30 y con 60 escritores, y en cada caso se va a variar el número 
de estados y el número de muestras utilizados en ¡a etapa de entrenamiento. 

Para el grupo de 10 firmas se obtuvieron los siguientes resultados; 

No de 
Estados 

I I I I I I 

6 8 10 12 14 16 20 24 

N V e  repeticiones para entrenamiento 

Repeticiones por firmante 
6 8 10 12 14 16 20 24 

25 
30 
35 
40 

+Tasa de reconocimiento 
para 25 estados 

+Tasa de reconocimiento 
para 30 estados 

+Tasa de reconocimienio 
para 35 estados 

+Tasa de reconocimiento 
para 40 estados 

- - 

75.8% 88% 90% 89% 81% 84% 84% 85% 
73% 84% 90% 89% 88% 80% 88% 91% 
66% 74% 84% 92% 89% 80% 79% 88% 
60% 83% 79% 88% 80% 84% 78.3% 80.83% 

Figura D. 1: Tasa de reconocimiento para 1 Ofirmantes con esqueletización para firmas. 

Tabla D.7: Tasas de reconocimiento de 10 firmantes según el número de estados 
y el número de repeticiones porfirmantes. 



Observando estos datos se puede deducir que con pocas repeticiones los 
resultados de reconocimiento son bajos, pero a medida que estos aumentan la tasa va 
mejorando. Se puede extraer de la figura D.l, que independientemente del número de 
estados, con 10 o 12 repeticiones por firmantes, son los que devuelven las mejores tasas 
de reconocimiento y justamente para 30 y 35 estados se obtienen los picos de mayor 
éxito. A partir de 14 repeticiones por firmante, la respuesta desciende ligeramente, 
manteniendo ese valor para el resto de las evaluaciones. 

Las siguientes pruebas se han realizado para los mejores valores del clasificador 
dados por la tabla D.7. Por tanto, para 30 escritores las tasas obtenidas fueron; 

Tabla 0.8: Tasas de reconocimiento de 30firmantes según el número de estados 
y el número de repeticiones por firmantes. 

No de 
Estados 

La tendencia de esta tabla D.8 se ve clara, el número óptimo de repeticiones es 
de 12, y será el valor uti1izad.o para realizar las pruebas con toda la base de datos, con 60 
firmantes. 

Repeticiones por firmante 
1 O 12 

Tabla D.9: Tasas de reconocimien@ de 6Ofirmantes según el número de estados. 

-- 

No de 
Estados 

De todas estas simulaciones, un hecho curioso es la ligera disminución de la 
efectividad del reconocimiento si se aumenta en demasía el número de repeticiones 
usadas para la creación de los modelos. La causa que motiva esta disminución de la 
respuesta es probablemente el sobreentrenamiento o divergencia del clasificador, que 
hace que las firmas estén excesivamente caracterizadas y ocasiona que las pequeñas 
variaciones dentro de una firma se tomen como diferencias substanciales, llevando al 
reconocedor a clasificarla como otra firma diferente. 

Repeticiones por firmante 
12 

Del conjunto de las tablas D.7, D.8 y D.9, se puede comentar que a medida que 
la base de datos va aumentando la tasa de reconocimiento del sistema va disminuyendo. 
El mejor resultado para la vectorización de esqueletización para toda base de datos se ha 
obtenido con; 

Número de repeticiones por firma para el entrenamiento 1 12 

Tasa de reconocimiento 
No de estados 

Tabla D.10: Mejor resultado para la optimización realizada para HMM con la técnica 
esqueletización para reconocimiento defirmas. 

67.5% 
3 5 
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El reconocimiento de firmas se va a plantear de otra forma, como los casos más 
probables que indica el clasificador, no sólo el más probable. Eos cánones de la 
ogtimización de los parámetros del clasificador, siguen las mismas pautas, se varía el 
número de estados y las repeticiones por firma. Pero en esta ocasión se han introducido 
las firmas reservas dentro de las tasas de éxito. Se ha trabajado tanto con una reserva 
(segunda firma más probable), como con dos reservas (tercera firma más probable) . Las 
tasas calculadas para el grupo de 10 firmantes se encuentran en la siguiente tabla. 

1 - - - - - - .  

25 (una reserva) 1 96% 96% 96% 93% 

No de Estados 

30 (una reserva) 1 96% 96% 96% 98% 

Repeticiones por firmante 
8 1 O 12 14 

35 (una reserva) 
25 (dos reservas) 
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87% 92% 98% 98% 
99% 96% 98% 97% 

30 (dos reservas) 
35 (dos reservas) 

y el número de repeticiones por~rmantes. 

97% 99% 98% 98% 
89% 96% 100% 98% 

NQ de repeticiones para entrenamiento 

+-Tasa de reconocimiento 
para 25 estados 

+Tasa de reconocimiento 
para 30 estados 

+Tasa de reconocimiento 
para 35 estados 

Figura 0 .2:  Tasa de reconocimiento para IOIfirmantes con esqueletización 
parajirmas con una reserva. 

Se ha indicado en la figura D.2 sólo con una reserva ya que es lo más lógico con 
solo 10 firmas, y no usar dos reservas aunque en la tabla D. 11, se ha indican ambas 
[Caminogg-pfc]. Los resultados están bastante a la par, pero en la figura D.2, queda 
reflejado como para 35 estados la tendencia con el aumento del número de repeticiones 
es a incrementar la tasa de éxito, manteniéndose para 12 y 14 repeticiones. Para el resto 
de número de estados, los valores se mantienen. Por tanto, para el grupo de 30 firmantes 
con una y dos reservas, se ha escogido 10 y 12 repeticiones por firma, y 30 y 35 estados, 
resultando; 
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I 1V 1 .L 

30 (una reserva) 1 81.33% 88% 

No deEstados 
Repeticiones por firmante 

1 A 7 

35 (dos reservas) ' 1 88.66% 88.66% 

35 (una reserva) 
30 (dos reservas) 

Tabla D.12: Tasas de reconocimiento con reservas de 30firmantes según el número de estados 
y el número de repeticiones porfirmantes. 

82.33% 84.33% 
89.66% 92% 

Ya para 60 firmas si es interesante, considerar dos reservas para determinar el 
reconocimiento de una firma, aunque los resultados para una sola reserva son 
aceptables. Pero en función de lo reflejado en esta tabla D.12, donde mejor se obtienen 
resultados es para 12 repeticiones y 30 estados. De esta forma, se deja marcada la 
simulación con toda la base de datos, aunque se va a incluir las pruebas con 35 estados. 

Tabla D. 

No de Estados Repeticiones por firmante 
17 
l* 

30 (unareserva) 
35 (una reserva) 

13: Tasas de reconocimiento con reservas de 60firmantes según el número de estac 

71.83% 
73.5% 

30 (dos reservas) 
35 (dos reservas) 

En esta última prueba, se ha constatado que los mejores resultados para toda la 
base de datos, se obtiene con 35 estados y 12 repeticiones por escritor, tal y como se 
recoge en la siguiente tabla. 

79.83% 
86.16% 

Tasa de reconocimiento con dos reservas 1 86.16% 

Tabla D. 14: Mejor resultado para la optimización realizada para HMM con la técnica 
esqueletización para reconocimiento con dos reservas de firmas. 

No de estados 
Número de repeticiones por firma para el entrenamiento 

Tanto para reconocimiento de firmas como para reconocimiento con dos 
reservas, se han obtenido los mismos valores para el mejor funcionamiento del HMM. 

3 5 
12 

D.2.3 Optimización realizada para NN con la técnica del gradiente 

Como ya se ha comentado con anterioridad en esta tesis, el sistema de vectorización 
mediante esta técnica del gradiente, se ha usado con redes neuronales para la 
clasificación de la información geométrica de las firmas. 

Las pruebas efectuadas para optimizar el clasificador se realizaron tanto para 
,,,,,,,:,:,,+, A,,, ,,,A ,,,*,*,:,:,,+A ,,, ,,o a,.. nn Dnrn al rannr.nn:m:n",,-, -1 
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Pruebas realizadas con las firmas manuscritas 

planteamiento de las pruebas realizadas se basa en la variación del número de neuronas 
de la capa oculta y el número de repeticiones usadas para el entrenamiento de la NN. Al 
igual que en el apartado anterior, se ha dividido la base de datos en grupos de 10, 30 y 
60 escritores, para dar respuesta al reconocimiento. El número de neuronas en la capa 
oculta se ha variado desde las 130 hasta las 140 neuronas, y las repeticiones se han 
variado desde las 8 hasta las 24 repeticiones por firma [Carnino99-pfc]. Para 10 
firmantes elegidos de forma aleatoria, y bajo estas condiciones, se obtuvieron los 
siguientes resultados; 

Tabla D. 15: Tasas de reconocimiento de 1 Ofirmantes según el número de neuronas 
en la capa oculta y el número de repeticiones porfirmantes. 

No de neuronas 
en la capa oculta 

130 
135 
140 . 

+Tasa de reconocimiento 
para 130 neuronas 

+Tasa de reconocimiento 
para 135 neuronas 

+Tasa de reconocimiento 
para 140 neuronas 

Repeticiones por firmante 
8 1 O 12 14 16 20 

82.7% 86% 85% 75% 79% 81% 
81% 89% 83% 74% 78% 88% 
84% 87% 86% 74% 78% 82% 

NQ de repeticiones para entrenamiento 

Figura 0 .3:  Tasa de reconocimiento para IOfirmantes con la técnica 
dei gradiente para firmas. 

Eje esta figura D.3, los resultados emanan una tendencia a utilizar pocas 
repeticiones por firmantes, y la respuesta a estos números de neuronas en la capa oculta 
es bastante similar, pero de todas destaca la de 135 neuronas, fijando ei número de 
repeticiones entre 10 y 12 por firmante. Con estos parámetros se determina el 
comportamiento para el grupo de 30 escritores, que también fueron elegidos 
aleatóriamente de la base de datos. 

Tabla 0.16: Tasas de reconocimiento de 30firmantes según el número de neuronas 
en la capa oculta y el número de repeticiones porfirmantes. 

-- 

No de neuronas 
en la c a ~ a  oculta 

Repeticiones por firmante 
1 O 12 
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De la tabla D.16, se puede extraer que las mejores tasas se obtienen para 12 
repeticiones por firmantes, y éste es el valor que se coge para determinar las pruebas a 
toda la base de datos. Estos resultados para los 60 firmantes se recogen en la siguiente 
tabla. 

Tabla D. 17: Tasas de reconocimiento de 6Ofirmantes según el número 
de neuronas en la capa oculta. 

En general, y de las tablas D.15, D.16 y D.17, se puede deducir que a mayor 
número de firmas a estimar, menor es la tasa de éxito, aunque el descenso no es tan 
m~rcadr> que c ~ f i  12 fecfiica ~_q;&tilwi&. E1 m e j y  (I_zte &tpfij&j nnrn tnrln 12 h a w  Y-- ---- -- --"- 
de datos queda reflejado en la siguiente tabla. 

- 

Número de repeticiones por firma para el entrenamiento 1 12 

Tasa de reconocimiento 
No de neuronas en la capa oculta 

Tabla D. 18: Mejor resultado para la optimización realizada para NN con la técnica 
del gradiente para reconocimiento de firmas. 

72.6% 
135 

Para el reconocimiento con reservas, las pruebas planteadas siguen la misma 
línea que para la técnica de esqueletización y con los mismos parámetros que el 
reconocimiento de la información geométrica. Por tanto, los datos resultantes para el 
grupo de 10 escritores tomados aleatoriamente son; 

135 (una reserva) 1 99.2 99.5 99 

No de neuronas 
en la capa oculta 
130 (una reserva) 

Repeticiones por firmante 
8 1 O 12 
99 99 99.5 

140 (una reserva) 
130 (dos reservas) 

Tabla D.19: Tasas de reconocimiento con reservas de IOjirmantes según el número de 
neuronas en la capa oculta y el número de repeticiones por firmantes. 

99.3 99.7 99.4 
99.4 99.7 99.5 

135 (dos reservas) 
140 (dos reservas) 

99.7 99.8 99.5 
99.6 100 99.6 
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+Tasa de reconocimiento 
para 130 neuronas 

+Tasa de reconocimiento 
para 135 neuronas 

I I +Tasa de reconocimiento 
para 140 neuronas 

N" de repeticiones para entrenamiento 

Figura 0.4: Tasa de reconocimiento para lO$nnantes con la técnica 
del gradiente para firmas con una reserva. 

De esta última figura, se deduce como, los mejores resultados se centran para 
más repeticiones por firma, y para más número de neuromas en la capa oculta. Por 
tanto, se utiliza esta información para realizar las pruebas con el grupo de 30 escritores 
de firmas. 

No de neuronas 
en la capa oculta 

140 (dos reservas) 1 92% 95% 

Repeticiones por firmante 
1 O 12 

140 (una reserva) 
135 (dos reservas) 

Tabla 0.20: Tasas de reconocimiento con reservas de 30firmantes según el número de 
neuronas en la capa oculta y el número de repeticiones por$rmantes. 

89% 92.6% 
91.6% 93.6% 

Se plasma de forma ciara, como para i¿ repeticiones nay una mayor tasa de 
reconocimiento, y es el dato utilizado para realizar la prueba con toda la base de datos. 

135 (una reserva) 82.3% 
140 (una reserva) 83.3% m 135 (dos reservas) 
140 (dos reservas) 86.8% 

No de neuronas 
en la capa oculta 

Tabla 0.21: Tasas de reconocimiento con reservas de 6Oprmantes según el número 
de neuronas en la capa oculta. 

Repeticiones or_firmante 
12 

La conclusión global de las tablas D.19, D.20 y D.21, es que a medida que 
aumenta el número de patrones a verificar, la dificultad de discriminado, aumenta. De 



hecho en la siguiente tabla se recoge el mejor dato obtenido con reconocimiento con 
reservas para 60 firmas para el total de la base de datos. 

Tabla 0 .22:  Mejor resultado para la optimización realizada para NN con la técnica 
del gradiente para reconocimiento con reservas de firmas. 

Tasa de reconocimiento con dos reservas 
No de neuronas en la capa oculta 
Número de repeticiones por firma para el entrenamiento 

D.3 Conclusiones 

87% 
135 
12 

La conclusión de este anexo se centra en dos tendencias. La primera es que la 
información que parte de la envolvente se puede utilizar para reconocer aplicaciones de 
firmas manuscritas, y según marcan los resultados con bastante éxito en comparación 
con la literatura actual. Y la segunda, que parte de esta primera premisa, es que de todas 
las pruebas propuestas con los diferentes medios de' extracción de parámetros y 
clasificadores, el mejor resultado, y con diferencia, utilizando toda la base de datos, se 
obtiene para la envolvente de la firma y el uso de su información que procede de ella, 
sin entrar en detalles de las diferentes técnicas aplicadas. 
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Técnica del gradiente para clasificación de 
parámetros geométricos 

E.1 Pntroducción 

Este anexo va a tratar la parametrización, la vectorización y la clasificación de la 
información de carácter geométrico. Este tipo de herramientas queda fuera del ámbito 
del objetivo de esta tesis, pero parece interesante realizar un somero estudio sobre el 
mismo, para que se pueda establecer ciertas conciusiones al respecto, en comparación 
con las técnicas de extracción de parámetros a partir de la secuencia del trazo que se 
proponen en esta tesis. 

Se van a utilizar las bases de datos descritas en el capítulo tercero y sexto, para 
determinar sus características geométricas. Este tipo de parámetros es la herramienta 
más usada en el reconocimiento de las aplicaciones manuscritas encontradas en la 
literatura [Kaewkongkagg] [Cho97] [Seiler96] [Buse194], y en el reconocimiento de 
formas en general [Hwang97] [Neubauer96]. 

Una vez calculada la imagen con características geométricas, ésta se vectoriza, 
es decir, se pasa de dos dimensiones (imagen) a una sola dimensión (vector), para 
situarlo a la entrada del clasificador. Finalmente, se pasa al proceso de reconocimiento, 
donde este clasificador debe ser adecuado a los vectores con esta información 
geométrica para optimizar la tasa de reconocimiento, como es la red neurona1 (NN). 
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E.2 Extracción de características: Técnica del gradiente 

La elección de un grupo representativo de características es un punto muy importante en 
el problema de reconocimiento de formas, y de aplicaciones manuscritas. La 
representación del patrón de una imagen manuscrita es transformada en un juego de 
datos de alto nivel representativo, pasando a través de una serie de etapa de 
preprocesado. 

Generalmente, una de las técnicas más utilizadas para la extracción de 
parámetros es a partir de la geometría o la topología de una imagen. En este caso, se ha 
utilizado un detector de variación de la dirección de los trazos mediante las máscaras de 
Kirsch [Cho97][Lee96]. Esta técnica aprovecha el hecho de que los patrones 
manuscritos está compuestos por trazos de líneas, para detectar cada uno de estos 
segmentos y utilizarlos por separado como características representativas de la imagen. 
En concreto, el detector por máscara de Kirsch, busca en la imagen las líneas 
horizontales, verticales, diagonales inclinadas hacia la derecha y diagonales inclinadas 
hacia la izquierda. El procedimiento que se sigue para la detección de estas líneas es 
mediante ei cáicuio del gradiente de ios pixeies que ocupan una cierta posición (ijj, 
utilizando la siguiente expresión; 

donde, 

La función G(i,j) es el gradiente del píxel de la posición de la imagen (ij), y los 
subíndices de A son evaluados en módulo 8, y Ak (k=0,1, ..., 7) son los vecinos del píxel 
de la posición (ij) definidos como se muestra en la siguiente figura; 

Figura E. 1: Definición de la vecindad de un píxel. 

El siguiente paso será la extracción de las características direccionales de los 
patrones manuscritos. Estos parámetros de gradiente en la dirección horizontal (Hj, 
vertical (V), diagonal derecha (R), y diagonal izquierda (L) serán calculadas con las 
siguiente ecuaciones; 
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La implementación de la ecuación E.3 a una matriz, es lo que representará las 
máscaras de Kirsch para realizar el filtrado. No son más que matrices de 3x3, que 
barren la imagen del patrón manuscrito. Estas matrices quedan de la forma; 

Dirección horizontal Dirección vertical 

Dirección diagonal derecha Dirección diagonal izquierda 

Figura E.2: Máscara de Kirsch usadas para la extracción de parámetros direccionales. 

El resultado de este filtrado es otra imagen, una por cada máscara para la 
detección de las variaciones direccionales de los trazos de la escritura. Según se puede 
apreciar en la figura E.3, se parte de la imagen inicial, para este caso es una firma, como 
se ilustra en Pa figura E.3. Se determina el resultado de la máscara de Kirsch, 
obteniéndose cuatro matrices con las variaciones del gradiente oblicuo derecho, oblicuo 
izquierdo, horizontal y vertical. Además se incluye una quinta matriz a los parámetros, 
que es la reducción de la matriz inicial de la firma. 

El paso final es la reducción de las matrices de gradiente, así como una 
reducción d e  la matriz reducida, con el propósito de disminuir la cantidad de 
información a procesar (véase la figura E.3). 

E.3 Vectorización de los parámetros 

La vectorización se obtiene a partir de las imágenes reducidas, que contiene las 
variaciones direccionales de los patrones manuscritos. Se traslada de la dimensión del 
plano, donde se encuentran los trazos manuscritos, a una sola dimensión, para contener 
en un vector los datos de las variaciones en la dirección. Si se analiza el resultado de las 
matrices reducidas, se obtienen dos valores, blanco o negro, que se puede binarizar en 
un vector de "1" y "0, recorriendo estas matrices por filas de izquierda a derecha y por 
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columnas de arriba a bajo, se consigue como resultado un vector con las características 
de variaciones de la dirección de los patrones analizados. 

Gradiente oblicuo derecho Gradiente reducido 

Gradiente oblicuo izquierdo Gradiente reducido 
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Gradiente horizontal Gradiente reducido 

Reducción Reducción reducida 

Figura E.3: Proceso de exfracción de 1g.s caracterísficas de una jirma. 
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E.4 Clasificador de parámetros geométricos 

Para implementar el clasificador que use estos vectores con parámetros basados en las 
variaciones de la dirección, se va a utilizar una red neuronal del tipo perceptrón 
multicapas. 

Este clasificador tendrá dos capas, una capa oculta y la otra capa de salida, con 
tantos nodos de salida como número de patrones contenga el conjunto de elementos a 
reconocer. Se tomará como variable el número de nodos en la capa oculta, para 
optimizar la tasa de reconocimiento que puede ofrecer el clasificar. La capa de entrada 
va a depender de la longitud de los vectores de parámetros, que contiene la información 
de las variaciones en la dirección. 

El entrenamiento de la red neuronal se aplica con la finalidad de que los pesos de 
las distintas ramas se vayan adaptando hasta llegar a un error umbral previamente 
establecido en la red. Para este propósito el algoritmo utilizado es el Back-propagation. 

manera, que converja más rápidamente al umbral preestablecido. 




