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- Capitulo 1 -
Presentacion del proyecto.

En este capitulo se pretende exponer el propdsito y los objetivos perseguidos con la
realizacion de este proyecto, asi como la justificacién de las competencias adquiridas.

1.1 Introduccion.

“La informacion es poder.”

-- Anénimo. —

La produccién de datos en volumenes masivos es uno de los hechos fundamentales de
nuestro tiempo. Esta afirmacidn es facilmente comprobable cuando se observa que
actualmente, en un minuto, Google registra 4.1 millones de busquedas, que Youtube,
ve incrementado sus contenidos en mas de 100 horas de video y, que durante ese
mismo minuto, en Facebook se han enviado una media de 6,9 millones de mensajes
entre sus usuarios. En términos cuantitativos, en Internet se generan
aproximadamente 26.000GB M de datos cada segundo, cifra que si bien es
abrumadora, se prevé que quedara eclipsada ante el prondstico de un futuro donde
Internet cobrard un cardcter omnipresente en todo tipo de objetos cotidianos que nos
rodee (conceptualmente llamado El Internet de las cosas), con las implicaciones que

esto supone en la masiva generacion de datos.

Este fendmeno, es el que consecuentemente ha pasado a llamarse Big Data, y en el
que, si bien la generacién y almacenamiento de datos es una parte fundamental de
todo su proceso, es realmente, la fase de procesamiento y andlisis de dichos datos, la
gue nos permitird obtener informacién de gran valor a partir de estos. El campo que
engloba al conjunto de herramientas y técnicas de analisis que van a formar parte de
esta parte del proceso, es conocida como Mineria de Datos.

Nos encontramos, por tanto, ante una disciplina cuyo campo de actuacién son las
grandes bases de datos que almacenan toda la informacién que generamos
diariamente, y cuyo objetivo serd el de descubrir el conocimiento oculto en dichos
datos. Para ello, la mineria de datos se nutre de los conocimientos y técnicas de un



amplio rango de disciplinas, tales como la Inteligencia Artificial, la Estadistica, el
Aprendizaje Automatico o los Sistemas de Bases de Datos, entre otras muchas.

En la actualidad, podemos encontrar numerosos ejemplos que confirman el auge de la
mineria de datos como una tendencia que va cobrando un papel cada vez mas
importante en los sistemas de informacion de las organizaciones.

En el ambito privado, vemos como se incrementa el nimero de empresas que
comprenden el gran valor de minar datos como una fuente de ventaja competitiva, y
esto se evidencia al comprobar que en 2014, la red social profesional Linkedin,
registraba “Analisis estadistico y Mineria de Datos” como la habilidad mas demandada

por las empresas a los nuevos profesionales f21,

En el dmbito publico, podemos
examinar el ejemplo de como el gabinete del presidente Barack Obama, durante su
campana electoral de 2008, analizé grandes volimenes de datos proveniente de
numerosas fuentes diferentes, con el fin de ser capaz de predecir en qué medida sus
actos en campana electoral ejercian influencia sobre el voto de la gente, dotandole de

una fundamental ventaja competitiva para poder ganar las elecciones 131

. Finalmente,
en el ambito académico, se puede observar también como la mineria de datos es un
tema bastante recurrente en las publicaciones cientificas, dénde el estudio, mejora y
aplicaciéon de las diferentes técnicas que la componen, permite una rdpida evolucién

de esta disciplina.

De los diferentes ambitos que pueden verse beneficiados por la aplicacion de técnicas
de mineria de datos, centraremos nuestra atencién para el desarrollo de este proyecto
en el sector financiero, y mas especificamente, en los mercados bursatiles. El atractivo
de centrarnos en este dmbito viene dado por el alto nimero de factores que influyen
directa o indirectamente en los mercados, generando un elevado volumen de datos
gue pueden ser utilizados como materia prima para la busqueda de conocimiento.
Ademas, los casos de estudio que se muestren favorables, donde la aplicacién de
estas técnicas contribuya a la obtencidn de informacidn util que pueda ser incorporada
en nuestra operativa bursatil, son de elevado valor por los rendimientos econémicos
gue Ssu uso supone.

Concretamente, el objetivo se propone con la elaboracion de este proyecto, es el de
investigar y validar el rendimiento aportado por este tipo de técnicas en la tarea de
predecir informacién financiera. Para ello, plantearemos una hipétesis de trabajo que
requiera el uso de este tipo de herramientas, y se disefiara e implementara una
solucion que ejecute todas las fases del proceso de descubrimiento de conocimiento,
desde la obtencidn y preparacién de los datos, hasta el analisis y obtencién de
resultados. La definicién de los pasos a seguir para el correcto cumplimiento del
proceso, estaran validados por el uso de la metodologia CRISP-DM, la cual se erige
como la metodologia mas utilizada para el desarrollo de proyectos de andlisis,
descubrimiento de conocimiento y mineria de datos 4,



A lo largo de los préoximos capitulos, se presentaran todos los materiales tedricos,
técnicos y prdacticos que han sido de utilidad para la elaboracién de este proyecto y
gue han permitido, ademas de alcanzar los objetivos propuestos, obtener un mayor
conocimiento sobre el apasionante campo de la mineria de datos aplicada a la
prediccion bursatil.

1.2 Estructura de la memoria.

La memoria de este proyecto pretende ser el documento déonde se presente toda la
informacién obtenida, tanto del proceso de documentacion previa como la generada
durante la resolucién del propio proyecto, de forma que sirva como guia y registro
para la compresidn del trabajo realizado.

Este capitulo sirve como presentacion del proyecto, introduciendo al lector en el tema
gue vamos a tratar, y justificando su realizacién con las competencias
correspondientes a ambos titulos que han sido adquiridas durante su elaboracién.

A continuacidn, se presentara la metodologia CRISP-DM, cuya aportacion ha servido
para dotar de una estructura coherente tanto a nivel de desarrollo del proceso de
mineria de datos, como en la elaboracion de esta memoria.

En los capitulos 3 y 4 se presentardn todos los conocimientos tedricos necesarios sobre
las herramientas y técnicas que han sido fundamentales para la resolucién de este
proyecto.

Tras la teoria, en los capitulos 5y 6 se presentara el problema a solucionar y la solucidn
propuesta, para posteriormente hacer un recorrido detallado sobre el disefio e
implementacién de dicha solucion.

Finalmente, en los capitulos 7 y 8, realizaremos un analisis de los resultados obtenidos
haciendo uso del sistema implementado, y de dicho analisis extraeremos las
conclusiones buscadas como objetivo de este proyecto. Ademas, se presentara un via
de desarrollo futuro sobre la cual poder continuar el trabajo iniciado con este proyecto
de fin de grado.

1.3 Competencias especificas cubiertas.

Dada la naturaleza multidisciplinar de la Doble Titulacién de Ingenieria Informatica y
Administracién de Empresas, dmbito de este proyecto de fin de grado, las
competencias cubiertas con su desarrollo competen a ambos campos de estudios.
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A continuacién se presentan un listado de todas las competencias cubiertas con la
realizacion de este proyecto, correspondiente a cada titulo, y su justificacion.

Grado Ingenieria Informatica - Competencias del titulo.

T1. Capacidad para concebir, redactar, organizar, planificar, desarrollar y firmar
proyectos en el dmbito de la ingenieria en informdtica que tengan por objeto, de
acuerdo con los conocimientos adquiridos segun lo establecido en apartado 5 de la
resolucion indicada, la concepcion, el desarrollo o la explotacion de sistemas, servicios y
aplicaciones informdticas.

Se justifica con la realizacién de este proyecto de fin de grado.

T2. Capacidad para dirigir las actividades objeto de los proyectos del admbito de la
informdtica, de acuerdo con los conocimientos adquiridos segun lo establecido en
apartado 5 de la resolucion indicada.

Se justifica con la realizacién de este proyecto de fin de grado.

T5. Capacidad para concebir, desarrollar y mantener sistemas, servicios y aplicaciones
informdticas empleando los métodos de la ingenieria del software como instrumento
para el aseguramiento de su calidad, de acuerdo con los conocimientos adquiridos
segun lo establecido en apartado 5 de la resolucion indicada.

Se justifica con el desarrollo de la herramienta software implementada para este
proyecto de fin de grado (Ver epigrafe 6, Implementacidn del sistema).

T8. Conocimiento de las materias bdsicas y tecnologias, que capaciten para el
aprendizaje y desarrollo de nuevos métodos y tecnologias, asi como las que les doten
de una gran versatilidad para adaptarse a nuevas situaciones.

Se justifica con la utilizaciéon de conocimientos tedricos y sobre tecnologias expuestas
en este proyecto, aplicados acertadamente en la resolucion del problema planteado
(Ver epigrafe 3, Recursos y tecnologias; epigrafe 4, Base tedrica y estado del arte).
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Cll06. Conocimiento y aplicacion de los procedimientos algoritmicos bdsicos de las
tecnologias informdticas para disefiar soluciones a problemas, analizando la idoneidad
y complejidad de los algoritmos propuestos.

Se justifica con la aplicacidon de las herramientas algoritmicas adecuadas aplicados
acertadamente en la resoluciéon del problema planteado en este proyecto. (Ver
epigrafe 4.4, Redes neuronales artificiales, ANNs; epigrafe 6.4, Mddulo dataAnalyzer).

Cll07. Conocimiento, disefio y utilizacion de forma eficiente los tipos y estructuras de
datos mds adecuados a la resolucion de un problema.

Se justifica con la utilizacién de las estructuras de datos adecuadas en cada uno de los
modulos implementados, aplicadas correctamente en la resolucion del problema
planteado en este proyecto. (Ver epigrafe 6, Implementacion del sistema).

Cll08. Capacidad para analizar, disefiar, construir y mantener aplicaciones de forma
robusta, sequra y eficiente, eligiendo el paradigma y los lenguajes de programacion
mds adecuados.

Se justifica con la utilizacidn del lenguaje de programacién mas adecuado (lenguaje R)
para la implementacién de los mddulos del sistema, asi como el seguimiento de
principios de modularidad para la arquitectura del sistema. (Ver epigrafe 3, Recursos y
tecnologias; epigrafe 5.2, Disefo de la solucion).

Cll013. Conocimiento y aplicacion de las herramientas necesarias para
el almacenamiento, procesamiento y acceso a los Sistemas de informacion, incluidos
los basados en web.

Se justifica con la utilizacidon de los Sistemas de Informacion web de Yahoo Finance
para la obtencién de los datos utilizados en el andlisis, asi como la herramienta Yahoo
YQL para la extraccién de dichos datos. (Ver epigrafe 3.3, Yahoo YQL)

Cll015. Conocimiento y aplicacion de los principios fundamentales y técnicas bdsicas de
los sistemas inteligentes y su aplicacion prdctica.

Se justifica con el conocimiento y la utilizacién de las diferentes técnicas de mineria de
datos correspondientes al campo del aprendizaje automatico y la inteligencia artificial.
(Ver epigrafe 4.1, Mineria de datos; epigrafe 4.4 Redes neuronales artificiales, ANNSs;
epigrafe, 4.5 El problema del overfitting; epigrafe 6.4, Médulo dataAnalyzer).

12



Grado en Administracion y Direccidon de Empresa - Competencias del titulo.

CE1.- Capacidad de aplicar los conocimientos en la prdctica.

Se justifica con la aplicacidon de los conocimientos tedricos sobre finanzas, economia,
econometria y estadistica aplicados para la resolucidn de este proyecto.

CE3.- Habilidad de transmision de conocimientos.

Se justifica con la realizacién de este proyecto de fin de grado, que da soporte a la
divulgacidon de conocimiento sobre el tema desarrollado, asi como la defensa oral del
mismo.

CE5.- Poseer y comprender conocimientos acerca de las instituciones econdmicas como
resultado y aplicacion de representaciones tedricas o formales acerca de como
funciona la economia.

Se justifica mediante la comprensién del funcionamiento a nivel tedrico de los
mercados bursatiles y sus interrelaciones (Ver epigrafe 4.2, Algoritmos aplicados a los
mercados bursatiles; epigrafe 5.1, Presentacion del problema).

CE9.- Identificar la generalidad de los problemas econdmicos que se plantean en las
empresas y saber utilizar los principales instrumentos existentes para su resolucion.

Se justifica mediante la aplicacién de herramientas de caracter estadistico para la
resolucién del problema del andlisis de existencia de correlaciones entre mercados
(Ver epigrafe 5.1, Presentacién del problema; epigrafe 5.2 Disefio de la solucién;
epigrafe 6, Implementacion del sistema).

CE18.- Entender las instituciones econdmicas como resultado y aplicacion de
representaciones tedricas o formales acerca de como funciona la economia.

Se justifica mediante la comprension del funcionamiento a nivel tedrico de los
mercados bursatiles y sus interrelaciones (Ver epigrafe 4.2, Algoritmos aplicados a los
mercados bursatiles; epigrafe 5.1, Presentacion del problema).
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CE19.- Derivar de los datos informacion relevante imposible de reconocer por no

profesionales.

Se justifica mediante la realizacidn del proceso de mineria de datos aplicado en este
proyecto para la obtencién de informacién relevante que pudiera ser de utilidad en la
toma de decisiones financieras (ver epigrafe 7, Analisis y resultados).
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- Capitulo 2 -
Metodologia de trabajo.

Siguiendo la tendencia mostrada por la industria, hemos hecho uso del enfoque
planteado por la metodologia CRISP-DM para la organizacidon de las tareas a realizar en
proceso de mineria de datos realizado. En este capitulo, presentaremos dicha
metodologia vy justificaremos el uso de ella mostrando su aplicacion.

2.1 Cross Industry Standard Process for Data Mining, CRISP-DM.

A la hora de enfrentarnos al reto de realizar un proyecto de mineria de datos, la
metodologia CRISP-DM nos asiste en la descomposicién del proceso de descubrimiento
de conocimiento a realizar, definiendo las diferentes tareas que deberan ser seguidos
para alcanzar el objetivo establecido. El grado de descomposicion de las tareas
propuestas variara en cada uno de los cuatro niveles de abstraccién que CRISP-DM
propone. Estos niveles, de mas genérico a mas especifico, dividen el proceso en fases,
tareas genéricas, tareas especializadas e instancias de los procesos. (Ver Figura 1) ©.

CRISP
Process Model

E | Generic Tasks |

o e s e s

Mapping

[speciatizedrasks | [ ][ JEIL] [ JC JCJE
‘ NN A\ >
CRISP
[ Process Instances | Cé Océ é O O Process

Figura 1: Los cuatro niveles de descomposicion de la metodologia CRISP-DM

Dado que el fin de este proyecto no es el de validar la utilizaciédn de esta metodologia,
no haremos uso de los niveles con mayor grado de especificacidn, pues su uso esta
mas orientado a ser aplicado en grandes proyectos empresariales de mineria de datos.
Para las necesidades de nuestro proyecto, nos hemos bastado con los primeros dos
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niveles de abstraccion donde se definen las fases y tareas genéricas que deberemos

cumplir. Concretando, la descomposicidn que plantea CRISP-DM es la siguiente (61,

1.

Comprension del negocio.

Se busca entender y definir aquellos objetivos que se quieren alcanzar tanto
desde la vertiente empresarial como desde la vertiente del analista de datos. Los
objetivos del proceso son establecidos, asi como los pasos y recursos que seran
necesarios para poder alcanzarlos satisfactoriamente.

Comprension de datos.

Esta fase recoge el proceso de recopilacion, integracion, entendimiento vy
verificacion de la calidad de los datos. Con esto, se pretende obtener datos que
sean apropiados para la satisfaccién del objetivo final, y obtener las pautas que
nos guiardn a la hora de decidir cual herramienta de mineria de datos sera mas
adecuado para ello.

Preparacion de datos.

Sobre el conjunto de datos obtenidos, seleccionaremos aquellos que vayan a ser
usados durante el andlisis. Estos datos, seran limpiados y formateados para
elevar su calidad al nivel requerido por las técnicas de mineria seleccionadas.

Modelado.

Sera en este punto del proceso dénde definiremos con precision la/las técnica/as
a utilizar para analizar y obtener informacidon relevante de los datos
suministrados. Ademas, se crearan los mecanismos necesarios para estimar la
calidad del modelo, lo cual normalmente, es resuelto mediante la
descomposicion del conjunto de datos en dos subconjuntos: un subconjunto de
entrenamiento sobre el cudl estimaremos el modelo y un subconjunto de prueba
sobre el cual se probard la validez de lo estimado.

Evaluacion.

Esta fase busca evaluar si los resultados obtenidos cumplen con las necesidades
de negocio establecidas en la primera fase del proceso. Igualmente, se revisara
si el proceso de mineria de datos se ha realizado de forma correcta cumpliendo
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con los requisitos analiticos propuestos. En caso afirmativo, se decidird la
evolucién del desarrollo del proyecto en el futuro.

6. Despliegue.

Finalmente, con los modelos estimados y validados, en esta fase se realizara la
explotacidn de la informacidn obtenida de la manera que el cliente requiera.

2.2 Aplicacion practica de la metodologia.

Tal y como se ha precisado anteriormente, en este proyecto no se pretende demostrar
la validez de la metodologia CRISP-DM, sin embargo, se buscara con su aplicacion el
seguir su coherente definicién de las diferentes etapas, de acuerdo con la industria,
durante el proceso de mineria de datos. Por ello, las 6 fases presentadas en el punto
anterior han servido para estructurar y agrupar las diferentes tareas realizadas en la
resolucién de este proyecto.

Con el fin de justificar la aplicacion de la metodologia, a continuacién se incluye una
relacion de las tareas realizadas y la fase a la que se corresponde dentro de la
metodologia CRISP-DM:

Fase 1: Comprension del negocio.

e Busqueda de informacion relacionada.

e Definicidn de la hipdtesis de trabajo.

e Busqueda de la fuente de los datos a utilizar.
e Establecimiento de las herramientas a utilizar.
e Planificaciéon del proyecto.

Fase 2: Comprension de datos.

e Andlisis de las fuentes de datos disponibles.
e Implementacién del médulo dataCrawler.

Fase 3: Preparacion de datos.

e Planificacién de datos requeridos.
e Andlisis de las caracteristicas de los datos adquiridos.
e Implementacion del médulo dataBuilder.
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Fase 4: Modelado.

e Seleccidn de la técnica de mineria a utilizar.
e Implementacion del médulo dataAnalyzer.

Fase 5: Evaluacion.

Implementacién del médulo modelValidator.
Obtencidén de los resultados.
Analisis de los resultados.

Representacion de los resultados.

Fase 6: Despliegue.

e Obtencién de conclusiones.
e Redaccién de la memoria del trabajo.

Como se puede comprobar, la distribucion de las tareas realizadas durante el proyecto
sigue la filosofia planteada por la metodologia CRISP-DM. En los préximos capitulos,
segln se vayan presentando las diferentes fases con mayor detalle, se volveran a
revisar las implicaciones del uso de esta metodologia.
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- Capitulo 3 -
Recursos y tecnologias.

En este capitulo se presentaran las herramientas y tecnologias que han sido
fundamentales para el desarrollo de este proyecto.

3.1 Lenguaje R.

Lenguaje de programacion que ofrece una amplia gama de herramientas para el
analisis estadistico y calculo numérico. Gran parte de las funcionalidades del lenguaje
se encuentran implementadas utilizando el propio lenguaje R, aunque también si fuera
necesario un mayor rendimiento, se puede hacer uso de lenguajes de mas bajo nivel
como C, C++ o Fortran. Ademas, el lenguaje permite a la comunidad de desarrolladores
extender sus funciones mediante la creacién de paquetes que pueden ser facilmente
compilados y utilizados en el cédigo. Fue inicialmente desarrollado por Robert
Gentleman y Ross lhaka, actualmente se encuentra bajo la responsabilidad del R
Development Core Team. Durante 2014, R se situé como el lenguaje mas utilizado en el
campo de la Mineria de Datos 7,

Para el desarrollo de nuestro proyecto, ha sido indispensable la utilizaciéon de los
siguientes paquetes:

e Paquete HTTR. ©

Conjunto de herramientas y métodos que facilita la realizacién de
peticiones HTTP implementando los diferentes métodos soportados por el
protocolo (GET, POST, PUT, PATCH, etc.). Mediante la especificacion de una
direcciéon URL se podrad obtener una HTTP Response con la informacién
devuelta por dicha llamada. Ademads, este paquete incluye un amplio
conjunto de funciones de configuracién que permiten un mayor control de
las peticiones que se realizan (i.e. autentificacidn, cookies, manipulacién de
headers, etc.).

e Paquete Jsonlite. [

Conjunto de herramientas robustas y de gran rendimiento para la creacién e
interpretacion del lenguaje JSON. La traducciéon ofrecida por este paquete
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permite tanto la interpretacién de datos en notaciéon JSON a estructuras de
datos propias del lenguaje R, como el proceso inverso.

Paquete NeuralNet. [10]

Conjunto de herramientas de gran utilidad para la creacién y entrenamiento de
redes neuronales artificiales. Mediante el uso de este paquete se pueden
generar diferentes configuraciones de redes neuronales, donde se podra definir
su topologia o las funciones de activacidn y propagacién de sus neuronas
internas. Una vez creada la red neuronal, este paquete aporta herramientas
para su entrenamiento y posterior uso, pudiendo introducir nuevos valores con
el fin de computar y realizar predicciones. A este paquete le acompaian
también funciones para la representacidon de las redes neuronales, haciendo
uso de las capacidades graficas del lenguaje de programacién R.

OPEN

HIGH

IBEX OPEN

[ =1=Fu Sl =

LOW

CLOSE

Error: 49.544256 Steps: 33867

Figura 2 Ejemplo de representacion de una red neuronal artificial, paquete neuralnet.

Paquete Quantmod. 1!

Conjunto de herramientas disefiadas para el desarrollo y prueba de
modelos financieros. Con el uso de sus funciones, podremos trabajar
con datos financieros, de los cuales podremos calcular indices, hacer
representaciones graficas, etc. Ademds, también nos permitira la
generacion de reglas de contratacion que podrdn ser validadas con
datos histdricos del mercado, obteniendo estadisticos que nos indiquen
el rendimiento de utilizar dicha estrategia en nuestra operativa.
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3.2 RStudio. "

Entorno de desarrollo integrado (/DE) para el lenguaje de programacion R. Alguna de
las funcionalidades mas importantes que ofrece son herramientas de resaltado de
sintaxis, autocompletado del cédigo, depuracidn interactiva, gestion de directorios, asi
como otro conjunto de herramientas que facilitan el desarrollo en R.

Se trata de software con licencia open source y como versidon comercial y se encuentra
disponible para la mayor parte de los sistemas operativos e incluso navegadores webs
conectados a su servicio RStudio Server, que ofrece acceso centralizado a las
capacidades de R.
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Figura 3: Captura de pantalla del IDE RStudio.

3.3 Yahoo YQL

Para la extraccién de los datos, se ha optado por utilizar la herramienta Yahoo YQL
(Yahoo Query Language). YQL, es una plataforma disefiada por la compafiia Yahoo que
facilita enormemente el acceso a las APIs publicas que estan alojadas en Internet.
Mediante el uso de un lenguaje similar a SQL (Structured Query Language), permite
realizar peticiones HTTP para obtener, filtrar y combinar datos desde diferentes
fuentes de internet, escondiendo la complejidad de las APIs web. Ademas, los
resultados obtenidos son transformados al lenguaje XML y JSON, lo cual permite una
mayor interoperabilidad entre diferentes aplicaciones.
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La forma de extraer los datos mediante sentencias YQL es muy sencilla. La estructura
de su sintaxis basica es como se presenta a continuacion:

SELECT qué FROM tabla WHERE filtro | funcidn

De forma muy parecida al lenguaje SQL, la clausula qué indica aquellos campos, (o
columnas, dada la distribucién de los datos en tablas) a los que queremos acceder. Con
la clausula tabla, especificaremos el nombre de la fuente a partir de la cual queremos
extraer los datos. YQL, facilita a la comunidad de desarrolladores la extensibilidad del
sistema permitiendo la creacidon personalizada de este tipo de tablas. Para su
generacion, se hace uso de archivos XML que definen la forma en la que se van a
mapear las sentencia YQL con los servicios webs a los que se pretende acceder. Esto
permite generar tablas propias dénde, en el proceso de mapeado, se puede combinar
y procesar datos de numerosas fuentes diferentes, accedidas a través de la misma
interfaz unificada.

Del conjunto de columnas ya seleccionado, con la clausula filtro, podremos establecer
un criterio que nos permita seleccionar aquellas filas que sean de nuestro interés.
Finalmente, YQL ofrece un repertorio de funciones para operar sobre el conjunto de
filas seleccionadas, permitiendo operaciones de ordenado, inversion, o eliminacién de
repeticiones, entre otras.

A modo ilustrativo, si quisiéramos realizar una consulta para obtener una lista de las
fotografias de gatos alojadas en la web de Flickr, ejecutariamos la siguiente sentencia:

SELECT * FROM flickr.photos.search WHERE text="cat";

Esta peticion nos devolverd un resultado JSON o XML con los datos y metadatos de las
imagenes alojadas en el servicio Flickr. En la plataforma online de YQL 131 se
encuentra el listado completo de todas las tablas a las que se pueden hacer peticiones.
De todas ellas, para nuestro proyecto, hemos wusado la tabla
yahoo.finance.historicalData, que conecta directamente con la base de datos de la
plataforma Yahoo Finance, donde poder obtener el histérico de datos bursatiles que

necesitaremos para nuestro analisis.

La licencia de uso de la plataforma YQL permite su uso gratuito para cualquier tipo de
proyecto, sea comercial o no, quedando fuera de su ambito las licencias que cada una
de las APIs accedidas pudiera tener. En el caso de nuestro proyecto, el acceso a la API
de Yahoo Finance es abierto, y no requiere de ninguna AP/ Key para su uso, si bien es
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cierto que existen algunas limitaciones respecto a la cantidad de datos y al nimero de
peticiones que se pueden realizar al sistema.
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- Capitulo 4 -
Base teorica y estado del arte.

En este capitulo se pretende abordar la base tedrica que servird para contextualizar el
proyecto a desarrollar. Se explicaran las técnicas mas comunes de mineria de datos y
se procederd a presentar la relacion existente entre estos algoritmos y el sector
financiero.

4.1 Mineria de datos.

“Una importante cadena de supermercados posee los datos del conjunto de
productos comprados por sus clientes en cada compra, y a partir de esos datos, le
gustaria obtener informacion que pueda servir de ayuda para definir su proxima
campana de marketing.”

“El departamento de recursos humanos de una gran empresa cuenta con
bastantes datos sobre sus trabajadores. Entendiendo al capital humano como un
recurso clave generador de ventaja competitiva, buscan automatizar el proceso de
busqueda de talento entre sus trabajadores para poder incentivarlos.”

“La complejidad de los mercados bursdtiles, dado de la gran cantidad de
factores de los que dependen, hace compleja la tarea de encontrar reglas de
contratacion que permitan obtener un rendimiento econdmico ventajoso.”

¢Qué tienen en comun estos tres hipotéticos casos? La respuesta es que todos ellos
han sido demostrados ser resueltos con gran rendimiento mediante la aplicacidn de
técnicas de mineria de datos. Tras un primer andlisis, encontramos que todos ellos
plantean un patrén similar, dénde se desea extraer informacion relevante que pueda
asistir en la futura toma de decisiones a partir de un gran conjunto de datos. Este
proceso es el que antiguamente, en los afios 90, se conocia como KDD (Knowledge
Discovery in Databases) y cuya fase de analisis de los datos era denominada Mineria
de Datos (ver Figura 4), aunque en los ultimos afios de forma comun, este nombre ha
pasado a englobar todo el proceso, desde la seleccion y preparacion de los datos hasta
la interpretacion y obtencion de conocimiento.
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El aumento de interés en la Mineria de Datos se justifica por el fendmeno denominado
Big Data. Esto es, la acumulacién de grandes cantidades de datos, que se produce
fundamentalmente por el incremento en el uso de dispositivos capaces de registrar
con sus sensores datos en gran volumen y variedad (moviles, tablets, wearables, etc.),
asi como por el constante abaratamiento de los sistemas de almacenamiento. Ademas,
otra de las razones se da en el incremento en las capacidades de computo, lo cual ha
permitido el desarrollo de algoritmos cada vez mas complejos capaces de tratar estas
grandes bases de datos, asi como de crear conocimiento de mayor abstraccion y
complejidad. También cabria afiadir que a estos cambios se le suma una
transformacién en la mentalidad de las organizaciones, las cuales comienzan a tomar
conciencia del valor de los datos almacenados en sus sistemas, hasta hace pocos afios
infravalorados. Esto permite no solo que las propias organizaciones comiencen a
aplicar el proceso de mineria para explotar sus conjuntos de datos, sino que también
comiencen a realizar un proceso de apertura e integracion con otras organizaciones
para acabar formando parte de un ecosistema basado en la informacidon y el
conocimiento.

Interpretation/
Evaluation

Transformation

>
: Knowledge

[ 1 :

e | |

1 1 !

I Transformed ! |

1 ' Data : .

1 Processed | i

Data 1 Data 1 i !

| Warehouse ! ! v

Figura 4: Proceso de Mineria de Datos.

Una definicién mas tedrica de la mineria de datos, nos diria que ésta hace referencia al
proceso analitico que intenta descubrir patrones en grandes volimenes de conjuntos
de datos, mediante la aplicacién de técnicas de disciplinas tales como la inteligencia
artificial, el aprendizaje automatico, la estadistica y sistemas de bases de datos, entre
otras. Esta implicacion de tantas disciplinas diferentes, en ocasiones genera un mal uso
de los conceptos, donde por ejemplo, se confunde aprendizaje automatico o
estadistica con el propio proceso de mineria de datos. Con el fin de esclarecer dudas,
diremos que las disciplinas mencionadas anteriormente son las que crean las
herramientas de procesamiento y analisis, y la mineria de datos es la fase de
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explotacién de los datos que hace uso de dichas herramientas: El disefio de un
algoritmo clasificador, compete al campo de estudio del aprendizaje automatico. En
cambio, el uso de dicho algoritmo clasificador con el fin de tratar un conjunto de datos
para la obtencidn de conocimiento, define a un proceso de mineria de datos.

Serd la naturaleza de la técnica utilizada la que defina el tipo de proceso de mineria
gue estemos realizando, y por tanto, el tipo de informacién que se obtendra. De forma

genérica, encontramos la siguiente clasificacion ™

, aunque es importante sefalar que,
a pesar de ser posible su separacidén en categorias individuales, en la practica, todas
ellas se encuentra muy interrelacionadas unas con otras. Entre estas técnicas

encontramos:

e Técnicas de clasificacion:

Este tipo de algoritmos buscan la categorizacién de elementos a partir de sus
atributos. Normalmente, este tipo de técnicas requiere de un proceso de
aprendizaje previo en el que el algoritmo aprende la relacidn existente entre los
atributos y la categoria del objeto. Es por ello que desde la vertiente de la
disciplina del aprendizaje automatico, esto seria considerado un algoritmo de
aprendizaje automatico supervisado (i.e. el algoritmo aprende a partir de
definir un output esperado para un input determinado).

e Técnicas de clustering:

Estas técnicas buscan la generacion de conjuntos de objetos a partir de la
busqueda de regularidades entre los objetos que conforman dichos conjuntos.
De alguna manera, esto podria ser confundido con los algoritmos de
clasificacién, si bien tienen una funcionalidad bastante diferente. Un algoritmo
de clustering no busca la clasificacién de objetos per se, sino la bisqueda de los
atributos que segmentan dichos datos en grupos heterogéneos entre
conjuntos, y homogéneos en el conjunto. Por tanto, es comun encontrar el uso
combinado de este tipo de algoritmos, donde inicialmente un algoritmo de
clustering identifica los atributos que posteriormente serdn utilizados por el
algoritmo clasificador. En este caso, en el contexto del aprendizaje automatico,
esto se trataria de un algoritmo no supervisado (i.e. El algoritmo aprende solo a
partir del input, sin necesidad de indicarle un output esperada).

e Técnicas de asociacion:

Este tipo de técnicas busca generar reglas de asociacion del tipo {4, B, ...} = C,
dénde el estado de los elementos en un conjunto permite afirma con un nivel
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de probabilidad establecido previamente, cual sera el estado de otro elemento
individual. Las reglas identificadas por estos algoritmos pueden ser utilizadas
posteriormente para realizar predicciones sobre el mismo conjunto de
elementos.

e Técnicas de prediccién:

Las técnicas de prediccion son aquellas que hacen uso del analisis de tendencia,
modelos de regresion, clasificacion, reconocimiento de patrones y relaciones
sobre eventos pasados con el fin de poder hacer predicciones de dicho evento
en el futuro.

e Técnicas de patrones secuenciales:

Finalmente tenemos las técnicas de patrones secuenciales, las cuales son
comunmente aplicadas sobre datos a largo plazo, en las que poder identificar
tendencias y ocurrencias de eventos similares que son repetidas ciclicamente
en el tiempo.

Por tanto ya conociendo de forma genérica cuales son las técnicas de mineria de datos
mas comunes, podriamos hacer un primer acercamiento sobre cémo dar solucién a los
casos presentados al comienzo del capitulo.

En el primer caso, nos encontrdbamos con la base de datos de un supermercado que
contiene la informacién de cada una de las compras realizada por sus clientes, asi
como los productos que la conforman, y de ello, se quiere obtener informacién
relevante sobre los habitos de consumo de los clientes para asi poder concretar una
campafa de marketing mas efectiva. Este ejemplo es tipicamente conocido como el
Problema de la Cesta de la Compra, y para resolverlo, se hacen uso de las técnicas de
asociacion anteriormente vistas.

Como se puede ver en la Figura 5, partiendo de los productos que integran cada
compra, se pueden aplicar técnicas de asociacion que evaluaran la cantidad de veces
gue se produce la aparicién conjunta de subgrupos de productos. Del analisis de esto
podremos obtener como resultado asociaciones del tipo, cuando un cliente compra
cerveza, a su vez, también compra nachos, con una probabilidad de que esto suceda
superior a un valor establecido previamente a la ejecucion del analisis. Con esta
asociacién en su poder, el gerente del supermercado contara con informacién valiosa
gue le permitira tomar decisiones tales como reubicar el lineal de nachos cerca del
punto de venta de las cervezas.
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Figura 5: Proceso de Mineria de Datos para el Problema de la Cesta de la Compra. 1151

En el segundo caso, nos situamos dentro del departamento de recursos humanos de
una gran compaiia que quiere localizar a aquellos trabajadores brillantes dentro de la
organizacién con el fin de incentivarlos y situarlos en una posicién adecuada a sus
cualidades, siendo esto uno de los mayores desafios en la gestién de recursos
humanos a dia de hoy. Para hallar una solucidén, se cuenta con un gran volumen de
informacién sobre los trabajadores (datos personales, puesto de trabajo, rendimiento
del trabajo, afios en la compafiia, habilidades y conocimientos, etc.) sobre el cual
podemos aplicar diferentes técnicas de mineria de datos en funcién de los resultados
que quisiéramos obtener. Por ejemplo, podriamos utilizar técnicas de clustering para
identificar patrones que agrupen a empleados con similares caracteristicas de
rendimiento, habilidades, etc. Si utilizaramos las técnicas de asociacién, previamente
vistas, podriamos ser capaces de identificar asociaciones que nos sefialen qué
caracteristicas de los trabajadores son las mas idéneas para segun qué puestos de
trabajos, basandonos en los rendimientos obtenidos en ocasiones previas. También,
mediante técnicas de prediccién y clasificacién, podriamos conseguir predecir cudl sera
la proyeccion de progreso del trabajador en el medio y largo plazo, asi como también
podriamos asignarle un perfil determinado basdndonos en los resultados de la
clasificacién. Por tanto, es evidente la utilidad que nos aporta el uso de las diferentes
herramientas de mineria de datos para su aplicacién en el campo de la gestion de
recursos humanos.

Una solucién planteada por Hamidah Jantan (2010) !¢

resuelve este problema
mediante el uso de técnicas de arboles de decisidn, utilizando un tipo especifico de
algoritmo denominado C4.5, con el que se obtiene un darbol clasificador, cuyo uso
permite asistir si se debe promocionar a un trabajador. Este arbol ha mostrado un alto
rendimiento en la ejecucién de la tarea de promocionar a aquellos trabajadores
brillantes, generando un alto valor para la organizacion que ahora cuenta con un

sistema de incentivos mas eficiente. Ademas, su uso es bastante sencillo, pudiendo ser
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interpretado por cualquier persona de la organizacion, sin ser necesario conocimientos
en el campo del andlisis de datos.

Finalmente, en el tercer caso habldbamos de los mercados bursatiles, en los que dada
la complejidad de sus estructuras, la cantidad de agentes que participan y las variables
qgue afectan al valor de los productos que cotizan en ellos, hacen bastante compleja la
tarea de poder realizar predicciones que nos puedan beneficiar en el proceso de
gestionar nuestras operaciones bursatiles. Cabria preguntarse si en esta ocasiéon las
herramientas de mineria de datos podran ofrecernos un resultado notable en esta
materia. Este es el objetivo que se ha propuesto este proyecto, y que se seguira
desarrollando en los proximos capitulos.

4.2 Algoritmos aplicados a los mercados bursatiles.

Hace tiempo que los parqués de los principales mercados bursatiles dejaron de
mostrarse como espacios abarrotados de brokers que, a gritos, intentaban hacer oir
sus opciones de compra y venta. A dia de hoy, el sonido que acompafiia a gran parte
del volumen de las operaciones que se realizan en los mercados, es el de los
ventiladores que refrigeran a los servidores alojados en los grandes centros de
procesamiento encargados de ejecutar avanzados algoritmos de trading. Nos
encontramos, por tanto, frente al efecto de la utilizaciéon de algoritmos informaticos y
modelos matematicos aplicados a los mercados bursatiles, o tal y como se conoce,
trading algoritmico. Es tal la presencia de estos sistemas computacionales en los
procesos de inversion y especulacidn, que se estimd que un tercio de las operaciones
producidas los mercados de la Unién Europea y Estados Unidos en 2006 fueron
llevadas a cabo por estos algoritmos =

La ventaja que los sistemas automaticos de trading pueden aportar es evidente, pues
permiten automatizar y procesar toda la informacién necesaria en el mercado para
generar una gran cantidad de sefiales de compra o venta de forma mucho mas rapida y
eficiente que un agente humano. De hecho, en términos de rapidez, cabe mencionar
gue la mayor parte de las operaciones llevadas por algoritmos que se realizan a dia de
hoy, pertenecen a los que se conoce como negociacién de alta frecuencia o HFT (siglas
de su nombre en inglés, High-Frequency Trading). Una modalidad de trading que busca
obtener beneficios mediante la colocacién de un gran nimero de operaciones a muy
alta velocidad (en cuestion de milisegundos) en multiples mercados de forma
simultanea.

En cualquier caso, operar a alta velocidad no es la Unica ventaja que los traders
encuentran en la utilizacion de estos sistemas. Por ejemplo, su uso beneficia a aquellos
inversores a medio y largo plazo que buscan comprar o vender en grandes voliumenes,
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sin querer que sus operaciones influencien a los precios en el mercado. El objetivo de
los algoritmos que implementan este tipo de estrategias es el de descomponer un gran
pedido en pequefias 6rdenes para después de forma sistematica, ejecutarlas en el
mercado de forma pasiva, sin afectar al precio, basandose en datos histdricos del
volumen (estrategias VWAP) o en periodos de tiempo constantes (estrategias TWAP).
La ventaja de usar este tipo de estrategias es que permite al trader profesional el
poder realizar operaciones de gran volumen a un precio cercano al verdadero precio
de mercado, sin que pudiera alterarlo y perjudicarle en su operativa.

Otro ejemplo de la utilizacién de algoritmos es la implementacion de estrategias que
explotan oportunidades de arbitraje. Este tipo de oportunidades se producen cudando
hay una diferencia de precios sustancial entre mercados correlacionados. Esta
divergencia que se produce, permite realizar una operacién de compra por el precio
mas bajo y una venta por el mas alto de forma simultdnea. Como es de prever, el
trabajo de andlisis en tiempo real de tantas variables operando de forma simultanea es
una tarea que un computador puede ejecutar muy eficientemente.

Estos ejemplos de uso acompafiian a otros tantos, que demuestran la gran introduccién
y aplicacién que ha tenido el trading algoritmico a lo largo de las Ultimas dos décadas.
Sin embargo, y como ya se ha adelantado previamente, la principal ventaja que aporta
la utilizacién de los sistemas informaticos es la alta velocidad de computo que estos
ofrecen. Las velocidades que se manejan superan considerablemente la barrera de
tiempo sobre la cual un ser humano puede tener reaccién, y por tanto, control de las
acciones llevadas a cabo por los algoritmos. Hablamos de escalas basadas antes en
milisegundos, ahora en microsegundos, y en un futuro cercano, en nanosegundos (la
operacién bursatil mas rapida jamds registrada es de 740 nanosegundos ®). Los
mercados ya no son operados manualmente por personas, sino que hemos dejado el
control a maquinas que realizan este trabajo de una forma que es imperceptible para
nosotros. Las grandes empresas dedicadas al HFT, invierten grandes cantidades de
dinero en localizar fisicamente sus centros de procesamiento lo mas cerca posible de
los principales mercados bursatiles, con el unico fin de reducir la latencia de sus
operaciones y permitir que los algoritmos sean mads eficientes que los de su
competencia, y en consecuencia, generen un mayor beneficio.

Es evidente que las innegables ventajas que ofrece la utilizacién de estos sistemas en
los mercados bursatiles justifican su uso. Pero por otro lado, habria que preguntarse
hasta qué punto estamos dispuestos a ceder el control a las maquinas en la
especulacion del precio de productos basicos que pueden ser tan esenciales como el
agua, el gas o el petrdleo. Les permitimos operar a velocidades inaccesibles para
nosotros, ejecutando patrones cada vez mds complejos que hacen que su
funcionamiento sea cada vez mas incomprensible. El funcionamiento de estos
algoritmos no es perfecto, en muchas ocasiones presentan inestabilidad y acaban
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fallando. Un ejemplo de ello es lo que se conoce como el Flash Crash de las 02:45: La
segunda mayor caida porcentual de la bolsa de Wall Street, sélo superada por la caida
producida en Octubre de 2008, al inicio de la crisis financiera.

Dow
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2:20AM [ 10AM 11AM 12PM 1PM

Figura 6: Grafica diaria del Flash Crash de 2010.

La quiebra de billones de délares producida durante el Flash Crash en 2010 en el
mercado estadounidense, no seria de nuestro interés, sino fuera porque el intervalo de
tiempo en el que se experimentd su colapso y posterior recuperacion fue de 5
minutos. Es decir, un colapso de los principales mercados financieros del mundo que
se produjo en un muy corto intervalo de tiempo y que a dia de hoy, si bien se sabe que
se produjo por la desestabilizacion de los algoritmos de alta frecuencia que operaban
en dichos mercados, todavia se desconoce cuales fueron las circunstancias que
hicieron que el mercado acabara por colapsar.

Por tanto, es importante reflexionar hasta qué punto estamos dispuestos a explotar la
potencia que nos ofrece el trading algoritmico, dado el riesgo que supone el dejar la
especulacion de nuestros mercados, en manos de maquinas que se alejan cada vez
mas de nuestro control. Al margen de estas inquietudes, queda demostrada la
existencia de una realidad donde la tecnologia de la computacion y los algoritmos
informaticos cada vez juegan un papel mas importante en la operativa producida en
todos los mercados bursatiles a nivel mundial.

4.3 Estado del arte.

Ser capaz de predecir el valor del precio de cualquier activo cotizado en un mercado
bursatil ha sido un tema de gran interés en el sector econémico y financiero, y en
términos generales, de caracter global, dado el gran peso que tienen estos campos en
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las sociedades modernas. A lo largo del siglo pasado, este objetivo ha supuesto un gran
reto para los investigadores que han centrado sus esfuerzos en explicar el
comportamiento de la estructura del precio para poder asi, predecir su valor futuro. La
respuesta a este desafio ha acabado por dividir en tres grandes enfoques las opiniones
de los estudiosos, que de forma antagdnica, plantean como solucién al problema de la
prediccion de precios el andlisis fundamental, el analisis técnico y la hipdtesis de los
mercados eficientes .

El enfoque planteado por los defensores del anadlisis fundamental considera que el
valor que puede tomar un activo queda determinado exclusivamente por los factores
econémicos relativos, tanto internos de la empresa, como externos del entorno
econémico en general, del activo cotizado. Por tanto, un enfoque fundamentalista
hard uso de toda la informacién econdmica y financiera que pudiera influir sobre el
mercado a la hora de determinar el punto de equilibrio entre la oferta y la demanda.
Toda esta informacién permitira calcular el valor esencial o fundamental de dicho
activo, es decir, su valor real, y en las diferencias con su valor de mercado se
encontrardn las bases para la prediccion futura del precio, confiando en que en un
futuro dicha diferencia sea equilibrada por el mercado. La vanguardia en la aplicacién
de las tecnologias de la informacién para el analisis fundamental, persigue la creacién
de sistemas inteligentes capaces de comprender semanticamente las noticias sobre

eventos que pudieran influir en el sector financiero %%

, para asi poder estimar de
manera inmediata su relacidn con los activos cotizados, y traducir su impacto en reglas

de contratacion eficientes.

Por el contrario, el enfoque basado en el analisis técnico no busca estimar el valor real
del activo financiero, sino su evolucion histérica en el mercado, haciendo uso
principalmente de graficas e indicadores estadisticos sobre el comportamiento del
precio. Este enfoque no descarta la existencia de factores fundamentales, sino que los
considera integrados dentro de la estructura del precio, y por tanto, estudia sus
consecuencias en vez de dichos factores. El anadlisis técnico hace uso del andlisis de
patrones y tendencias en las graficas del precio, asi como la de los indicadores
calculados a partir de otras variables caracteristicas (volumen, interés abierto, etc.)
para intentar predecir su evolucidn futura. Las ventajas obtenidas por el uso de
herramientas informaticas son evidentes, como ya se vio en el epigrafe anterior,
aportando velocidad y potencia de analisis en la busqueda de patrones, correlaciones,
tendencias, etc.

Antepuesta a los dos enfoques anteriores, y por tanto a la naturaleza de este proyecto,
la hipdtesis de los mercados eficientes descarta la posibilidad de prediccién futura de
los precios mediante el uso del andlisis fundamental o técnico. Esto se explica
basandose en la eficiencia de los mercados, que absorben instantdneamente cualquier
informacién nueva, incorporandola al precio, el cual, representa el valor correcto del
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activo cotizado. Las modificaciones en el precio se consideran perturbaciones
aleatorias independientes, que son imposibles de predecir. Este enfoque, por tanto,
descarta la posibilidad de tener éxito en la obtencidn de grandes beneficios de forma
prolongada en el tiempo, mediante la prediccion de precios.

Sin embargo, ha surgido un intenso debate en la literatura financiera acerca de Ila
capacidad predictiva del analisis técnico, al ponerse de manifiesto que las
rentabilidades obtenidas por las reglas de contratacion, utilizadas cominmente por el
enfoque técnico, no pueden ser explicadas por los modelos econométricos mas usados
en finanzas.

En la actualidad, esta visidon negativa en la capacidad predictiva de cualquier tipo de
técnicas sobre el mercado, se ha visto empiricamente refutada en cierto grado, al
demostrarse con nuevos enfoques y metodologias la posibilidad de poder obtener
rendimientos econdmicos a partir de la prediccidon de los valores bursatiles, siendo la
utilizacién de técnicas de mineria de datos un gran ejemplo de ello. En la interseccién
dénde se cruzan el mundo de las finanzas y la mineria de datos, es extensa la cantidad
de publicaciones y estudios dénde se hace uso de alguna de estas técnicas para la
labor de prediccion, haciendo uso del gran volumen de informacion generada por el
sector financiero.

En este sentido existe una amplia experiencia empirica en la que, a modo ilustrativo y
entre muchos otros, cabria citar algunos articulos. En el trabajo de Ruxanda et al.
(2013) 21 en el que hicieron uso de redes neuronales artificiales (ANN) entrenadas
con datos histdricos de la bolsa de Rumania para su posterior testeo en la bolsa
Croata. Algunas de las conclusiones que llegaron con su estudio indican que si bien el
uso de ANNs no permite una prediccion muy precisa del precio, si se puede obtener un
valor estimado cercano al valor real, en comparacion con otras técnicas.

Un trabajo pionero en el uso de redes neuronales artificiales para la prediccion de

) (221 dénde se

precios al cierre se encuentra en Fernandez-Rodriguez et al. (1999
investiga el rendimiento de reglas de contratacion basadas en la informacién
proporcionada por ANNs. Los resultados obtenidos demuestran que en ausencia de
costes, el rendimiento obtenido durante periodos bajistas del mercado al utilizar el
predictor artificial es mayor a estrategias del tipo buy-and-hold, dénde una opcion de
compra es mantenida a lo largo del tiempo. No ofrece sin embargo rendimientos
mayores cuando las caracteristicas del mercado son contrarias y nos encontramos ante

un mercado alcista.

Otro ejemplo de uso individual de la mineria de datos, es el trabajo de Al-Radaideh et
al. (2013) [23], en el que hicieron uso de arboles de decisidn para crear un clasificador a
partir de datos histéricos de precios, que les permitiera decidir cuadl era el mejor
momento para comprar o vender acciones en el mercado. Los resultados obtenidos
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demostraron un bajo rendimiento en la utilizacidon exclusiva de arboles de decisién,
obteniendo una tasa de acierto media poco significativa, cercana al 50%.

Es por eso que, analizando la arquitectura de los sistemas mas avanzados de trading
algoritmico utilizados hoy en dia, se demuestra que las ventajas que se pueden
obtener al aplicar técnicas de mineria de datos surgen cuando estas son combinadas
de manera sinérgica, y no a partir de su utilizacidon de forma aislada.

Un ejemplo de este tipo de sistemas, es el presentado por Huang y Lin (2014) 241 Un
sistema que, integrando varias técnicas de mineria de datos, ha demostrado unos
resultados bastante prometedores en la prediccion de los indices del mercado,
obteniendo en sus dos casos de estudios unos rendimientos en la inversidon realizada
del 53.6% y 128.4%.

Por tanto, el estado del arte en el estudio sobre los procesos de mineria de datos para
la prediccidn bursatil, se orienta actualmente hacia lo que se conoce como Mineria de
Datos Hibrida (Hybrid Data Mining, HDM). Esto es, la integracién de diversas técnicas
funcionando conjuntamente, con el fin de conformar complejos sistemas avanzados de
trading, que normalmente acaban por incorporarse a las herramientas utilizadas por
las grandes empresas financieras.

4.4 Redes neuronales artificiales, ANNs.

Dentro del campo del aprendizaje automatico y las ciencias computacionales, nos
encontramos con las redes neuronales artificiales (Artificial Neural Networks, ANNSs)
como una de las técnicas mas representativas dentro de su género. Mediante su
utilizacion, se facilita el descubrimiento automatico de modelos, generados a partir de
un conjunto basico de ejemplos de entrada, lo cual podria suponer una tarea de
bastante complejidad si se hiciera mediante el uso de otro tipo de herramientas mas
convencionales. Su aplicacién, actualmente, beneficia a numerosos campos de
estudios tales como el de la percepcidon artificial (ej. deteccion de caras,
reconocimiento de escritura y voz, vision artificial, etc.), la medicina (ej. diagndstico

médico, deteccién de cdncer, anadlisis bioquimicos, etc.) [25](26]

, procesos industriales
(control de maquinaria, diagndstico de defectos, ajustes de temperatura, etc.), o el
campo de la economia y las finanzas (e]. sistemas automaticos de trading, calificacién
de deuda, segmentacién de mercado, etc.), entre otros muchos ejemplos. Su gran
interés surge, por tanto, dado el buen rendimiento que demuestra esta tecnologia en

la resolucion de problemas que son bastantes complejos de definir algoritmicamente.

Tal y como sugiere su nombre, la estructura de una red neural artificial esta inspirada
en como funciona el sistema nervioso de los animales, dénde el desempeiio de una
tarea se ejecuta mediante la descomposicidn y tratamiento de subtareas mas simple
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por parte de conjuntos de neuronas que se encuentran interconectadas y que se
comunican entre ellas. Al igual que un cerebro animal, las redes neuronales se
especializan en el procesamiento paralelo y aprendizaje de reconocimiento de
patrones, que llevado a mayor escala, permite la resolucion mediante técnicas
computacionales de tareas mas complejas. Su descubrimiento se remonta a 1958
cuando el psicélogo Frank Rosenblatt disefié la primera red neuronal artificial, llamada
perceptron, con la intencién de simular cdmo el cerebro humano procesaba la
informacién obtenida a través de la visién y como aprendia a reconocer objetos.
Precisamente, la aplicacidon de los conocimientos de la psicologia y la neurologia en el
campo de la computacién, ha permitido no solo el desarrollo y uso de estas
herramientas, sino también el poder obtener un mayor entendimiento de cémo
funciona el sistema neuronal bioldgico y la cognicién humana.

Una red neuronal artificial de tipo feed-forward opera mediante la creacidon de
interconexiones entre unidades de procesamiento simple, denominadas neuronas.
Como se puede ver en la Figura 7, la distribucidon de cada una de estas neuronas puede
organizarse en diferentes niveles de procesamiento o capas, donde cada neurona
perteneciente a una capa determinada estd interconectada con todas las neuronas de
la capa anterior y/o la capa posterior.

La primera capa, es denominada la capa de entrada, y es la que recibira el vector con
los valores de los pardmetros a ser procesados, sobre los cudles queremos generar el
modelo. Las capas intermedias de la red neuronal son denominadas capas ocultas, que
serdn las encargadas de procesar y memorizar la informacién llegada de las neuronas
de otras capas. Finalmente, la Ultima capa es denominada la capa de salida, y serd la
encargada de, una vez se han realizado los computos a través de todos los niveles de la
arquitectura, devolver el vector resultado.

Entradas
nes

Capa de Capas Capa de
entrada ocultas salida

Figura 7: Esquema general de una red neuronal.
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La composicion interna de una neurona, estd conformada por un conjunto de
funciones matematicas encargadas de realizar cdlculos a partir de los datos de
entradas recibidos por la neurona y generando un valor de salida determinado (ver
Figura 8). Para ello, a cada valor de entrada se le otorga un peso determinado en
funciéon de cual sea su importancia en el proceso de calculo de esa neurona.
Inicialmente el valor de estos pesos se asigna de manera aleatoria, y posteriormente
segln se ejecuta la fase de entrenamiento, estos valores se van reajustando
iterativamente con el fin de minimizar el criterio de coste establecido. Estos
parametros son los que en términos finales dotan de flexibilidad de aprendizaje a la
red neuronal. El calculo realizado sobre los valores de entrada ponderados segun los
pesos asociados a cada una de las uniones entre neuronas (sinapsis) es lo que se
conoce como la funcion de propagacion de la neurona, normalmente implementado
como el sumatorio de las entradas ponderadas. El valor de salida generado por la
funcion de propagacion, servird como valor de entrada para computar lo que se
denomina la funcion de activacion, que generard una salida especifica segun el tipo de
calculo matematico realizado. La funcidén de activacion mas comun, es la denominada

[27], la cual esta asociada con muchos procesos naturales, siendo

funcién sigmoidea
uno de ellos la curva de aprendizaje en procesos complejos. Esta funcion acotard los
resultados de la neurona a valores continuos entre 0 y 1, con una evolucion logistica en
forma de S. Otro tipo de funciones también utilizadas son capaces de acotar los
resultados a valores continuos entre -1 y 1 (funcién de tangente hiperbélica *®) o Ia

generacion de salidas binarias.

XN@\@_} J_ o
O

Figura 8: Esquema general de una neurona artificial.

La posibilidad de utilizar diferentes combinaciones de funciones de propagacién y
activacion, asi como los diferentes disefios de arquitecturas y algoritmos de
aprendizaje existentes, hacen que de cara a un anlisis se pueda elegir entre un amplio
surtido de modelos de redes neuronales, que nos aportaran rendimientos diferentes,
segun la naturaleza de los datos y de la informacién que queramos obtener. De todos
los modelos, el mas utilizado es el que se conoce como Perceptrén Multicapa
(Multilayer Perceptron, MLP) (291 gue cumple con la estructura general que se ha
presentado en este capitulo: multiples capas (c. de entrada, c. ocultas, c. de salida),
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conexiones que no forman ciclos (red neuronal feed-forward), funcién de activacion no
lineal (ej. sigmoidea, hiperbdlica, etc.) y aprendizaje mediante la técnica de
retropropagacion o backpropagation.

Esta ultima técnica se trata de un algoritmo de aprendizaje, y permite a la red neuronal
reajustar los pesos utilizados para ponderar las entradas de cada una de las neuronas,
con el fin de minimizar la suma de los errores al cuadrado entre la salida esperada y la
proporcionada por la red, realizando por tanto, un proceso de memorizado vy
aprendizaje. Se denomina retropropagacion porque este entrenamiento se realiza en
dos fases: una primera, dénde se calcula el valor de salida a partir de los valores
computados en cada neurona para cada valor de entrada de la red neuronal, y una
segunda, dénde se compara el valor obtenido con el valor esperado y se calcula una
sefial de error para cada una de las salidas, que es propagada hacia atras en la
topologia de la red, y que reajusta los valores de los pesos. La ejecucion repetida de
estas fases permite a la red neuronal reajustarse hasta poder minimizar los errores de
prediccion sobre el conjunto de datos. Sin embargo, es importante sefialar que el
minimo alcanzado se trata de un minimo local y no absoluto, y que por tanto, no
representa la configuracién éptima de pesos que pudiera alcanzar la red neuronal. El
sesgo en los resultados que pudiera derivarse de alcanzar siempre un mismo minimo
local, se evita mediante la inicializacion aleatoria de los pesos al comienzo del
entrenamiento. Gracias a esta técnica de entrenamiento, mediante su ejecucién
iterativa, acabamos por obtener una red neuronal entrenada que nos servird como
modelo sobre el cual comenzar a realizar predicciones.

Las redes neuronales artificiales son, por tanto, potentes herramientas de aprendizaje
automatico que nos permiten a través de la realizacion de numerosos calculos
interconectados, la estimacion de modelos basados en formas funcionales complejas,
sobre los cual realizar predicciones. Si bien la complejidad de las funciones estimadas
hace que sean herramientas dificiles de comprender internamente, su utilizacién es
amplia y variada en numerosos sectores, demostrando un rendimiento que justifica su
uso.

4.5 El problema del overfitting.

En el proceso de andlisis de los datos, en ocasiones se hace uso de técnicas de
aprendizaje automatico (ej. Redes neuronales), donde los algoritmos que se utilizan
son capaces de realizar predicciones a partir del aprendizaje adquirido tras una fase de
entrenamiento. El funcionamiento de estos algoritmos, permite que en la fase de
entrenamiento, estos, puedan reajustar sus parametros de funcionamiento con el fin
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de maximizar el resultado de prediccién sobre el conjunto de datos con el que son
entrenados.

El problema del sobreajuste surge cuando el algoritmo utilizado es sobreentrenado o
se le otorga un alto grado de libertad, lo que le permite la generacion de formas
funcionales muy complejas que no solo se ajustan a la tendencia de los datos, sino que
también recogen las posibles perturbaciones aleatorias que estos pudieran contener.
Cuando esto sucede, normalmente se acaba obteniendo un modelo completamente
optimizado para el conjunto de datos de entrenamiento, pero que sin embargo, tiene
una pobre capacidad de prediccién cuando se hace uso de datos diferentes a los
utilizados en el entrenamiento. Un ejemplo de una funcion sobreajustada seria la que
se presenta en la Figura 9.

Como podemos ver, contamos con una nube de puntos que tiene una evidente
tendencia lineal decreciente, donde la mayor parte de los datos podrian ser explicados
mediante un modelo de regresién lineal simple. Sin embargo, tras la aplicacién de un
algoritmo de aprendizaje automatico para la estimacidn del modelo, la funcién
estimada no consiste en una linea simple, sino que ha generado una curva de mayor
complejidad capaz de ajustarse exactamente al conjunto de datos, no solo a su
tendencia regresiva, sino también a los errores aleatorios que estos pudieran tener.
Diremos entonces, que la funcién estimada es una funcidn sobreajustada.

spline(x, y, n= 10*njgy

T T T T T T
0.0 0.2 04 08 0.8 1.0

Figura 9: Ejemplo de una funcidn sobreajustada.

Por tanto, para garantizar la calidad del modelo que se va a generar, serd necesario
atender a la posible aparicion del sobreajuste. Para ello, y como ya se ha adelantado, la
estrategia que se va a utilizar sera la de generar dos subconjuntos de datos diferentes,
uno de entrenamiento y otro de prueba. La finalidad de esto, es poder detectar la
existencia de overfitting mediante el analisis de los errores de prediccion de ambos
subconjuntos. Un modelo que presente un problema de sobreajuste, tenderd a
maximizar su capacidad prediccidon y por tanto a minimizar la suma de sus errores,
calculados estos como la diferencia entre el valor estimado y el valor real de cada
muestra. Cuando se analizan los errores de ambos subconjuntos y se observa que el
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error acumulado del subconjunto de prueba es notablemente superior al del
subconjunto de entrenamiento, podremos deducir la existencia de un problema de
sobreajuste, y por tanto, podremos iniciar estrategias para reducir su efecto.

Podemos ver en la Figura 10 un caso de sobreajuste producido en un modelo estimado
a partir de los datos bursatiles con los que estamos trabajando. La gréfica roja (grafico
superior) y verde (grafico inferior) representan los resultados reales, o esperados, del
valor de cierre del IBEX35 para el subconjunto de prueba y entrenamiento,
respectivamente. Por otra parte, la grafica azul representa el valor estimado por la red
neuronal artificial para cada uno de los subconjuntos, tras haber sido entrenada.

Como se puede observar, la prediccion que se realiza sobre el subconjunto de datos de
entrenamiento se ajusta perfectamente a los valores reales del cierre de la bolsa, con
un error cuadratico medio despreciable (ECM = 0.00828). Por el contrario, la funcién
de prediccién estimada sobre el conjunto de datos prueba, los cuales no fueron
utilizados durante la fase de entrenamiento de la red, muestran como existe una
notable diferencia entre los valores reales y los estimados, con un elevado error
asociado (ECM = 2.4936). Sabiendo esto, podemos deducir la existencia de un
problema de sobreajuste, que en este caso concreto se estd produciendo al dotar a la
red neuronal artificial de excesiva libertad en la creacion de funciones complejas.
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Figura 10: Ejemplo de problema de sobreajuste sobre el modelo bursatil estimado.

Si quisiéramos, por tanto, reducir el problema de overfitting tendriamos que reajustar
los parametros de la red neuronal y realizar un nuevo proceso de entrenamiento que
nos genere un nuevo modelo. Como podemos ver en la Figura 11, este nuevo modelo,
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dénde se ha limitado los grados de libertad de la red neuronal, recoge un mejor ajuste
de la funcidon de prediccion en el subconjunto de prueba (ECM = 0.69581) en
detrimento del subconjunto de entrenamiento. (ECM = 0.36301).
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Figura 11: Ejemplo de resolucion del problema de sobreajuste.

4.6. El ratio de Sharpe.

Es importante a la hora de gestionar nuestra cartera de inversién y en la evaluacién de
nuestras estrategias de trading, contar con los indicadores adecuados para la
valoracion del rendimiento que estas pudieran tener. Dicho rendimiento puede ser
valorado siguiendo diferentes criterios, siendo uno de los mas habituales el que hace
uso de las potenciales ganancias, o rentabilidad de la inversién.

Sin embargo, si bien la rentabilidad que podamos obtener de nuestras inversiones es
de caracter necesario para la valoracion del rendimiento de nuestra estrategia, no se
puede obviar otra variable de también gran importancia: el riesgo.

Por ilustrar esto, supongamos que iniciamos nuestra operativa con un balance de
1000¢, y decidimos invertir sobre un fondo que nos promete una rentabilidad del 10%
anual. A priori pudiera parecer una opcidon de bastante interés, a partir de la cual,
dentro de un afo obtendremos unos beneficios de 100€. Sin embargo, quizds no
suponga una opcion tan interesante al descubrir que la volatilidad de este producto
financiero tiene una volatilidad del 50%, lo que implica asumir unos niveles de riesgo
bastante elevados.
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Por tanto, es evidente que a la hora de analizar el rendimiento de nuestras estrategias
serd importante no contar para elaborar nuestro indicador solo con el posible
beneficio que obtendremos, sino también con el posible riesgo en el que vamos a
incurrir.

Un indicador capaz de hacer uso de ambos criterios, es el conocido ratio de Sharpe, el
cual es capaz de medir la rentabilidad obtenida por cada unidad de riesgo soportado
en una inversion. Gracias a su uso, podremos realizar comparaciones en igualdad de
riesgo entre diferentes estrategias bursatiles.

Lo computaremos a partir de la siguiente expresion: [30]

Ratio de Sharpe =

R; = Rentabilidad de la inversion.

Rf = Rentabilidad de un activo sin riesgo.

0; = Volatilidad de la inversién

A la hora de interpretar este ratio, se observa que entre mayor sea su valor mejor es la
rentabilidad del producto comparado directamente con la cantidad de riesgo que se ha
asumido en la inversién. Sin embargo, un valor inferior a la unidad implica que el
rendimiento del activo es inferior al riesgo que se asume, pudiendo ser tanto por una
baja rentabilidad o por una alta asuncién de riesgo.
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- Capitulo 5 -

Hipotesis de trabajo.

Como ya se ha adelantado, el objetivo de este trabajo es el de realizar un proceso de
mineria de datos aplicado a los mercados bursatiles. Es materia de este capitulo el
presentar la hipdtesis de trabajo elegida para la ejecucidn de este proceso.

5.1 Presentacion del problema.

De manera general, el objetivo propuesto para desarrollar de forma satisfactoria el
proceso de descubrimiento de conocimiento, es el de la obtencion de informacién
relevante que nos pueda asistir durante la negociacidon bursatil. Para poder alcanzar
este objetivo, se ha planteado una hipdtesis de trabajo que se buscard demostrar
mediante la aplicacion de las adecuadas herramientas de mineria de datos.

Para plantear la hipdtesis, tomamos como punto de partida el contexto globalizado en
el que cotizan los mercados bursatiles, cuyos productos financieros, son sensibles ante
cualquier informacién que se genere en cualquier zona del planeta. Por ejemplo, es
comun el escenario en el que, ante la publicacibn de wunos resultados
macroecondmicos en EE.UU, el efecto de dicha noticia, no solo afecte a los mercados
de Wall Street, sino que esto acabe afectando al resto de mercados y economias del
mundo.

Por tanto, es bien conocida en la literatura la existencia de correlaciones entre los
mercados de los diferentes paises, donde el valor de cotizacién de un indice en un
mercado puede estar correlacionado con el valor de uno o varios indices cotizados
previamente en otros mercados. En este sentido se plantea como hipdtesis de trabajo
de esta memoria la existencia de causalidad, posiblemente de naturaleza no lineal,
desde los diferentes indices bursatiles hacia el IBEX35. La existencia de dicha
causalidad podria permitir la mejorar de la capacidad predictiva del modelo de redes
neuronales artificiales introduciendo la informacidn adicional procedente de los otros
indices cotizados previamente en otros mercados.

La evaluacion de la mejora de la capacidad predictiva de las cotizaciones al cierre del
IBEX35 que trae consigo la introduccidon de informacion procedente de otros indices
bursatiles puede evaluarse de dos formas diferentes. En primer lugar se puede realizar
una evaluacién desde el punto de vista estadistico, siendo el criterio del menor error
cuadratico medio uno de los procedimientos mas usuales en dicha evaluacién. En
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segundo lugar puede realizarse una evaluacion desde el punto de vista de la
rentabilidad econdémica de la posible mejora predictiva; para ello habrd que
transformar las predicciones en sefiales de una regla técnica de contratacién y
comparar las rentabilidades obtenidas en la prediccion del IBEX35 con vy sin
informacién adicional sobre el resto de los mercados. Con el fin de considerar el
balance entre rentabilidad y riesgo de las rentabilidades obtenidas el estadistico mas
empleado en este tipo de comparaciones es la ratio de Sharpe, que proporciona la
rentabilidad por unidad de riesgo.

5.2 Diseno de la solucion.

Una vez tenemos planteada la hipétesis sobre la que queremos trabajar, se procede a
describir la solucién que nos va a permitir demostrar o rechazar dicha hipodtesis, asi
como el disefio del proceso de mineria de datos que se llevard a cabo para ello.

Puesto que nuestro interés se centra en encontrar la existencia de causalidad,
posiblemente de naturaleza no lineal, entre la cotizacidon del mercado espaiiol y la
actividad del resto de mercados, sera necesario identificar aquellos mercados que por
proximidad temporal, pudieran tener un mayor efecto en el IBEX35. Para ello, se ha
procedido a representar en un grafico los horarios de apertura y cierre de los, segln su
volumen de capitalizacion, principales mercados del mundo (1], (Ver Figura 12).
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Figura 12: Franjas de apertura y cierre de los principales mercados mundiales.

Tras analizar el grafico, se observa que los mercados con mayor relevancia y
proximidad al horario de la bolsa espafiola son, la Bolsa de Tokio (Nikkei 225, NKY), la
Bolsa de Shanghai (Shanghai Stock Exchange, SSE), la Bolsa de Hong Kong (Hong Kong
Stock Exchange, HKEX) y la Bolsa de Alemania (Deutscher Aktienindex, GDAX). Para la
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realizacion del proceso de analisis, de los indices asidticos expuestos se ha preferido
utilizar el indice NKY frente al HKEX o al SSE, atendiendo a su mayor capitalizaciéon y a
su mayor influencia global, que aumenta la probabilidad de encontrar mayores
correlaciones con los eventos de la bolsa Espafiola. Por tanto, una parte de la
informacién utilizada para la prediccién, vendra dada por el indice Nikkei 225, cuyo
cierre se produce dos horas previas a la apertura de la bolsa espafola, y por lo cual,
nos podra aportar datos de los valores de apertura, maximo, minimo y cierre de la
sesion que finaliza. Por otro lado, también haremos uso del indice alemdn, del que
podremos contar con su informacién de apertura, pero no de maximo, minimo o
cierre, puesto que el final de dicha sesidn coincide con el cierre de la sesién espafiola.

Por tanto, mediante la informacion que estas variables nos pueda aportar
elaboraremos diferentes modelos de prediccién. Un primer modelo a analizar sera uno
gue nos permita predecir el valor de apertura del IBEX35 mediante el uso de las
variables del indice bursatil japonés (Ver Figura 13). Posteriormente, realizaremos un
segundo modelo ddonde el valor a predecir serd el valor de cierre (respecto al valor de
apertura de dicha sesién) a partir de la informacién de apertura, tanto del indice
aleman como el propio IBEX35, y nuevamente la informacidn aportada por el indice
japonés (Ver Figura 14). Las predicciones que nos pudiera aportar este segundo modelo
son de bastante interés econdmico, pues nos podria aportar informacién de valor a ser
utilizada durante la operativa de dicha sesién. En cualquier caso, para ambos modelos,
generaremos estrategias de contratacidn que nos permita evaluar econdmicamente,
en funcién del beneficio y el riesgo, el rendimiento de nuestro proceso de mineria de

datos.
NKY225 IBEX35
DATE OPEN CLOSE HIGH LOW OPEN
é?
é?
é?
Figura 13: Modelo del experimento 1.
NKY225 DAX IBEX35
DATE OPEN CLOSE HIGH LOW OPEN OPEN CLOSE

é?

é?

é?

Figura 14: Modelo del experimento 2.
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Para la generacion y validacidon de estos modelos, se ha disefiado un sistema que

funcionalmente cumplird todas las etapas del proceso de mineria de datos en

concordancia con la metodologia CRISP-DM.

El sistema, consta de diferentes mdédulos implementados en el lenguaje R, donde cada
uno cumple con una funcionalidad especifica en el proceso. Los mddulos

implementados, sobre los cuales se profundizard en los siguientes capitulos, son los

siguientes:

Modulo dataCrawler.

Es el mddulo encargado de capturar de Internet todos los datos histdricos de
los valores bursatiles necesarios para realizar el proceso de andlisis. Estos datos
son conseguidos mediante llamadas HTTP a la APl que Yahoo Finance pone a
disposicion del publico. Una vez este médulo es ejecutado, dispondremos de
una lista con los datos financieros historicos del periodo que se haya
especificado.

Maodulo dataBuilder.

Este mddulo es el encargado de dar el formato necesario a los datos histéricos
gue hasta el momento tenemos almacenados en listas, con el fin de maximizar
su rendimiento para la fase de analisis. Se calculara las variaciones porcentuales
diarias producidas entre los valores significativos de cada mercado, y se
almacenardn en tablas, asignandole a cada columna el nombre identificativo
correspondiente.

Modulo dataPartitioner.

Previa a la fase de analisis, serd necesario dividir el conjunto de datos en dos
subconjuntos: un conjunto de entrenamiento, que serd utilizado para la
creacion del modelo en la fase de andlisis, y un conjunto de prueba, dénde se
testeara el rendimiento del modelo generado. La generacion de estos dos
subconjuntos es la funcionalidad implementada por este médulo. Ademas, con
el fin de obtener valores estadisticos fiables, generaremos para cada uno de los
dos subconjuntos, cinco versiones aleatorias diferentes, que seran analizadas y
validadas posteriormente.
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e Moddulo dataAnalyzer.

Este es el médulo de mayor importancia en todo el proceso, pues es el que
implementa el proceso de mineria de datos en si mismo. De las diferentes
técnicas disponibles, se ha optado por utilizar una red neuronal artificial no
lineal para el proceso de prediccidn de los valores del IBEX35. A partir de los
datos extraidos y formateados anteriormente, serd este mddulo el que se
encargara de generar, configurar y entrenar a la red neuronal artificial que se
usara posteriormente para realizar predicciones.

e Mddulo modelValidator.

Una vez se dispone de un modelo entrenado, haremos uso de este mddulo para
comprobar la exactitud del modelo, utilizando para ello los datos del
subconjunto de prueba. A partir de la validacién de las predicciones estimadas
con estos datos, podremos obtener valores estadisticos (error cuadratico
absoluto, error cuadratico medio, coeficiente de determinacion, etc.) que nos
indiquen el grado de acierto en las predicciones.

La principal ventaja que aporta una arquitectura basada en un disefio modular, es que
permite la sustitucion de los médulos del sistema con facilidad. Asi por ejemplo, si en
un futuro se quisiera continuar estudiando el rendimiento de las diferentes técnicas de
mineria de datos, se podria sustituir sin mayor problema el mdédulo dataAnalyzer
actual, basado en redes neuronales, por otro que estuviera basado en darboles de
decisidn, u otra técnica. De igual forma, el disefio modular también permite de forma
sencilla la extensidn de las funcionalidades actuales del sistema. Asi por ejemplo, se
podrian generar nuevos moédulos que implementaran otro tipo de técnicas vy
encadenarlos unos con otros con el fin de conseguir un andlisis mucho mas complejo
de los datos.

La coordinacién entre mdédulos se consigue mediante la utilizacién de una string de
configuracion que es enviada a cada uno de los mddulos. El contenido de este
parametro de configuracion sirve para informar a los modulos de cudles son los indices
bursatiles y qué variables significativas utilizaremos para el modelado. Esta string, hace
uso de la sintaxis JSON para su definicidn, facilitando su integracién con otros sistemas
y dejando abierta la posibilidad de distribuir la herramienta generada como un servicio
web (Software as a service). A modo ilustrativo, la string de configuracion que se
deberd utilizar para la generacién del modelo que se ha planteado al comienzo de este
epigrafe, serd la siguiente:
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"[{"symbol1":"AN225", “parameters":["OPEN" , "CLOSE", "HIGH", "LOw"]},
{"symbol":"AGDAXI", "parameters":["OPEN"]},
{"symbol":"AIBEX" , "parameters”:["OPEN", "CLOSE"]}]"'

Figura 15: Ejemplo de una string de configuracion.

Como se puede comprobar, se trata de un array JSON en el que cada elemento
representa a un indice bursatil diferente, designado por el atributo symbol. El simbolo
gue identifica a cada uno de los indices, se corresponde con el proporcionado por
Yahoo Finance en su pagina online 321, Después, el atributo parameters sera el que
defina qué valores significativos de los indices seleccionados utilizaremos para nuestro
modelo: OPEN designa a los valores de apertura, CLOSE designa a los valores de cierre,
HIGH para los valores maximos, LOW para los valores minimos y VOLUME para el
volumen de operaciones de cada sesion. Ademads, se incluye una nueva variable que
hemos denominado SESVAR, que representa a la tasa de variacién producida durante
una sesioén diaria, calculada respecto al valor de apertura de dicha sesion.

De cara a los modelos que se van a predecir, el ultimo valor significativo del ultimo
indice especificado (en nuestro ejemplo, parametro CLOSE del simbolo *IBEX), sera la
variable que se pretenderd predecir a partir del resto de variables explicativas.

Las bondades del disefio de este sistema es que permite de manera sencilla y con gran
flexibilidad la creacién y validaciéon de diferentes modelos, mediante una simple
modificacion de la string de configuracidon, a partir de los cuales poder estimar
resultados bursatiles y medir su rendimiento.
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- Capitulo 6 -
Implementacion del sistema.

En este capitulo se presentard la implementacién de los diferentes médulos que
conforman el sistema que se ha planteado en el capitulo anterior, y que utilizaremos
para la ejecucion del proceso de mineria de datos. Para cada uno de los mddulos,
plantearemos los diferentes pasos llevados a cabo asi como la justificacion de las
decisiones tomadas en su disefio e implementacién.

6.1 Mdodulo dataCrawler.

Como ya se introdujo en el Capitulo 2, en la segunda fase de la metodologia CRISP-DM
se encuentran las tareas dedicadas a la extraccidn y recopilacion de los datos. En este
punto inicial del proceso de mineria, lo que se busca es la automatizaciéon de las tareas
de extraccién de todos los datos histdricos bursatiles que vayan a ser utilizados
durante el analisis. EI mddulo encargado de la implementacién de estas
funcionalidades es el médulo dataCrawler.

Este modulo, inicialmente recibe como parametros la string de configuracion y la fecha
inicial y final que delimitan el periodo del cual se quieren extraer los datos. Una vez la
string de configuracién es procesada, se extraen cada uno de los simbolos que
representan a los indices bursatiles de los que se quieren obtener sus histdricos, y se
ejecutan las peticiones a la fuente de datos Yahoo Finance. Estas peticiones, se realizan
mediante la ejecucion de llamadas HTTP GET a una direccion URL que representa a una
peticién realizada a la plataforma Yahoo Query Language. Mediante la ejecucién de
estas llamadas obtendremos una respuesta JSON con los datos que hayamos
solicitado. Un ejemplo de este tipo de sentencias seria la siguiente, dénde se solicita el
histérico de datos del IBEX35 del afo 2015.

SELECT * FROM yahoo.finance.historicalData WHERE symbol = "~IBEX"
AND startDate = "2015-01-01" AND endDate = "2015-31-01";

Las limitaciones que Yahoo establece sobre la cantidad de datos que se pueden enviar
en cada peticion (1.5mb por llamada), no hace posible el poder extraer los datos
historicos de periodos mas largos a un afno. Por tanto, se ha tenido que solucionar esto
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disefiando la légica del médulo para que en caso de solicitar periodos superiores a un
afo, se realicen tantas llamadas como afios se estén solicitando, uniendo
posteriormente los conjuntos de datos obtenidos en una Unica lista. Finalmente, el
modulo también se encarga de la conversién de los datos del formato JSON a un
objeto que pueda ser tratado por el lenguaje R, preparandolo para las siguientes fases
del proceso.

Una vez este mdédulo se ha ejecutado, el resultado obtenido es una lista dénde se
almacena por cada dia e indice bursatil, un elemento con toda la informacién
significativa de dicha sesidon. La estructura de esta lista es como se muestra a
continuacion.

@ stockList Large 1ist {3 elements, 1.6 Mb)
:List of 359
L% :List of 8
symbol : chr "%5eN225"
Dpate : chr "2015-06-04"
Open : chr "20539.93945"
High : chr "20552.46094"
Low : chr "20438.21094"
Close : chr "20488.18945"
volume : chr "171700"
.. Adj_Close: chr "20488.18945"
L% :List of 8
.. % symbol : chr "%5en225"
.. % Date : chr "2015-06-03"
.% open : chr "20443.15039"

T timbh = Fhe "2I0E0R 34061

Figura 16: Estructura de la lista generada por el médulo dataCrawler.

b bR bR bR B bR bR

6.2 Modulo dataBuilder.

La siguiente fase en nuestro proceso serda la correspondiente a la seleccion,
construccion y formateo de los datos ya extraidos. Siguiendo la linea de trabajo
propuesta por la metodologia CRISP-DM, esta se corresponderia con la fase de
Preparacion de los datos. Es importante hacer notar que serd en este punto dénde se
tomen las decisiones que mas afecten al rendimiento del andlisis que se realizara
posteriormente. Para ello, es importante dedicar tiempo al entendimiento de los datos
y a la naturaleza que representan, atendiendo también a los requisitos y caracteristicas
de las herramientas de mineria de datos que vayamos a utilizar.

Nuestro conjunto de datos (o dataset), se conforma, para cada indice bursatil, por el
conjunto de valores significativos registrados durante todas las sesiones diarias del
periodo que estamos analizando. Estos valores son: el valor de apertura (OPEN), cierre
(CLOSE) y cierre ajustado (ADJ_CLOSE), asi como el valor maximo (HIGH) y minimo
(LOW) de la sesion. La informacidon que proporcionan estos cinco valores, es con
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respecto al precio, es decir, representan estados significativos que el precio de
cotizacion ha tomado durante la sesion. Por otra parte, también se incluye el volumen
(VOLUME) de la sesién, que en este caso no representa a un precio, sino a la cantidad
o volumen de contratos negociados durante el periodo de operatividad del mercado.
Ademas, para cada registro diario (cada fila en nuestra tabla), esta informacion se
complementa incluyendo el simbolo del indice bursatil y la fecha a la que se refiere.

Puesto que la herramienta de mineria de datos que hemos seleccionado para el
andlisis, se trata de una red neuronal artificial (ANN, por sus siglas en inglés),
deberemos de dar el formato adecuado a los datos con el fin de maximizar su
rendimiento para el andlisis. Como ya se presento en el epigrafe 4.4, una ANN realiza
un proceso de entrenamiento en el que se le muestra cudles seran los valores de salida
esperados cuando las variables de entrada toman un estado determinado. Mediante
este entrenamiento, la red neuronal aprende automaticamente a predecir cual sera el
valor de la variable de salida en funciéon del estado de las variables de entrada.

Por tanto, una primera observacidn con respecto al tratamiento de los datos, es que
no deberemos trabajar con los valores absolutos de los precios, sino que en cambio,
deberemos utilizar las variaciones diarias con respecto a la sesidn anterior. A modo
ilustrativo, imaginemos dos situaciones en las que cuando el precio de apertura del
indice GDAX se ha incrementado en 10 unidades, el precio de cierre del IBEX35 se ha
visto también incrementado en 5 unidades. Si estuviésemos trabajando con los datos
en valores absolutos, la red neuronal realizaria un aprendizaje interpretando estos dos
casos como situaciones diferentes, creando al final, un modelo mucho mas complejo y
sobre el que dificilmente se podran hacer predicciones fiables. Por el contrario,
utilizando valores derivados, permitiremos ensefiar a nuestra red neuronal a realizar
predicciones en base los incrementos o decrementos que se produzcan en las variables
explicativas.

Una segunda observacién que se ha realizado, es con respecto a las diferencias entre
los valores de capitalizacién de los diferentes indices. Es trivial comprender que, un
incremento de 100 unidades en el valor de capitalizacién, no tendra igual relevancia en
un mercado valorado en 400 unidades que en un mercado valorado en 1.000.000
unidades. En el primer caso, dicha variacién supone un incremento porcentual del 25%
del valor de mercado, mientras que en el segundo, dicha variaciéon representa un
incremento poco significativo del 0.01%. Por tanto, es de nuestro interés que, de cara
al aprendizaje que pueda realizar nuestra red neuronal, sepa interpretar cuando una
variacidon del precio es significativa con respecto al valor del mercado, y cuando no,
para asi conseguir un andlisis mas cercano a la realidad econdmica de los mercados
gue estamos estudiando.

Para solucionar estas dos ineficiencias, deberemos de computar a partir de los valores
absolutos iniciales, la siguiente tasa de variacion (formula 1). Mediante el calculo de
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esta formula, para cada uno de los valores significativos (OPEN, CLOSE, HIGH, LOW),
tendremos resuelta las dos deficiencias que hemos observado. Por tanto, ya
disponemos de nuestros datos con el formato adecuado para poder realizar un analisis
Optimo mediante el uso de redes neuronales.

Pt — Dt-1
v, = ——1.100
Pt-1
v, = Tasade variacion del precio entre sesiones consecutivas.
p: = Valor del precio de cotizacion de la sesidonent

P:—1 = Valor del precio de cotizacion de la sesion anterior a t.

Ademas, para nuestro conjunto de datos, ahora conformado por las variaciones diarias
de los datos histdricos bursatiles, sera necesario generar un nuevo tipo de variable
significativa que también podra ser utilizada en la fase de analisis. Esta nueva variable,
representara las variaciones producidas por el precio en su valor de cierre, pero no con
respecto al valor de cierre de la sesidén anterior (tal y como representa el valor CLOSE),
sino con respecto al valor de apertura de dicha sesidn. Por tanto, la informacién
contenida por esta nueva variable, que denominaremos con la etiqueta (SESVAR),
representara las variaciones producidas en el precio de cotizacién durante una sesién
diaria. Contando con la participacidon de esta nueva variable en la fase de andlisis, si
consiguiéramos generar un modelo capaz de predecir con cierta facilidad el valor
futuro de esta, contaremos con una informacién de gran relevancia que nos podria
aportar un gran valor econémico en nuestra operativa.

Para su cdmputo, calcularemos nuevamente tasas de variacién, pero utilizando en esta
ocasion las siguientes variables:

pC: — pA,
SESVAR, = %100
PA;
SESVAR; = Tasa de variacion del precio en la sesion en t.

pC; = Valor del precio de cotizacion de la sesidon en t
pA; = Valor del precio de cotizacion de la sesidon anterior a t.

El mdédulo dataBuilder sera por tanto el encargado de realizar todas las funciones de
procesamiento y formateo adecuado de los datos. A partir de la informacién
proporcionada por la string de configuracién, se obtiene la informacion de cudles son
las variables significativas que queremos de cada uno de los indices bursatiles.
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Posteriormente, los datos que habiamos obtenido tras la ejecucién del mddulo
dataCrawler y que hemos almacenado en listas, son transformados a un formato
matricial, que nos permitira realizar un trabajo mucho mas flexible. Cada fila de esta
matriz representara a una sesién diaria de bolsa, dénde cada columna representard la
informacién que se haya especificado en la string de configuracion. Para cada una de
estas columnas, se le asignara una etiqueta compuesta por el nombre del indice, un
cardcter separador y el valor significativo al que representa (ej. A la columna que
contiene los valores de apertura del IBEX35, se le asignard el titulo “IBEX_OPEN”).
Finalmente, para la obtencién de un mayor rendimiento en el analisis, se calculara la
tasa de variacién diaria de los datos, tal y como se ha presentado en el epigrafe
anterior. Por tanto, tras la ejecuciéon de este segundo mddulo, el resultado que
obtendremos serd el de una tabla con las variaciones porcentuales diarias de cada una
de las variables significativas que hemos seleccionado. A partir de este conjunto de
datos, podremos comenzar a realizar nuestras primeras operaciones de analisis.

DATE N225_OPEN N225_HIGH N225_LOwW N225_CLOSE GDAXI_OPEN IBEX_OPEN IBEX_SESVAR

20148187 -1.932987285767 -1.2915947925717 -9.4527013522732 -8.5392650584218 @.284619560994 1.47516875542 2.6B855000756620
20148188 @.683717888791 1.1511999849982 ©.6985383928418 1.758693619554 @.784486923382 2.8@8353483985 @.6281838551488
28148189 @.371388238963 -8.7335294812111 -8.4294582683572 -1.381716242287 -8.215822980913 @.64879723558 -8.2896395135585
28148118 -1.368564433351 -8.511243845951@ -8.5385383387871 @.199445166683 -8.193527729463 @.36954487046 -B.8291443237938
28148113 @.8839732698@7 -8.8629825391698 ©.9892728093784 @.peeoeRRRRRRE @.253854871282 @.41482277942 @.2825814323392
28148114 -1.6@81674339383 -1.5723364732841 -3.3359922167539 -3.837314714726 -1.128876598684 -8.6@176462732 1.8582174896716
28148115 -8.85192424508638 8.92305540957209 1.6@51875488335 2.432758488661 2.128121385833 1.83853573688 1.3891848638713
20148116 1.252982286428 8.3450521805023 ©.4623495511461 -@.386689565416 1.581132759230 1.45846555992 -8.72824475@1939
20148117 -8.944788168154 -8.9976138677239 -8.5742435841967 -8.880066530319 -8.245458919287 -8.74533334485 @8.1147918897247
28148120 @.1827268@5299 -8.35198588008373 -8.3842184766278 -8.6@81594243748 -8.851449855937 -8.13185593947 B.135853726@536
28148121 -B.884265341676 1.8687362188676 ©8.8377352338968 @.975918169418 @.399253317356 @.28543874521 -1.8735583878722
28148122 @.2426350@5745 -8.1535513281874 -8.4764475856116 @.158753380477 @.881331862799 -8.67145319213 -1.1519765854128
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6.3 Mddulo dataPartiotioner.

Cudndo ya contamos con el conjunto de datos preparados, antes de iniciar la fase de
analisis, sera necesario configurar dos subconjuntos de datos diferentes: un primer
subconjunto denominado conjunto de entrenamiento, que serd el que contenga los
datos utilizados para el entrenamiento de nuestra red neuronal, y un segundo
conjunto, el conjunto de prueba, que serd el utilizado para probar la validez de nuestro
modelo generado. El motivo que hay detrds de la utilizacién de estos dos subconjuntos
es el de detectar el problema de overfitting o sobreajuste (ver epigrafe 4.5) en el que
nuestra red neuronal pudiera incurrir.

La légica encargada de generar los diferentes subconjuntos de datos a partir de los
cuales seremos capaces de detectar y eliminar la aparicidon de sobreajuste en nuestro
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modelo, serd la contenida en el médulo dataPartitioner. Su implementacion, esta
encargada no solo de generar estos dos subconjuntos, sino que para cada uno de ellos,
generard varias muestras diferentes que contengan una seleccion aleatoria de los
datos. El motivo de esto serd el de prevenir la posible generacién de subconjuntos que
puedan representar estados sesgados de los datos, y que puedan representar una
realidad ficticia de cara a su analisis (i.e. situacion de mejor/peor caso).

Por defecto, el médulo dataPartitioner generard 5 muestras aleatorias diferentes, cada
una de ellas con sus respectivos subconjuntos de prueba y entrenamiento. La
proporcidon utilizada para distribuir cuantitativamente la cantidad de datos que
habremos obtenidos en las etapas anteriores, sera del 70% para el subconjunto de
entrenamiento y del 30% para subconjunto de prueba. Esta distribucidn de los datos es
la mayoritariamente aceptada para los procesos de mineria de datos, pues destina la
mayor parte al entrenamiento del sistema inteligente, permitiendo un mejor
rendimiento de este, pero sin eliminar la posibilidad de poder calcular unos
indicadores fiables de su rendimiento utilizando los datos restantes.

Una vez se ha ejecutado este mddulo, si contdbamos inicialmente con un Unico
conjunto de datos, el resultado a devolver sera una lista formada por dos sub-listas,
gue contendran a las 5 instancias diferentes de cada uno de los subconjuntos, que
seran posteriormente analizadas por una red neuronal especifica para cada una de
ellas, en la fase de analisis (ver Figura 18).

— Entrenamiento Prueba
‘ 70% ‘ ‘ 30% ‘ ——> | DataAnalyzer
‘ 70% ‘ ‘ 30% ‘ ——> | DataAnalyzer
Conjunto de datos
100% —> | DataPartitioner | | ‘ 70% ‘ ‘ 30% ‘ —> | DataAnalyzer
‘ 70% ‘ ‘ 30% ‘ ——> | DataAnalyzer
‘ 70% ‘ ‘ 30% ‘ ———> | DataAnalyzer

Figura 18: Diagrama de funcionamiento del médulo DataPartitioner

6.4 Mddulo dataAnalyzer.

Una vez alcanzado este punto del proceso, ya contamos con las estructuras de datos
necesarias para poder iniciar un andlisis satisfactorio. Esta fase, la cuarta en la
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metodologia CRISP-DM, serd la encargada de aplicar las técnicas de mineria de datos
seleccionadas, con el fin de extraer toda la informacién relevante del conjunto de
datos. La correcta configuracion de los pardmetros de los cuales depende el
funcionamiento de la técnica a utilizar, serd un paso clave para obtener un mayor
rendimiento en esta fase.

De las diferentes técnicas de mineria de datos existentes, hos hemos centrado en la
utilizacién de técnicas de prediccidon, y mas especificamente en la utilizacién de redes
neuronales artificiales. Mediante su uso, tras la fase de entrenamiento inicial,
obtendremos un modelo sobre el cual podremos realizar predicciones sobre las
variaciones de los valores del IBEX35, si bien el sistema implementado permite
facilmente la generacidon de modelos diferentes donde poder predecir y utilizar valores
de otros mercados.

Para el funcionamiento de este médulo serd necesario que se le proporcione como
parametro la lista que contendra las diferentes muestras aleatorias generadas por el
maodulo dataPartitioner. A partir de la estructura de las tablas, la légica del médulo se
encargara de generar la string requerida por la funcidn neuralnet del paquete de R que
estamos utilizando para crear ANNs, y que servird para definir la estructura de los
pardmetros de entrada y salida de la red neuronal. La sintaxis de esta string es
bastante simple de generar, estando su estructura definida de la siguiente forma:

OUTPUT~INPUT_1+INPUT_2+...+INPUT_N

El resto de los pardmetros aceptados por la funcién neuralnet serviran para configurar
las caracteristicas del andlisis. A partir de ellos, podremos definir su tipologia,
definiendo la cantidad de capas ocultas de la red, asi como el nimero de neuronas que
conformard cada una de las capas. También, se podra elegir el tipo de algoritmo que se
ejecutara durante el analisis, pudiendo elegir entre diferentes variantes del algoritmo
de retropropagacion.

El resto de parametros nos permitirdn definir aspectos tales como la cantidad de
repeticiones que queremos que se realicen para cada analisis, la cantidad de pasos
maximos que podrd ejecutar el algoritmo encargado de minimizar el error del
predictor, el valor inicial de los pesos de los parametros de entrada, o definir cual sera
la funcidén utilizada para el calculo del error. Para estos ultimos pardmetros, haremos
uso de la configuracidn que viene por defecto dentro del paquete.

Finalmente, puesto que el objetivo de esta red neuronal es la de predecir valores
continuos que representen las variaciones diarias de nuestra variable de salida
(apertura y variacion diaria del IBEX35 en nuestros experimentos), serd necesario
configurar mediante parametros esta red como lineal, significando esto que el valor
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que pudiera tomar la variable de salida no serd mapeado a valores binarios, y que por
el contrario, mantendra la misma naturaleza y rango que los valores de entrada.

Por tanto, tal y como se puede observar, la gran flexibilidad que nos ofrece el paquete
neuralnet nos permite generar un alto numero de configuraciones diferentes, que
podran tener un mayor o menor rendimiento para nuestro andlisis dada las
caracteristica de nuestros datos y de los modelos buscados. Es por ello que, tal y como
se presentara en el epigrafe XX, una de las tareas de andlisis que se ha realizado en
este proyecto ha sido la de buscar la configuracién éptima de la red a partir de la
automatizacion de los andlisis para diferentes configuraciones.

Una vez se ha completado el entrenamiento de la red, el objeto devuelto por este
maodulo sera la red neuronal artificial ya entrenada, la cual podra ser utilizada por otras
funciones del paquete neuralnet para la realizacion de predicciones utilizando nuevos
datos. Esta funcionalidad de prediccidon serd la que utilizaremos en los mddulos
posteriores para realizar la validacién de nuestro predictor.

6.5 Modulo modelValidator.

La quinta fase de la metodologia CRISP-DM se corresponde con las tareas de
evaluacidn del modelo generado, encargadas de demostrar la validez del predictor que
se ha entrenado en la fase previa. Para ello, el médulo modelValidator se encargard de
computar diferentes herramientas estadisticas que servirdn para cuantificar las
capacidades predictivas de nuestra red neuronal, siendo estos valores calculados sobre
los conjuntos de prueba generados por el mddulo dataPartitioner.

Tras la ejecucion de este modulo obtendremos por consola el célculo de los diferentes
estadisticos para cada uno de los 5 subconjuntos de datos de prueba, y un célculo
medio de todos ellos, tal y como se muestra en la Figura 19.

"ANN 1 --» RECM = 1.18953 , R2 = 0.00033 , %Correct = 0.55405"
"ANN 2 --» RECM = 1.16703 , R2 = 0.00516 , %Correct = 0.51351"
“"ANN 3 --> [DID NOT CONVERGED] "

"ANN 4 --> [DID NOT CONVERGED] "

"ANN 5 --» RECM = 1.05816 , R2 = 0.00477 , %Correct = 0.48649"
"Mean perf: RECM = 1.13824 , R2 = 0.00342 , %Correct = 0.51802"
"= DONE!"

Figura 19: Informacidn de salida del médulo dataValidator.
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Los estadisticos computados por este médulo son los que se presentan a continuacién:
6.5.1 Raiz del Error Cuadratico Medio, RECM.

Mediante el céalculo del RECM obtendremos un estimador que nos medira las
diferencias entre los valores predichos por nuestro estimador y los valores reales
esperados, o visto de otra manera, la desviacion tipica de esta diferencia. Para su

calculo, haremos uso de la siguiente ecuacion 23

ie1(yi — yi)?
n

RECM =

y; = Valor del predicho para la muestra i.
y; = Valor real para la muestra i.
n = Numero de muestras.

Para el cdlculo del RECM se ha de calcular la suma de las diferencias entre el valor
estimado y el valor real, elevado al cuadrado. Esto uUltimo se hace con el fin de evitar
las posibles compensaciones que se pudieran producir entre errores de signo
contrario. El valor de la suma serd después dividido entre el nUmero de muestras para
asi obtener el valor medio de la suma cuadratica de los errores, o tal y como se conoce
a dicho estadistico, el Error Cuadratico Medio (ECM). Sobre este valor, calcularemos su
raiz cuadrada, con el fin de obtener una magnitud que sea equivalente a la de los
valores de la muestra, y nos permita hacer comparaciones entre semejantes.
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Figura 2: Grafica de prediccion del cierre del IBEX35 y calculo del RECM.

Este estadistico nos servird para valorar que tan buen predictor es nuestra red
neuronal artificial, significando un valor bajo que el error de prediccién de esta es
también bajo. Gracias a su uso, simplificamos el proceso de cuantificar el error de
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prediccién, que en otras circunstancias habria que realizar analizando visualmente la
diferencia entre las graficas de los valores reales y los valores estimados (Ver figura
20), de manera menos rigurosa.

6.5.2 Bondad del ajuste, R%

Si representdramos en una grafica, para cada una de las muestras, el valor real de
dicha muestra en el eje X, y el valor estimado por nuestra ANN en el eje Y,
obtendremos una grafica de correlacién de la prediccién que nos servird para
visualmente reconocer la calidad de nuestro predictor, tal y como se muestra en la
figura 21.

En un escenario ideal, donde el rendimiento de nuestro predictor sea perfecto, los
datos reales y estimados serdn idénticos, y la representacién grafica de la correlacién
mostrara que estos se ajustan linealmente en un eje de 459. En la situacién contraria,
donde nuestro predictor sea altamente ineficiente, la representacion que
obtendremos en la grafica de correlacidn sera la de una nube aleatoria circular de
puntos alrededor del eje central. Por tanto, para estimar la calidad de nuestro
predictor, el andlisis que deberemos hacer sobre este tipo de graficas sera el de
descubrir la existencia de linealidad sobre la nube de puntos.
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Figura 21: Grafica de correlacion del predictor para ambos conjuntos de datos.

Una forma cuantitativa de detectar la existencia de esta linealidad es mediante el
calculo del estadistico R?, también conocido como coeficiente de determinacién o
bondad del ajuste. En términos generales, este estadistico determina la proporcién de
la variacion de los datos que puede explicarse por el modelo de regresion lineal
estimado para el conjunto de puntos. En el caso en el que los datos no disten mucho
de la linea de regresidon estimada, aceptaremos la existencia de una relacién lineal
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entre los datos, y la bondad del ajuste tomara valores cercanos a 1. Por el contrario, si
nos encontraramos ante la situacion de aleatoria en la distribucion de los datos, el
valor del estadistico serd cercano a 0.

Para su calculo, haremos uso de la siguiente expresion 341,

2
Oxy

2 2
OxO0y

R* =

0'}“, = Covarianzade X e Y.
Ox = Varianza de X.
Oy = VarianzadeY.

Por tanto, con el cdlculo de este estadistico podremos comprobar la existencia de
correlaciones lineales entre los resultados esperados y lo resultados estimados, sin
necesidad de tener que representar graficamente la correlacién del predictor.

6.5.3 Tasa de acierto, %C.

Puesto que los resultados que obtendremos de nuestra ANN estdn distribuidos en un
rango continio de valores, de cara a calcular la eficacia de la prediccién
comprobaremos si el valor predicho coincide con el valor esperado, como se ha visto
en el calculo del RECM. Sin embargo, para la creacién de reglas de contrataciéon que
nos puedan ser Utiles en nuestra operativa bursatil, la prediccidon que pueda realizar el
predictor sobre el signo de dicho valor de salida, puede ser suficiente para poder
decidir si iniciar operacién de compra o venta.

Es por ello, que de forma complementaria a los estadisticos anteriores, también se ha
calculado un estadistico que nos indica la cantidad de aciertos en el signo que se ha
producido con respecto al nimero total de muestras. Este indicador es la Tasa de
acierto (%C), medida en términos porcentuales, donde un valor de 0.8 nos indicara un
grado de acierto del 80% de los signos en las predicciones realizadas. Esto nos
permitird estimar el rendimiento de nuestra red neuronal actuando exclusivamente
como un clasificador entre los incrementos y decrementos de la variable enddgena.
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- Capitulo 7 -
Analisis y resultados.

Tras la implementacion del sistema que servird como herramienta para la ejecucion
del proceso de mineria de datos, en este capitulo haremos uso de dicho sistema para
iniciar un conjunto de analisis que nos permita obtener resultados sobre los dos
experimentos planteados y nos acerque a obtener conclusiones relevantes. Para ello,
utilizaremos técnicas de analisis que nos permita validar no solo nuestros resultados,
sino las capacidades del sistema implementado.

7.1 Analisis de los resultados y estudio de la topologia.

Como se ha visto previamente, las redes neuronales artificiales que estamos utilizando
como herramientas permiten un alto grado de configuracién, dénde entre otros
pardmetros podemos elegir cudl sera su topologia (en nimero de capas ocultas y
neuronas), sus funciones de activacién y propagacién o el algoritmo que se ejecuta
para el entrenamiento de la red. Esta flexibilidad en cuanto a la configuracién hace
dificil la labor de encontrar la configuracidon éptima para cada uno de los diferentes
modelos. El rendimiento de la red y su capacidad de prediccidon se verd afectado de la
eleccién tomada. En la teoria no existe una metodologia precisa que indique las pautas
a seguir para elegir dicha configuracion, siendo necesario analizar diferentes
situaciones y comprobar la calidad de la red para cada una de ellas.

Para hacer esto, haremos uso del sistema implementado, realizando un analisis para
cada una de las posibles topologias y tipo de algoritmo, entre los tres que ofrece el
paquete neuralnet: Algoritmo de Retropropagacién (Backprop), Retro-propagacién
(Backprop), Retro-propagacion con resiliencia y retroceso en los pesos (Rprop+), Retro-
propagacion con resiliencia sin retroceso en los pesos (Rprop-). De las topologias
analizadas, se han descartado aquellas en las que el nimero de neuronas de la primera
capa oculta era mayor que el de la segunda, por la pérdida de informacion que esto
supone al primero comprimir y después separar los datos. Sobre esta restriccidn,
hemos calculado todas las posibles topologias para un nimero maximo de 8 neuronas
por capa, tal y como se observa en la Tablal y Tabla2. Para cada una de las
configuraciones, hemos obtenido los diferentes estadisticos computados por el
maodulo dataValidator: |la Raiz del Error Cuadratico Medio (RECM), la Bondad del Ajuste
(R?) para la regresion entre los datos reales y estimados, y el coeficiente de acierto del
signo, obviando el valor de la prediccién (%C). A continuacidn se muestran los
resultados obtenidos.
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Expl. NK225 {OPEN, HIGH, LOW, CLOSE} = IBEX {OPEN}

TOPOLOGIA Backprop Rprop+ Rprop-
capai | capa2 | RECM | R® %C | RECM | R %C | RECM | R’ %C
1 0.90569 | 0.38725 | 0.72703 | 0.90572 | 0.38722 | 0.72703 | 0.90576 | 0.38717 | 0.72703
2 1.04055 0.213 0.63964 | 0.96373 | 0.33438 | 0.66486 | 0.98267 0.309 0.68919
3 NC NC NC 0.94323 | 0.35236 | 0.68108 | 0.97899 | 0.31648 | 0.71622
4 NC NC NC 0.99636 | 0.32275 | 0.67297 | 0.98654 | 0.31061 | 0.68378
5 NC NC NC 1.04253 | 0.28294 | 0.70001 | 1.06278 | 0.28472 | 0.69459
6 NC NC NC 1.01262 | 0.28776 | 0.66486 | 1.00951 | 0.29412 | 0.71081
7 NC NC NC 1.10867 | 0.21959 | 0.64189 | 1.16287 | 0.22026 | 0.67027
8 NC NC NC 1.15649 | 0.19233 | 0.67027 | 1.09823 | 0.27105 | 0.60811
1 1 0.86563 | 0.42261 | 0.71622 | 0.90998 | 0.38232 | 0.72432 | 0.90626 | 0.38602 | 0.72973
2 1 0.98179 | 0.18373 | 0.64865 0.9449 0.35186 0.6973 0.95529 | 0.33526 | 0.72297
2 2 NC NC NC 0.97949 | 0.27457 | 0.68919 | 0.96099 | 0.37337 0.7027
3 1 NC NC NC 1.00216 | 0.30973 | 0.70811 | 0.99212 | 0.29348 | 0.69932
3 2 NC NC NC 0.96295 | 0.34032 | 0.69459 | 0.99154 | 0.30624 | 0.71892
3 3 NC NC NC 1.08407 | 0.20026 | 0.69595 | 1.03872 0.2744 0.67568
4 1 NC NC NC 0.95658 | 0.34624 | 0.71892 | 1.00384 | 0.26549 | 0.64414
4 2 NC NC NC 1.04891 | 0.24907 | 0.67117 1.1783 0.20091 | 0.68468
4 3 NC NC NC 1.15432 | 0.20034 | 0.70721 | 0.9934 | 0.26136 | 0.71622
4 4 NC NC NC 1.0685 0.25373 | 0.68018 1.0389 0.31378 | 0.77027
5 1 NC NC NC 1.04574 | 0.27967 | 0.64865 | 1.02808 | 0.24225 | 0.62613
5 2 NC NC NC 1.31458 | 0.12561 | 0.64865 | 1.22181 | 0.25532 | 0.73423
5 3 NC NC NC 1.78532 | 0.20109 | 0.75676 | 1.11684 | 0.29505 | 0.74324
5 4 NC NC NC NC NC NC 1.0939 | 0.26913 0.75
5 5 NC NC NC 1.17843 | 0.17933 | 0.62162 NC NC NC
6 1 NC NC NC 1.14939 | 0.19727 | 0.65676 | 1.10261 | 0.25675 | 0.68468
6 2 NC NC NC 1.04347 | 0.31449 0.6982 1.23055 | 0.22299 | 0.64527
6 3 NC NC NC NC NC NC 1.09927 | 0.25311 | 0.70946
6 4 NC NC NC NC NC NC 1.19535 | 0.14511 | 0.63514
6 5 NC NC NC 1.16886 | 0.22632 | 0.62162 | 1.34714 | 0.0763 | 0.63514
6 6 NC NC NC NC NC NC NC NC NC
7 1 NC NC NC 1.16653 | 0.21733 | 0.65878 1.1325 0.26964 | 0.63063
7 2 NC NC NC 1.25173 | 0.11801 | 0.62162 | 1.24183 | 0.17827 | 0.63964
7 3 NC NC NC 1.15552 | 0.16867 | 0.66667 1.2655 0.16094 | 0.67568
7 4 NC NC NC NC NC NC NC NC NC
7 5 NC NC NC 1.35832 | 0.20278 | 0.64865 | 1.28747 | 0.2157 | 0.64189
7 6 NC NC NC NC NC NC 1.3432 0.20234 | 0.60811
7 7 NC NC NC NC NC NC NC NC NC
8 1 NC NC NC 1.18429 | 0.19908 | 0.63514 | 1.20607 | 0.16615 | 0.67568
8 2 NC NC NC 1.68691 | 0.15678 | 0.72973 | 1.26384 | 0.14934 | 0.64189
8 3 NC NC NC 1.31126 | 0.13748 | 0.66216 | 2.10338 | 0.05945 | 0.65541
8 4 NC NC NC 1.47813 | 0.06823 | 0.66216 | 1.39823 | 0.06471 | 0.67568
8 5 NC NC NC NC NC NC 1.37933 | 0.13962 | 0.62162
8 6 NC NC NC NC NC NC NC NC NC
8 7 NC NC NC NC NC NC NC NC NC
8 8 NC NC NC NC NC NC NC NC NC

Tabla 1: Resultados del experimento 1.
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Exp2. NK225 {OPEN, HIGH, LOW, CLOSE} + GDAX {OPEN} + IBEX {OPEN} = IBEX {SESVAR}

TOPOLOGIA Backprop Rprop+ Rprop-
capai | capa2 | RECM | R® %C | RECM | R %C | RECM | R’ %C
1 NC NC NC 1.13407 0.0083 0.47671 | 1.13378 | 0.00493 | 0.47123
2 NC NC NC 1.20265 0.00698 | 0.47123 | 1.12854 | 0.02458 | 0.47671
3 NC NC NC 1.25765 0.01874 | 0.53151 | 1.51392 | 0.00238 | 0.50411
4 NC NC NC 1.25698 0.01324 | 0.49315 | 1.41411 | 0.02428 | 0.45205
5 NC NC NC 1.42657 0.01196 | 0.47397 1.3523 0.00893 | 0.50137
6 NC NC NC 1.51319 0.01561 | 0.48219 | 1.39608 | 0.00575 | 0.50411
7 NC NC NC 1.45162 0.01138 | 0.51781 | 1.52169 | 0.00613 | 0.49315
8 NC NC NC 1.45732 0.00896 | 0.50959 | 1.51773 | 0.01318 | 0.48493
1 1 NC NC NC 1.1397 0.00371 | 0.48493 1.11789 | 0.00817 | 0.53425
2 1 NC NC NC 1.24899 0.022 0.46918 1.1822 0.02309 0.4863
2 2 NC NC NC 1.22548 0.00093 | 0.41096 1.1795 0.00418 0.4726
3 1 NC NC NC 1.28929 0.00031 | 0.52329 | 1.25511 | 0.00731 | 0.47945
3 2 NC NC NC NC NC NC 1.16731 | 0.00042 | 0.56164
3 3 NC NC NC NC NC NC 1.41548 | 0.02093 | 0.46575
4 1 NC NC NC 1.40352 0.00776 | 0.47945 | 1.42572 | 0.02039 | 0.49041
4 2 NC NC NC 1.38061 0.01075 | 0.54338 | 4.66911 | 0.01943 | 0.55251
4 3 NC NC NC 1.55977 0.00158 0.4726 1.45989 | 0.01382 | 0.45548
4 4 NC NC NC 1.70175 0.0003 | 0.46575 NC NC NC
5 1 NC NC NC 1.41547 0.00391 0.5137 1.57134 | 0.00226 | 0.49772
5 2 NC NC NC 1.64657 0.00857 | 0.43836 | 1.52469 | 0.02674 | 0.52055
5 3 NC NC NC NC NC NC 1.87496 | 0.00052 | 0.50685
5 4 NC NC NC 1.60771 0.00048 | 0.54795 | 1.62497 | 0.00579 | 0.42466
5 5 NC NC NC NC NC NC NC NC NC
6 1 NC NC NC 1.99995 0.02547 | 0.50411 | 1.50461 | 0.00466 | 0.46918
6 2 NC NC NC 1.5777 0.01995 | 0.49658 | 2.05877 0.0073 0.5411
6 3 NC NC NC NC NC NC 3.24312 | 0.00092 | 0.45205
6 4 NC NC NC NC NC NC NC NC NC
6 5 NC NC NC NC NC NC NC NC NC
6 6 NC NC NC NC NC NC 1.71842 | 0.02046 0.4863
7 1 NC NC NC 1.89626 0.01253 | 0.51142 1.67672 | 0.00967 0.4863
7 2 NC NC NC NC NC NC 1.81366 | 0.01275 | 0.42466
7 3 NC NC NC 2.30554 0.00264 | 0.47945 | 1.69763 | 0.03498 0.5
7 4 NC NC NC NC NC NC NC NC NC
7 5 NC NC NC 16.07126 | 0.05429 | 0.52055 1.95984 | 0.01494 | 0.53881
7 6 NC NC NC 2.04799 0.05358 | 0.50685 NC NC NC
7 7 NC NC NC NC NC NC 3.20549 | 0.04501 | 0.53425
8 1 NC NC NC 10.29794 | 0.03076 0.4726 1.99227 | 0.01646 | 0.53425
8 2 NC NC NC 1.66804 0.00193 | 0.43836 | 1.64242 | 0.01802 | 0.53425
8 3 NC NC NC 1.81474 0.00515 | 0.58904 | 2.24866 | 0.00273 | 0.49315
8 4 NC NC NC NC NC NC 1.82452 | 0.01342 | 0.53425
8 5 NC NC NC NC NC NC 3.82575 | 0.06967 | 0.56164
8 6 NC NC NC 2.50706 0.02179 | 0.52055 | 2.15065 | 0.02797 | 0.45205
8 7 NC NC NC 1.85134 | 0.00116 | 0.60274 NC NC NC
8 8 NC NC NC 5.13617 | 0.00433 | 0.46575 NC NC NC

Tabla 2: Resultados del experimento 2.
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Para los analisis realizados se han utilizado los datos bursatiles de las sesiones diarias
comprendidas entre el 01 de Enero de 2014 y el 01 de Enero de 2015, representando
esto un total de 243 muestras (al descartarse fines de semana y dias festivos). De dicha
muestra, como ya se menciond, el 70% de los datos han sido utilizados para la fase de
entrenamiento, y el 30% restante se ha utilizado para el célculo de los estadisticos que
utilizaremos para medir la calidad de los modelos. De cada analisis, con el fin de
obtener estadisticos mas rigurosos, se esta computando 5 analisis que han hecho uso
de redes neuronales diferentes, pero con la misma inicializacion de los pesos, para asi
poder hacer comparaciones mas fiables.

Tal y como se observa en la Tabla 1, la primera evidencia con la que nos encontramos
es con la gran inestabilidad mostrada por el algoritmo de Retropropagacion (backprop)
que solo ha conseguido converger en aquellas topologias de mayor simplicidad, nunca
superior a dos neuronas. La no convergencia de una red neuronal implica que el
algoritmo encargado de reajustar los pesos de la red con el fin de minimizar la sefial de
error es incapaz de encontrar dicho minimo. Esta capacidad de convergencia puede
controlarse ajustando el valor de la tasa de aprendizaje del algoritmo, que representa
la intensidad de cambio que se produce en los pesos en cada iteracion. Para nuestro
analisis, se ha utilizado una tasa de aprendizaje de 0.005, la cual se habia comprobado
previamente ser la que mejor capacidad de convergencia ofrecia.

El rendimiento demostrado por los otros dos algoritmos (rprop+ y rprop-) es bastante
parecido, obteniendo unos RECM bastante similares en todas las topologias probadas
y no convergiendo solo en aquellas de mayor complejidad. Por tanto, ante la
indiferencia de seleccionar uno u otro, elegiremos rprop+ al tratarse de la opcién
ofertada por el paquete neuralNet por defecto.

La tendencia mostrada por los datos respecto a la topologia demuestra que segun se
va aumentando la complejidad de la estructura de la red, tanto en niumero de capas,
como en numero de neuronas por capa, el RECM incrementa de igual manera, e
inversamente el estadistico R* y la tasa de acierto van en decremento. Esto es, la
capacidad de prediccidon de nuestro predictor disminuye segun la red se va volviendo
mas compleja.

De hecho, para el experimento 1, resulta que la topologia que, siguiendo la tendencia,
muestra mejores RECM, es la formada por capas de una Unica neurona (topologia [1]:
RECM = 90572; topologia [1-1]: RECM = 0.90998). Una intuicién de lo que esto podria
significar es que posiblemente el uso de redes neuronales no sea la técnica mas
adecuada para construir los modelos planteados, puesto que el computo realizado por
una red que estd compuesta Unicamente por una neurona, es el equivalente al de
realizar una regresion lineal entre la variable de salida y alguna de las variables de
entrada. Por ello, ante esta posibilidad, en el epigrafe 7.2 analizaremos efectivamente
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si el rendimiento que podemos obtener del uso de redes neuronales se asemeja al de
utilizar otras técnicas mas simples, como podria ser los modelos de regresion lineal.

Los resultados obtenidos para el experimento 1 se asemejan a los obtenidos en el
analisis del modelo 2, donde podemos observar que de igual forma, se descarta la
utilizacidon del algoritmo backprop, que en este caso no ha logrado converger en
ninguna de las pruebas, y que las topologias de redes mas simples son las que
obtienen un menor RECM.

Finalmente, valorando los resultados obtenidos para ambos experimentos, vemos
como la hipétesis planteada para el experimento 1, dénde predecimos la apertura del
IBEX35, nos produce un predictor capaz de anticipar con un 70% de acierto si se va a
producir un incremento o un decremento de esta variable con respecto a la apertura
del dia anterior. Este resultado, apoya la existencia de fendmenos causales entre el
mercado japonés y el mercado espaifiol, que demuestran la interrelacidon existente
entre los mercados bursatiles dentro del marco globalizado.

Por el contrario, tal y como se observa de los resultados del modelo 2, las tasas de
acierto de las variaciones obtenidas se sitian en torno a un valor del 50%. Esto viene a
indicar que del total de las predicciones del sigho que se han estimado para el
conjunto de datos de prueba, solo se ha acertado la mitad de ellas, errando en la otra
mitad de casos. Por tanto, a priori, diremos que las capacidades predictivas de nuestro
sistema no son destacables, puestos que obtienen el mismo rendimiento que utilizar
una funcién aleatoria que de forma arbitraria genere sefiales de compra o venta. En
cualquier caso, en el epigrafe 7.3 de este capitulo, generaremos diferentes reglas de
contratacién utilizando filtros que limiten la cantidad de sefiales de compra-venta que
se van a realizar, y estudiaremos el posible rendimiento de las reglas obtenidas. Con
esa informacién, si podremos realizar una valoracion real de las capacidades
predictivas de este modelo.

7.2 Validez del uso de la red neuronal.

Como se ha visto en el epigrafe anterior, una primera conclusién que se deriva del
estudio de las diferentes topologias es que segln se incrementa la complejidad de la
red neuronal utilizada, mayor es el error que se produce y menor es la capacidad
predictiva de esta. Es llamativo observar, que esta evidencia se cumple hasta el punto
en el que las topologias mas dptimas son aquellas formadas por una o dos capas de
una unica neurona. Nos encontramos por tanto ante la arquitectura de una red
neuronal denominada perceptron [351,

Como ya se ha visto anteriormente, internamente en las redes neuronales, los
procesos ejecutados equivalen a primero calcular una ponderacion de las sefiales de
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entrada, para posteriormente sobre la suma de dicha ponderacién ejecutar un
algoritmo que se encargara de minimizar el error obtenido en la salida, mediante el
reajuste de los pesos de las ponderaciones. Normalmente, las redes neuronales
realizan este proceso en cada una de sus multiples neuronas, y finalmente entregan el
resultado conjunto a través de su capa de salida. Este proceso, como se trata de un
perceptron, con una Unica neurona, equivale a realizar una regresion lineal simple, en
la que una variable enddgena (en la red, la variable de salida), es explicada por un
conjunto de variables (las variables de entrada), que se relacionan de forma lineal al
multiplicarse por un conjunto de coeficientes (los pesos de la neurona de la capa
oculta). Este modelo de regresién lineal, se podria estimar mediante una técnica de
Minimos Cuadrados Ordinarios, que se encargara de reajustar los coeficientes con el
fin de minimizar el error cuadratico medio del modelo, de forma similar al proceso
realizado por las redes neuronales artificiales. Por tanto, es evidente las equivalencias
computacionales existentes entre una ANN con una Unica neurona y estimar por MCO
un modelo de regresidn lineal simple.

Puesto el objetivo de este capitulo es el de no solo analizar los resultados obtenidos,
sino la calidad del proceso realizado, dedicaremos este epigrafe a comprobar la validez
del uso de las redes neuronales artificiales como herramienta frente a modelos de
regresion simple. Sin embargo, el hecho de demostrar que por medio de modelos de
regresion lineal simple se puede obtener resultados iguales, no significa invalidar el
uso de las ANNs como herramienta predictiva, sino la demostracidon de que es posible
aplicar herramientas mas simple y con menor coste computacional. Como
herramienta, las ANNs te permiten estimar formas funcionales complejas, entre las
que se incluyen las dependencias lineales que pueden ser estimadas a partir de
modelos regresivos lineales. Sera tarea del analista de datos, comprobar a partir de los
resultados obtenidos, la conveniencia entre utilizar una herramienta u otra.

Para realizar esta comprobacidn, nosotros trabajaremos sobre el modelo numero 1,
puesto que es el Unico que presenta, a priori, capacidades predictivas mayores al 50%.
Sobre este modelo, realizaremos un modelo de regresion lineal simple entre cada una
de las variables de entradas (OPEN, HIGH, LOW, CLOSE del N225) y la variable
endogena (OPEN del IBEX35).

Como se observa en la Figura 22, al realizar las graficas dénde se representa la
regresion lineal entre las variables del NIKKEI y la apertura del IBEX, se puede observar
como la linea de regresion (en rojo) presenta una tendencia creciente, sobre la cual los
datos, con cierto grado de dispersidén, se encuentran ajustados. Esto demuestra la
existencia de una cierta presencia de dependencia lineal entre las variaciones
producidas por las variables del NIKKEI y del IBEX35, que podrian interpretarse como
las relaciones existentes consecuencia de las correlaciones entre mercados globales.
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Figura 22: Regresion lineal de la apertura del IBEX35 con las variables del N225.
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El modo de comprobar si este modelo de regresion demuestra mejores rendimientos

que las redes neuronales de nuestro sistema, serd mediante el calculo de los mismos

estadisticos que hemos utilizado previamente. De igual forma, con el fin de que los

valores de dichos estadisticos sean bastante fiables, realizaremos un alto nimero de

repeticiones con diferentes configuraciones del conjunto de datos para cada uno de

los modelos y calcularemos el valor medio de dichos estadisticos. Los resultados

obtenidos son los que se muestran en la Tabla 3.

RECM R’ %C
N225,pgy ~ IBEXopEN 0.99978 0.21405 0.67391
N225416 ~ IBEXppEN 0.90613 0.36475 0.69197
N225,0w ~IBEXopgn 0.90912 0.34567 0.73194
N225..0s5 ~ IBEXopgNn 0.93046 0.32015 0.69405

Tabla 3: Estadisticos de los modelos de regresion lineal.
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Analizando los resultados de la tabla, observamos como efectivamente con el calculo
de modelos lineales simples podemos obtener predictores con una tasa de acierto en
el signo, cercanas a las obtenidas por las redes neuronales, con una desviacién
estandar de +/- 3 puntos porcentuales, dependiendo de la variable a utilizar. Esto nos
indica que efectivamente, la relacién de nuestra variable a predecir con cualquiera de
las variables explicativas guarda una relacion lineal simple, tal y como se esperaba tras
el estudio de la topologia.

De nuevo, decimos que estos resultados no invalidan el uso de redes neuronales, ya
gue con su uso podemos alcanzar un mismo resultado que con la aplicacién de
regresiones lineales, pero con la posibilidad de estimar formas funcionales de mayor
complejidad, si las hubiera. Por tanto, con el uso de las redes neuronales nos
aseguramos el poder estimar un mayor numero de tipos de funciones, incurriendo eso
si, en un mayor coste de cémputo.

7.3 Analisis del rendimiento econémico.

La utilidad directa de la informacién que estamos extrayendo durante la realizacién de
este proceso de mineria de datos es la de su aplicacién en la toma de decisiones
durante nuestra operativa bursatil. El objetivo perseguido es el de la generacién de
reglas de contrataciéon que sean coherentes con la informacion obtenida y que nos
permita obtener un cierto beneficio econdmico, sin incurrir en un factor de riesgo muy
elevado.

Como hemos visto, gracias al primer modelo hemos podido obtener un predictor capaz
de predecir el signo de las variaciones de la apertura del IBEX35 con una tasa de
acierto del 70%, demostrando la existencia de relaciones causales entre los
movimientos de la bolsa de Tokio y Madrid.

Si bien, el conocer la existencia de estas relaciones puede sernos de utilidad a la hora
de modelar las estructuras existentes detrds de los mercados financieros, esta
informacidn, dificilmente podra ser convertida a una regla de contratacion que nos
pueda aportar un beneficio econémico real. Esto sucede porque en el momento en el
que se obtiene la estimacion de la apertura del IBEX, todavia no es posible operar
dentro del mercado Espafiol, y por tanto, no podremos abrir o cerrar una posicién que
nos pudiera aportar una ventaja real.

De forma contraria sucede con las caracteristicas del modelo 2. En este caso, la
hipotesis que se estd modelando contiene un gran interés econdmico, puesto que
estamos prediciendo las variaciones que se van a producir durante la sesion diaria del
IBEX, lo cual nos permitird posicionar nuestras operaciones de compra o venta al inicio
de la sesion, apoyandonos en la informacién estimada. Una vez finalizada la sesién,
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podremos cerrar dicha operacién, obteniendo el beneficio asociado en el caso de
acierto del predictor.

Sin embargo, como ya se indicé, a priori, las capacidades predictivas de este modelo
son del 50%, lo cual no es rendimiento que nos permita la prediccion efectiva de
nuevos valores, ya que conseguiriamos un rendimiento similar mediante la utilizacién
de un generador aleatorio de sefiales de compra/venta.

En cualquier caso, es importante sefialar que la tasa de acierto obtenida, esta
calculada sobre la hipdtesis de predecir y operar cada una de los registros diarios con
los que contamos. Esto es, para cada dia registrado en nuestro conjunto de datos, se
obtiene un valor estimado, a partir del cual se realiza una operacién bursatil. Sin
embargo, nuestra red neuronal no siempre va a predecir variaciones del cierre del IBEX
muy significativas, lo cual se puede interpretar como la certeza con la que la red
predice el signo de las variaciones. Cuanto mayor sea, en términos absolutos el valor
predicho, mayor certeza sobre el signo de dicha variacién.

Haciendo uso de esto, se podria intentar alcanzar una tasa de acierto haciendo uso de
filtros que limitaran el nimero de operaciones bursatiles a ejecutar, basandose en si la
variable estimada supera o no un cierto valor preestablecido. Para ello, la definicién de
nuestras reglas de contratacion debe ser la que se presenta a continuacién:

Si (17 > +f) — Generar senal de compra.

Si (17 < —f) — Generar senal de venta.

Y = Estimacién de la variable endégena.
f = Valordel filtro

Haciendo uso de estas reglas, podremos generar todas las sefiales de compra y venta
gue conformaran nuestra operativa bursatil. Hay que recordar que, en el modelo 2, la
variable a predecir es la que representa la tasa de variacién producida durante la
sesion diaria (SESVAR), y que por tanto, deberd ser al inicio de la sesién cuando
abramos las posiciones de compra o venta. El momento en el que deberemos cerrar
esta posicidn y obtener su rendimiento, sera al final de la sesién.

En nuestro analisis, realizaremos una comprobacién de cudl es la rentabilidad obtenida
para diferentes valores del filtro, comparando cada una de las estrategias que
generemos a partir de las comparaciones del valor calculado mediante el Ratio de
Sharpe. Con ello, podremos comprobar si existe beneficio en la utilizacién de filtros vy,
en caso afirmativo, identificaremos la opcidon que mayor rendimiento genere.
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Para ello, tomaremos provecho de la relacién existente entre la rentabilidad que
obtendremos de iniciar una operacidon de compra y la rentabilidad obtenida para una
operacion de venta, cudndo la apertura y cierre de la operacién se realizan en el
mismo momento para ambos casos. En el caso de la operacién de compra, la
rentabilidad que obtendremos serd la equivalente a la tasa de variacién del precio de
venta del activo al cierre, con respecto a su precio de compra en la apertura. Por el
contrario, para la operacién de venta, el valor de la rentabilidad sera igual al de la tasa
de variacién del precio de compra al cierre con respecto al precio de venta en la
apertura. Por tanto, como se puede observar, el valor de la rentabilidad para ambos
tipos de operaciones sera de mismo valor pero con signo inverso.

Por tanto, la forma de calcular la rentabilidad de nuestra estrategia bursatil para un
determinado periodo sera mediante el uso de las variaciones producidas durante cada
una de las sesiones, que como sabemos ya hemos calculado y almacenado en nuestra
variable SESVAR. Los valores de esta variable, los multiplicaremos por 1 o -1 en funcién
de si se trata de una operacién de compra o venta, respectivamente. Finalmente, a
partir de la suma de los valores obtenidos de esta operacidon, obtendremos la
rentabilidad para dicho periodo.

A partir de la rentabilidad calculada para cada uno de los diferentes filtros,
calcularemos cada uno de los ratios de Sharpe asociados a ellos. Los resultados,
calculados sobre los datos histéricos del afio 2014, son los que se muestran a
continuacion:

Valor del filtro 0.0 0.1 0.2 0.3 0.4 0.5

N2 de operaciones 209 196 177 154 117 97
Rent. acumulada 0.1770% | 0.1792% | 0.2109% | 0.1999% | 0.1106% | 0.0845%
R. Sharpe 1.48669 | 1.51353 | 1.82770 | 1.80073 | 1.04504 | 0.83173

Tabla 4: Rendimiento obtenido en funcidn del filtro

Como podemos ver, la aplicacidén de filtros si nos aporta una mejora del rendimiento
de nuestro predictor, mejorando nuestros niveles de rentabilidad y reduciendo la
asuncion de riesgo al reducir el nUmero de operaciones a las que nos exponemos.
Recordando que la tasa de acierto de nuestro predictor es del 50%, podemos esperar
una muy baja rentabilidad, tal y como se puede ver en la tabla. Sin embargo, aun
obteniendo una baja rentabilidad, el valor obtenido para el ratio de Sharpe supera la
unidad, lo cual implica que nuestra exposicidn al riesgo debe ser bastante baja.
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Para todos los valores de filtro que hemos analizado, encontramos el punto éptimo al
aplicar un filtro de 0.2, dénde solo operamos aquellos incrementos y decrementos que
nuestro predictor haya estimado, en términos absolutos, por encima de dicho valor. En
este caso, el rendimiento obtenido se mejora, y el de igual manera sucede con el valor
del ratio de Sharpe.

Por tanto, las conclusiones a las que llegamos es que si bien, las capacidades
predictivas de nuestra red neuronal para el segundo modelo no permiten la obtencién
de notables rentabilidades, podemos hacer uso de un filtro ajustado a 0.2 con el fin de
optimizar su rendimiento.

ooen

oo

Cumulative Retum

0.0

Figure 13: Evolucion de la rentabilidad acumulada.
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- Capitulo 8 -
Conclusiones y futuro desarrollo.

Este ultimo capitulo servird para presentar las conclusiones obtenidas a través de la
realizacion de este proyecto, asi como plantear posibles vias de trabajos sobre las cual
se podria continuar desarrollando las ideas presentadas.

8.1 Conclusiones finales.

Tras haber completado todas las etapas planteadas para este Proyecto de Fin de
Titulo, cabe analizar las conclusiones que hemos obtenido tras su realizacion. Para ello,
podemos realizar un analisis en tres niveles: conclusiones sobre los resultados de los
experimentos, conclusiones del proceso y conclusiones sobre la aplicaciéon de la
mineria de datos en el campo de la prediccidn bursatil.

De los resultados obtenidos en los experimentos, se observa la existencia de una doble
vertiente a través de la que un modelo puede ser evaluado: una vertiente estadistica y
una vertiente econdmica. Como hemos visto con los resultados del primer
experimento, es posible la obtencién de un modelo con altas capacidades predictivas
pero que luego no sea de interés econdmico dada su imposibilidad de transformarse
en reglas de contratacion que puedan materializarse en un beneficio econdmico real.

De manera contraria sucede con el modelo dos, donde la hipdtesis planteada nos
permitia realizar una evaluacién econdmica, e incluso la optimizacion de sus
resultados, sin tratarse de un modelo estadistico globalmente significativo para la
realizacion de predicciones.

Por tanto, se concluye la importancia de, durante la etapa de planificacion, realizar una
correcta definicién de los modelos que se quieran estimar acorde con los objetivos
perseguidos con dicho proceso de mineria de datos, ya sea bien el andlisis de las
relaciones causales subyacentes en las estructuras de los mercados financieros, o la
obtencidon de rendimiento econdmico a partir de la informacién obtenida de dichos
modelos.

De los experimentos realizados, también podemos ver cémo del analisis de los
resultados no solo podemos obtener informacion de interés sobre los modelos
planteados, sino que también sobre la eficacia de las herramientas utilizadas. Como ya
se ha visto en el capitulo anterior, del andlisis de la topologia de la red neuronal hemos
podido concluir que podria haberse obtenido un resultado semejante mediante la
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utilizacién de otras técnicas mas sencillas, como por ejemplo, modelos de regresién
lineal.

Esto hace evidente la necesidad de siempre evaluar la eficacia de las herramientas
seleccionadas a lo largo de nuestro proceso y de mostrar flexibilidad ante la necesidad
de hacer uso de otras herramientas mas adecuadas cuando las caracteristicas del
modelo asi lo requieran. Dichas herramientas, pueden ser integradas al proceso
sustituyendo a las herramientas actuales, (ej. hacer uso de regresiones lineales en vez
de redes neuronales artificiales), o pueden integrarse al procese complementando a
las que ya se utilizan, optimizando su rendimiento (ej. la utilizacién de filtros en la
evaluacién del rendimiento econémico).

A nivel de proceso, concluimos con la demostracién de la eficacia de la metodologia
CRISP-DM, en la ejecucion del proceso de mineria de datos, y donde se comprueba la
importancia de todas sus etapas para el alcance de los objetivos propuestos. Serd en la
implementacion de todas estas etapas donde entra en valor el papel del analista de
datos, cuyas decisiones, basadas en las caracteristicas de las herramientas, los modelos
y, fundamentalmente, los datos, buscaran maximizar la eficacia del proceso, y la
calidad de la informaciéon obtenida. Ejemplos de este tipo de decisiones han sido
planteados en el Capitulo 6 de esta memoria, durante la presentacion de la
implementacion del sistema.

Aun cuando los resultados obtenidos por nuestros modelos no aportan resultados
notables, esto no invalida la eficacia del proceso implementado, ya que incluso la
invalidaciéon de los modelos planteados es un resultado en si mismo. Ademads, la
flexibilidad con la que se ha dotado al sistema implementado, permite de forma
sencilla (Unicamente modificando la string de configuracién), la evaluacién de nuevos
modelos que nos sirvan para estudiar las relaciones causales entre mercados y de sus
posibles aplicaciones practicas, obtener rendimientos econdmicos.

Finalmente, la pregunta que cabria hacerse, y el objetivo fundamental de este
proyecto, es valorar en qué medida nos beneficiamos de las técnicas de mineria de
datos en su aplicacién de predicciéon bursatil. Las conclusiones extraidas de la
resolucién de este proyecto son que, efectivamente, las ventajas aportadas por este
tipo de técnicas son bastante notables. Desde los ejemplos de la literatura presentados
en el epigrafe 4.3, hasta la propia implementacién de nuestro sistema mineria de datos
y los resultados obtenidos de su ejecucion, son hechos que nos apoyan en afirmar su
utilidad al aplicarse al sector financiero. Partiendo de las ventajas de hacer uso de las
de las TICs (velocidad de cdmputo, ejecucion paralela, manejo de grandes volumenes
de datos, integracién e interoperabilidad, etc.), hasta las avanzadas técnicas aportadas
por cada uno de los grandes campos de estudio que conforman el campo de la mineria
de datos (inteligencia artificial, estadistica, aprendizaje automadtico, etc.) permiten
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afrontar una tarea, a priori, de bastante complejidad, alcanzando resultados bastante
satisfactorios.

8.2 Futuro desarrollo.

La magnitud de los campos de estudios que abarca este Proyecto de Fin de Titulo,
permite que, a partir del trabajo elaborado, se puedan desarrollar varias vias de
desarrollos sobre las cuales poder seguir trabajando.

Una primera via seria, a partir del sistema disefiado, continuar creando, estimando y
validando nuevos modelos que nos permitan seguir estudiando las relaciones causales
entre mercados. Recordar que el disefio del sistema permite hacer esto de forma
sencilla, haciendo modificaciones en la string de configuracion. De hecho, para esta via
de desarrollo, se plantea la posibilidad de acoplar un nuevo médulo previo, que

implementando algoritmos basados en informacidn mutua (s8]

, sean capaces de
fabricar modelos conformados por variables que presenten cierta dependencia entre
ellas, y asi incrementar las posibilidades de encontrar y estimar las relaciones causales

entre mercados.

Explotando el cardcter modular del sistema, otra posible via de desarrollo seria la de
implementar y probar la eficacia de otras herramientas de mineria de datos diferentes
a las utilizadas (arboles de decision, reglas de asociacién, maquinas de soporte
vectorial, etc.), para asi probar su rendimiento sobre el ambito del mercado financiero.
Para ello, como ya se ha dicho en el epigrafe anterior, serd fundamental conocer
previamente las caracteristicas del problema que queramos afrontar, y hacer uso
siempre de la herramienta mds adecuada, pudiendo incorporarla sustituyendo a las ya
existentes o complementando su analisis.

Finalmente, otra interesante via de trabajo que se propone, podria ser la evaluacién de
modelos que integren no solo informacién financiera, sino que también incluyeran
conjuntos de datos de los que se pudieran extraer factores de naturaleza no
econdmica (factores politicos, factores sociales, etc.). Es, el analisis sobre la integraciéon
de conjuntos de datos de naturaleza muy diferente, una de las claves principales que
impulsan el fendmeno del Big Data y la mineria de datos como una de las tendencias
principales en el corto y largo plazo.
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